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Resumen

Hoy en dia existen diversas areas para las cuales la extracciéon de conocimiento en
conjuntos de datos es esencial en la toma de decisiones. No obstante, los conjuntos
de datos cominmente tienen algunos problemas (complejidades) que decrementan
la tasa de efectividad en el proceso de extraccién del conocimiento. La distribucion
no balanceada de los datos entre las clases, asi como la presencia de ruido y el
traslape de clases incluidas en el conjunto de datos, son complejidades de los datos
que a menudo interfieren en la efectividad de la extraccién del conocimiento. Esto
principalmente es debido a que la mayoria de estos modelos asumen que los datos
mantienen una distribucion uniforme y libre de otros problemas.

En los tdltimos anos, las complejidades de datos han sido objeto de estudio en
areas como de Reconocimiento de Patrones y Mineria de Datos dado el impacto
que tienen en el rendimiento de los modelos de aprendizaje. En este sentido, la
presente tesis aborda el tratamiento de desbalance de clases, traslape de clases
y/o ruido con propuestas orientadas a realizar la reduccién y limpieza de la clase
mayoritariamente representada.

Dentro de las soluciones para el tratamiento de desbalance de clases, se pro-
ponen nuevos algoritmos basados en Teoria de grafos. Este concepto surge del
hecho que muchos problemas del mundo real (andlisis de redes, modelos quimi-
cos, teledeteccién, entre otros) han sido abordados con estrategias basadas en
grafos, en las que el problema es transformado en términos de vértices y aristas.
Con esto en mente, las propuestas realizadas en esta tesis se basan en considerar
las instancias contenidas en la clase mas representada como un grafo completo,
al cual bajo criterios guiados de reduccion se obtiene un subconjunto reducido de
instancias representativas de dicha clase.

Para el escenario de estudio en el que el conjunto de datos puede contener
ademds del desbalance de clases, traslape de clases y/o ruido, las propuestas
incluyen la utilizacion de algoritmos de clustering como estrategia de limpieza.
Es sabido que este tipo de algoritmos son usados para agrupar las instancias de
acuerdo a caracteristicas semejantes; no obstante, en la propuesta realizada se
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aprovecha la capacidad que tienen para discriminar instancias consideradas como
ruido. De este modo, la aplicacion de un algoritmo de clustering es ejecutado
previo al tratamiento de desbalance de clases.

Como parte inicial de un estudio que da continuidad a las propuestas realiza-
das en esta tesis, y dado el constante crecimiento de datos en contextos de Big
Data, en la parte final de la tesis se presenta un algoritmo basado en grafos como
una primera aproximaciéon al tratamiento de desbalance de clases para grandes
volimenes de datos.

Para validar las propuestas antes mencionadas, se ejecutaron una serie de
experimentos en conjuntos de datos reales y sintéticos obtenidos del repositorio
KEEL, los cuales cuentan con una amplia variedad entre la cantidad de instancias
y el grado de desbalance. En la experimentacién se consideraron 16 métodos de
bajo-muestreo utilizados en el estado del arte, de los cuales seis son basados en
vecindad, cuatro del enfoque de ensembles, cinco basados en clustering y uno con
enfoque evolutivo.

Los resultados experimentales permitieron observar que las propuestas basa-
das en grafos presentan los mejores porcentajes de rendimiento frente a otros
métodos para el tratamiento de desbalance de clases. En tanto que la incorpora-
cion de un algoritmo de clustering para la limpieza del conjunto de datos, permite
solventar de manera adecuada problemas de ruido y/o traslape de clases adicio-
nales al desbalance de clases que es abordado de manera favorable con grafos.

Finalmente, se utilizé el test de Wilcoxon para descubrir diferencias estadisti-
camente significativas entre cada par de algoritmos. Este estadistico ordena las
diferencias del rendimiento de dos algoritmos para cada conjunto de datos, igno-
rando los signos, y compara los rangos para las diferencias positivas y negativas.
En resumen, este test permite concluir que las propuestas basadas en grafos son
competitivas cuando se comparan con otras técnicas basadas en ensembles y clus-
tering para el tratamiento del desbalance de clases. Adicionalmente, las soluciones
basadas en grafos y clustering para abordar problemas con presencia de traslape
de clases y/o ruido presentan resultados uniformemente competitivos.



Abstract

Nowadays, knowledge extraction from data is an essential task for decision-
making in many areas. However, the data sets commonly present some negative
problems (complexities) that decrease the performance in the knowledge extrac-
tion process. The imbalanced distribution of data between classes and the presen-
ce of noise and/or class overlap are data intrinsic characteristics that frequently
decrease the performance of the knowledge extraction because data are assumed
to keep a uniform distribution and free from any other problem.

All these issues have been studied in Pattern Recognition and Data Mining,
because of their impact on the performance of the learning models. Thus this
Ph.D. thesis addresses class imbalance, class overlap and/or noise through tech-
niques that reduce and clean the most represented class.

Among the solutions to handle with the class imbalance problem, new algo-
rithms based on graphs are proposed. This idea arises from the fact that many
real-world problems (network analysis, chemical models, remote sensing, among
others) have been tackled by using graph-based strategies, in which the problem
is transformed in terms of vertices and edges. Keeping this in mind, the proposals
presented in this Ph.D. thesis consider the most represented class as as a complete
graph in such a way that a representative subset of majority class instances is
obtained through reduction criteria.

Regarding the data sets with class imbalance and class overlap and/or noise,
the proposals include the use of clustering algorithms as a cleaning strategy. It is
well known that these algorithms are used to group instances according to similar
characteristics; however, the proposal here presented makes use of their ability to
detect noisy instances. By this, the application of a clustering algorithm is carried
out before facing the class imbalance.

As a further extension to the proposals presented in this Ph.D. thesis and
due to the growing interest in Big Data problems, the last part of this report
introduces a graph-based algorithm to handle class imbalance in large-scale data
sets.
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In order to validate the aforementioned proposals, a series of experiments were
carried out on real and synthetic data sets from the KEEL repository, which
have an extensive variety in the number of instances and imbalance ratio. The
experimental results allowed to determinate that proposals based on graphs have
the best performance compared with other methods to face the class imbalance
problem,while the inclusion of a clustering algorithm to clean the data set allows
to adequately solve noise and class overlap when presented together with class
overlap, which is rightly faced by using graphs.

Finally, the Wilcoxon’s paired signed-rank test was used to find out statisti-
cally significant differences between each pair of algorithms. This statistic ranks
the differences in performances of two algorithms for each data set, ignoring the
signs, and compares the ranks for the positive and the negative differences. In
summary, this test allows to conclude that the graph-based proposals are compe-
titive when compared with other techniques based on ensembles and clustering
to face the class imbalance problem. In addition, the solutions based on graphs
and clustering to tackle problems with class overlap and/or noise showed evenly
competitive results.
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Capitulo 1
Introduccion

Dado que actualmente la disponibilidad de datos y el uso generalizado de
técnicas de extraccion de conocimiento son de suma importancia tanto en ambitos
publicos como privados, el desarrollo de multiples soluciones para el tratamiento
de los datos exige entender la naturaleza intrinseca de éstos. En este sentido, es
imposible pensar que los conjuntos de datos se encuentren totalmente libres de
ciertas complejidades que pueden afectar a la extraccion de conocimiento y, en
consecuencia, se hace necesaria la utilizacién de técnicas que filtren o corrijan
esas complejidades de tal modo que los datos valiosos sean aprovechados en el
proceso de obtencién del conocimiento [1].

Una de estas complejidades de los datos se refiere al problema del desbalance
entre clases, el cual ocurre cuando en un conjunto de datos se tiene una despro-
porcién de instancias a lo largo de las clases. Asi, cuando una clase se encuentra
minimamente representada en comparacién con el resto de las clases, se le asigna
el nombre de clase minoritaria, mientras que la clase mayormente representada se
conoce como clase mayoritaria. Esta complejidad de los datos ha sido ampliamen-
te estudiada debido a su presencia en diversos problemas del mundo real, tales
como financieros, diagnoésticos médicos, detecciéon de anomalias, reconocimiento
facial, entre otros [2]. Adicionalmente, la desproporcién entre el nimero de instan-
cias de clases mayoritaria y minoritaria da lugar a un importante sesgo en favor
de la clase mayoritaria al utilizar los modelos de aprendizaje y, como resultado,
un pobre rendimiento a la hora de identificar muestras de la clase minoritaria.

Diversos estudios [3, 4, 5] aseguran que el problema del desbalance entre cla-
ses por si solo no tiene un impacto significativo sobre el modelo de aprendizaje
o clasificacion, sino que es la presencia de éste junto con otras complejidades
como el ruido y/o el solapamiento de clases lo que provoca una dramética dis-
minucion del rendimiento. El solapamiento o traslape de clases hace referencia
a regiones ambiguas del espacio de caracteristicas donde la probabilidad de las
clases es aproximadamente igual, lo que en general dificulta el proceso de apren-
dizaje y puede dar lugar a clasificaciones erréneas. Por otro lado, el ruido implica
instancias mal etiquetadas, que de igual manera puede conducir a decisiones de
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clasificacion incorrectas. Ambas complejidades han sido abordadas habitualmen-
te mediante técnicas de filtrado de datos, cuyo objetivo es identificar y eliminar
datos mal etiquetados y también remover posibles solapamientos.

Para el tratamiento del desbalance entre clases se han desarrollado diversas
estrategias que pueden ser agrupadas en cuatro categorfas [6]: métodos a nivel
de algoritmo, que consisten en introducir un sesgo en los clasificadores para com-
pensar el desbalance; métodos a nivel de datos, que consisten en disminuir o
incrementar el nimero de instancias para reducir el nivel de desbalance; métodos
sensibles al costo, que incorporan costos de clasificacion erronea en el proceso de
clasificacion; y métodos basados en ensembles, que consisten en la combinacion
de alguna de las técnicas anteriores con el uso de ensembles (combinacién de
clasificadores).

Es esencial considerar que el resultado de la obtencién del conocimiento de-
pendera de la calidad del conjunto de datos. En consecuencia, el tratamiento de
complejidades que se derivan de esto, tal como el desbalance de clases, instancias
incorrectamente clasificadas, datos ausentes, entre otros, requieren de soluciones
que no conlleven pérdida de conocimiento. En este sentido, esta tesis se centra en
el desarrollo de nuevos algoritmos que obtengan subconjuntos representativos del
conjunto original por medio de técnicas que abstraigan en términos de vértices
y aristas la representacion del conjunto de clase mayoritaria, de tal forma que
se aborde el tratamiento del desbalance entre clases. Por otra parte, para ofrecer
una alternativa de solucién a la presencia adicional de ruido y/o solapamiento
de clases, se incorpora el uso de algoritmos de clustering por su capacidad para
filtrar instancias consideradas como ruido.

Por lo que se acaba de exponer, en esta tesis se busca aprovechar el funciona-
miento de los métodos propios de la teoria de grafos, por medio de la represen-
tacion de un grafo, y de algoritmos de clustering para atender de forma eficiente
el procesamiento de datos y afrontar los problemas del desequilibrio entre clases,
del solapamiento de clases y del ruido.

1.1. Justificacion

Suponer que los conjuntos de datos se encuentran bajo una distribucion de
clases equilibrada puede derivar en una pérdida de conocimiento [4]. Aunado a
este problema, se pueden encontrar datos que aporten un bajo beneficio al coci-
miento, como por ejemplo, aquellos que se encuentren mal etiquetados o inclusive
estén incompletos o sean inconsistentes. Todos estos problemas se encuentran en
temas tales como andlisis de imagenes satelitales, identificacién de proteinas, re-
conocimiento de células, diagnésticos médicos, andlisis de redes, entre otros [6],
por lo que es indispensable proponer estrategias que se encarguen de enfrentar
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las complejidades que los datos puedan tener.

Los conjuntos de datos que se encuentran inmersos en estas complejidades
deterioran el rendimiento de los modelos de aprendizaje o clasificacion, debido
principalmente a que los clasificadores asumen que los conjuntos de datos cuen-
tan con una distribucién uniforme de las clases y libres de ruido. La presencia
tanto de ruido como de desbalance de clases puede afectar significativamente el
proceso de clasificacion, dado que el incorrecto etiquetado de la clase minoritaria
a la mayoritaria aumenta la relaciéon de desequilibrio, en tanto que el incorrecto
etiquetado de la clase mayoritaria a la minoritaria produce una dificultad ma-
yor en la identificacion de instancias de clase minoritaria. Esto se resume en que
los clasificadores se vuelven incapaces de distinguir instancias entre las diferentes
clases.

En los tltimos anos, el uso de algoritmos de clustering ha tenido popularidad
para solventar las complejidades de los datos, ya que si bien estos algoritmos
agrupan elementos con caracteristicas similares, de manera especifica para el tra-
tamiento del desequilibrio de clases, permite reducir el riesgo de eliminar datos
utiles.

Por otro lado, la teoria de grafos ha sido usada de manera predilecta para ge-
nerar soluciones en problemas de optimizacion del mundo real dado que permite
representar un problema en términos de vértices y aristas para obtener soluciones
adecuadas [7, 8, 9, 10]. Por ejemplo, en quimica, un grafo puede representar la
topologia de una molécula, en fisica se puede utilizar para describir el grado de
estabilidad termodinamica, en ingenieria eléctrica la teoria de grafos se aplica en
la configuracién de antenas y sus frecuencias, en areas urbanas para la planifi-
cacion en programar rutas de autobus o semaforos, entre otros. En el area de
ciencia de datos, la teoria de grafos ha sido usada para extraer conocimiento de
representaciones basadas en grafos [11, 12, 13].

1.2. Hipodtesis

Con el uso de teoria de grafos y algoritmos de clustering se podra realizar
el preprocesado de datos para afrontar problemas de desbalance de clases, el
traslape de clases y ruido que se encuentran presentes en los conjuntos de datos,
con indices de precision iguales o superiores a los que reportan los algoritmos mas
utilizados en el estado del arte.
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1.3. Objetivos de la tesis

El objetivo general se centra en proponer nuevos algoritmos basados en grafos
y clustering atendiendo las complejidades de los datos y, mas especificamente,
para el tratamiento del desbalance, el solapamiento de clases y el ruido. Para este
fin, se establecen los siguientes objetivos especificos:

1. Analizar y desarrollar algoritmos para el tratamiento de la distribucion de
clases en los conjuntos de datos, donde el desbalance afecta al rendimiento
del clasificador; en consecuencia, se realiza una aportacion de algoritmos
basados en grafos que permitan tratar dicho problema.

2. Analizar y desarrollar algoritmos para el tratamiento del solapamiento de
clases y del ruido en conjuntos de datos; dado que el desbalance de clases en
algunos casos no se presenta solo, se requiere de técnicas que adicionalmente
limpien los datos de tal modo que se aborde una nueva solucién basada en
clustering como estrategia de limpieza de los datos.

3. Analizar el comportamiento de las propuestas para el manejo de comple-
jidades de datos utilizando conjuntos de datos de repositorios conocidos
tales como UCI Machine Learning Database Repository o KEEL, mediante
métodos de evaluacion comunmente aceptados por la comunidad de Machi-
ne Learning, como las matrices de confusion y el andlisis de significancia
estadistica, entre otros.

1.4. Estructura de la tesis

La tesis estd organizada en cuatro partes:

1. Parte I Introduccién y Sustento Teorico, formada por el primer capitulo
donde se incluye la propuesta de investigacién, contextualizando la necesi-
dad de desarrollar nuevos algoritmos para el tratamiento de complejidades
de los datos, mientras que el marco tedrico y estado del arte se abordan en
el Capitulo 2.

2. Parte II Propuestas y Metodologia, integrada por el Capitulo 3 donde se
presentan las propuestas para el tratamiento de desbalance de clases, trasla-
pe de clases y ruido, en tanto que en el Capitulo 4 se detalla la metodologia
a seguir.

3. Parte III Resultados Experimentales, distribuida en cuatro capitulos, donde
el Capitulo 5 presenta el escenario de pruebas y las validaciones realizadas a
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las propuestas basadas en grafos para el tratamiento de desbalance de clases,
mientras que el Capitulo 6 consiste en los resultados obtenidos por DBSCAN
como estrategia de limpieza del conjunto de datos. El Capitulo 7 presenta
los resultados obtenidos por las propuestas de tratamiento de desbalance de
clases, traslape de clases y/o ruido, en tanto que en el Capitulo 8, dado el
gran volumen de datos que se generan, se aborda una aproximacién a Big
Data.

4. Parte IV Conclusiones, esta integrada por el Capitulo 7, donde las principa-
les conclusiones de investigacion y lineas abiertas de estudio son descritas.

De forma adicional, se incluyen cuatro apéndices, en cuyos anexos se puede
encontrar en resumen el desempeno de los clasificadores en términos de media
geométrica de las propuestas de esta tesis comparadas con técnicas bien conocidas
del estado del arte y un anexo de los resultados de rendimiento por clase para las
técnicas del estado del arte.







Capitulo 2
Marco tedrico y estado del arte

Dos areas de la Inteligencia Artificial son de interés en esta tesis: Machine
Learning o Aprendizaje Automético y Pattern Recognition o Reconocimiento de
Patrones. Por un lado, el Aprendizaje Automatico es un area del conocimiento
que provee algoritmos que extraen automaticamente conocimiento a partir de
cumulos de datos, mientras que el Reconocimiento de Patrones es el proceso de
asignar a un objeto o fenémeno fisico (instancia o patrén) una clase o categoria por
medio de reglas de decisiéon automatica que transformen medidas sobre un modelo
en asignaciones a clases. En este sentido, tanto los algoritmos de Aprendizaje
Automatico como los de Reconocimiento de Patrones se utilizan cominmente
para cubrir este objetivo.

En Aprendizaje Automatico y Reconocimiento de Patrones, un modelo es
una representacion de una instancia. Sea X una instancia, compuesta por d ca-
racteristicas o atributos (1,2, ...,x4) que dan lugar a la representaciéon de un
objeto del mundo real. El espacio de representacion es el conjunto de todas
las representaciones posibles para un cierto problema, es decir, el universo de
trabajo [14].

Un clasificador ¢ en términos de C' funciones discriminantes, D;(X) se
expresa como ((X) = w; <= D;(X) > D;(X) Vj # i, donde i,j = 1,...,C, por
lo que un clasificador asigna a X la clase cuya funcién discriminate D;(X) sea
mayor [15].

La frontera de decision es la zona en el espacio de caracteristicas donde
D;(X) = D;(X), es decir, particiones con similar probabilidad de pertenencia a
mas de una clase.

Tradicionalmente, los algoritmos de Aprendizaje Automaético y Reconocimien-
to de Patrones requieren de dos etapas en su funcionamiento: aprendizaje y clasi-
ficacion, las cuales pueden realizarse de forma disjunta. Por un lado, para realizar
el proceso de aprendizaje, dependiendo del conjunto de datos y del tipo de anali-
sis, en la literatura se consideran basicamente cuatro enfoques [16]: supervisado,
no supervisado, semi-supervisado y aprendizaje profundo. En el primero, a partir
de un conjunto de instancias, el modelo aprende una relacién entrada-salida (ver
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Seccién 2.1), mientras que el aprendizaje no supervisado parte de un conjunto de
instancias de solo entrada para determinar una “estructura”que las modele (ver
Seccién 2.2).

Por otro lado, el aprendizaje semi-supervisado se puede realizar de dos mane-
ras principalmente; una de ellas consiste en iniciar con aprendizaje supervisado,
utilizando una cantidad minima de instancias que son representativas en el es-
pacio de decisién para, posteriormente, realizar aprendizaje no supervisado [17],
mientras que la segunda estrategia se realiza de manera inversa. Por ultimo, el
aprendizaje profundo (Deep Learning) sigue un proceso de aprendizaje jerarquico
de los datos y es orientado principalmente a un enfoque no supervisado [18]. A
diferencia de los otros enfoques de aprendizaje, en éste, tanto la extraccién de ca-
racteristicas como la clasificacién de instancias se realizan directamente a partir
de los datos, sin la supervisién de un experto humano.

Para el logro de su cometido, en Aprendizaje Automatico y Reconocimiento de
Formas, podemos encontrar una amplia gama de algoritmos, algunos orientados a
tareas de clasificacion, regresion o agrupamiento. El contexto de esta investigacion
se centra en los algoritmos de aprendizaje supervisado y no supervisado, los cuales
son abordados en detalle en las Secciones 2.1 y 2.2.

2.1. Aprendizaje supervisado

También conocido como aprendizaje inductivo o métodos de prediccion. Este
tipo de algoritmos, durante el proceso de aprendizaje utilizan datos de los cuales
se conoce a priori la salida deseada o esperada por el clasificador. Es decir, los
conjuntos de instancias usadas se presentan al sistema ya etiquetados por un
experto humano en el drea de estudio [19]. En general, este tipo de métodos
intentan descubrir relaciones entre los atributos de entrada (caracteristicas de
una instancia) y un atributo destino (clase), esta relacién se representa en un
modelo.

En un escenario tipico de aprendizaje supervisado, el conjunto de datos se
divide en dos subconjuntos, conservando la distribucién a priori de las clases,
utilizando uno de ellos para entrenamiento del modelo o clasificador y el otro para
fines de prueba, con el cual se validard la precision del modelo al clasificar nuevos
casos. En general, un conjunto de datos (C'D) esta formado por N-instancias con
d-caracteristicas, cada instancia py es una tupla (fy1, fn2,-. .., fva, C), donde,
fn.a es el valor de la d-fesima caracteristica de una instancia py. Esta instancia
pertenece a una clase C' [20]. Los algoritmos de aprendizaje supervisado utilizados
en esta tesis se describen en las Secciones 2.1.1, 2.1.2 y 2.1.3.
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2.1.1. Aprendizaje basado en instancias

Los tipos de algoritmos basados en instancias se encargan de comparar las
nuevas instancias del problema con instancias que ya se encuentran clasificadas y
almacenadas en memoria, es decir, produce una etiqueta/prediccién de clase ba-
sada en la similitud de sus vecinos mas cercanos en el conjunto de entrenamiento.

El algoritmo méas comun y que sera usado en este trabajo de tesis es el algorit-
mo de vecinos més proximos, kNN (k-Nearest Neighbors), ya que es un algoritmo
de aprendizaje no paramétrico, lo que significa que no hace ninguna suposicion
sobre la distribucién de los datos. La asignacion de clase de una instancia se basa
en la pertenencia que la mayoria de sus k vecinos pertenecen a cierta clase. para
determinar la cercania de instancias se aplica la métrica de distancia, la cual,
tipicamente usada es la distancia Euclidea [21].

2.1.2. Arbol de decisién

Un arbol de decisién, en especifico el algoritmo J48, realiza particiones al
conjunto de datos repetidamente, con el objetivo de que cada particion contenga
elementos de una sola clase. Para realizar el proceso de particién, se prueban todos
los posibles valores de las instancias en cada atributo de estas, posteriormente se
selecciona la mejor particion de acuerdo a un determinado criterio, cominmente
el de mayor ganancia de informacién, el cual se entiende como la medida de
relevancia que tiene un atributo dentro del conjunto de datos [22].

2.1.3. Aprendizaje lineal

Los modelos de aprendizaje lineal tienen como objetivo asignar a una instancia
una clase tomando una decisiéon basado en el valor cercano a una combinacion
lineal de las caracteristicas, las cuales estan representadas en una estructura de
datos denominada vector. El método comunmente usado son las maquinas de
vectores de soporte (Support Vector Machine, SVM) es un método que crea una
linea o un hiperplano que separa los datos en clases. SVM es un algoritmo que
toma los datos como entrada y genera de ser posible una linea que separe las
clases, para determinar una linea ideal que separe el conjunto, se determina por
medio de los puntos mas cercanos a una linea, estos puntos se denominan vectores
de apoyo, posteriormente se calculan las distancias entre la linea y los vectores
de soporte, dicha distancia se denomina margen, de tal modo que este margen se
maximice para determinar la linea o hiperplano 6ptimo. Cuando los problemas no
pueden ser separados linealmente, SVM agrega una dimensién a la representacion
lineal para determinar un hiperplano que logre separar las clases [23].
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2.2. Aprendizaje no supervisado

El aprendizaje no supervisado, también conocido como aprendizaje deducti-
vo, permite la construccion libre del agrupamiento de las instancias basandose
unicamente en relaciones de similitud entre las instancias de su grupo y que, al
mismo tiempo, sean diferenciables de los demds grupos [24].

Existen varios tipos de algoritmos dentro de este paradigma de aprendizaje:
asociacién, modelos de variables latentes y de clustering [25]. Los algoritmos de
asociacion encuentran relaciones o dependencias en el conjunto de datos por medio
de reglas asociativas. Por su parte, los modelos de variables latentes se basan en
la relacion estadistica de un conjunto de variables directamente medibles con un
conjunto de variables que necesita una variable medible asignada como indicador
para probar si estd o no presente. Por tltimo, los algoritmos de clustering son los
de interés en esta tesis, motivo por el cual se hace especial énfasis en ellos.

Dado N instancias, x1,xs, ...,y contenidas en un espacio S, el proceso de
clustering formalmente se define como: buscar las regiones Sp, S5, ..., S. tales que
cadax;, 2 = 1,2,..., N quede en alguna de estas regiones y x; no quede simultanea-
mente en dos regiones [26], es decir:

SpUSUSsU---US.=8 SinNS;=0 Vi#j (2.1)

Los algoritmos de clustering se pueden diferenciar en dos tipos: directos (cons-
tructivos) o indirectos (de optimizacién), de acuerdo a si cuentan o no con una
funcién criterio usada para realizar el proceso de clustering [26]. Los algoritmos
agrupan por asociacién natural de similitudes utilizando alguna métrica como la
distancia Euclidea o la distancia de Mahalanobis, entre otras.

La Figura 2.1 muestra la gran variedad de algoritmos de aprendizaje no su-
pervisado y supervisado que se puede encontrar en la literatura.

Existen diferentes tipos de métodos para clustering, entre los cuales se incluyen
los algoritmos de particion, los métodos jerarquicos y las técnicas basadas en
densidad.

Los métodos basados en particiones son aquellos en los que los datos se dividen
en subconjuntos que no se superponen, de modo que cada instancia se encuentra
exactamente en un subconjunto. Aunque existen muchos algoritmos que perte-
necen a esta categoria, el mas popular y ampliamente utilizado es el algoritmo
K-Means. Pese a los buenos resultados que reporta en la literatura, el algoritmo
requiere como dato de entrada el nimero de grupos en los cuales se va a agrupar
el conjunto de datos [27]. Este requisito es una de sus principales desventajas, ya
que obliga a que se tenga conocimiento a priori de la distribucion estimada de los
grupos, aspecto que en la vida real es dificil de saber.

Los algoritmos de agrupacién jerarquica son abordados desde dos perspecti-
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Figura 2.1: Ejemplos de algoritmos de Aprendizaje Automatico

vas: aglomerativos y divisivos. Los enfoques aglomerativos o de manera ascendente
tratan cada instancia como un solo grupo desde el principio para, posteriormente,
juntar sucesivamente pares de grupos hasta que todos los grupos se hayan fusio-
nado en uno. Por el contrario, los métodos divisivos inician asignando un grupo
a cada instancia para, posteriormente, realizar divisiones de manera recursiva a
medida que se desciende en la jerarquia.

Por su parte, los algoritmos basados en la densidad del conjunto identifican
grupos distintivos en los datos basados en la idea de que un grupo en un espacio
de datos es una region continua de instancias, separada de otros grupos similares
por regiones contiguas de baja densidad, comunmente consideradas como ruido.
Dentro de esta categoria, la técnica mas popular es el algoritmo DBSCAN; el cual
no requiere de un nimero predefinido de grupos.

Por esto ultimo y por apegarse a los objetivos planteados en esta tesis, se
utilizo el algoritmo DBSCAN que no requiere semilla y ha demostrado su robustez
en datos con distribucién compleja.

2.2.1. DBSCAN

DBSCAN (Density-Based Spatial Clustering of Applications with Noise) [28]
es un algoritmo de clustering que se basa en la densidad de los datos para encon-
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trar el nimero de grupos (clusters) de acuerdo a la distribucién en el espacio de
representacion. Dentro de las fortalezas que presenta DBSCAN, se puede desta-
car el hecho de encontrar clusters que no son linealmente separables, la capacidad
de eliminar instancias ruidosas y no necesitar asumir un nimero fijo de grupos.
Por otro lado, dentro de las desventajas principales, se encuentra la dificultad de
determinar una adecuada separacion de clusters.

Para comprender mejor el funcionamiento del algoritmo, dado un conjunto de
datos, se tienen las siguientes definiciones:

Definicién 1 Densidad de una instancia X. Es el nimero de instancias dentro
de un circulo de radio € desde una instancia X.

Definicién 2 Region de densidad. Para cada instancia en el cluster o grupo, la
circunferencia con radio € contiene al menos un nimero minimo de instancias,
denotado como minPts.

Definicién 3 Medida de distancia. Es la distancia entre cualquier X, Y € CD
denotado como dist(X,Y).

Definicién 4 e-vecindad de una instancia. El € vecindad de X es un subconjunto
de CD, tal que N.(X) ={Y € CD|dist(X,Y) < €}

Definicién 5 Instancia nicleo. La instancia X es una instancia nicleo, si | N (X)| >
minPts.

Definicién 6 Instancia borde. Una instancia borde es aquella instancia X que
tiene menos de minPts dentro de su N.(X), pero se encuentra cerca de otro
punto central.

Definicién 7 Ruido. Es cualquier instancia que no es ni nticleo ni instancia borde.
Definicién 8 Densidad-alcanzable. Dado X,Y € CD,siY € N(X) y X es un
punto central, entonces Y es de densidad accesible desde X.

Definicién 9 Densidad-conectada. Dados X,Y € C'D, las instancias X, Y estan
conectadas por densidad si hay una instancia Z € C'D de modo que tanto X
como Y sean accesibles por densidad desde Z.

El Algoritmo 2.1 describe el proceso de DBSCAN;, el cual comienza con una
instancia que no ha sido visitada. La vecindad de esta instancia se extrae usando
una distancia o radio €, es decir, todos las instancias que estén dentro de € son
instancias vecinas. Si existen minPts dentro de la vecindad, la instancia actual
se convierte en la primer instancia de un nuevo agrupamiento: de lo contrario, la
instancia se etiquetara como ruido y es marcada como visitada. Para la primer
instancia en el nuevo grupo, las instancias vecinas también se convierten en parte
del mismo grupo. Se expande el grupo mediante la comprobacion de todas las
nuevas instancias revisando si estas también cumplen con los parametros libres.
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2.2 Aprendizaje no supervisado

Algoritmo 2.1 DBSCAN

Entrada: Conjunto de datos CD = {X1, Xa,..., XN}, €, minPts
Salida: Conjunto de datos agrupado

1: C«0

2: for cada instancia no visitada X; in CD do
3: Marcar X; como visitada

4 nbhdP <+ N.(X;)

5: if [nbhdP| < minPts then

6: Marcar X; como ruido

7 else

8: C'= siguiente cluster

9: C+ X;

10: for cada instancia X’ in nbhdP do
11: if X’ no est4 visitada then

12: Marcar X’ como visitada

13: nbhdP’ + vecindad(e, X”)
14: if [nbhdP’| > minPts then
15: nbhdP = nbhdP unir con nbhdP”’
16: end if

17: end if

18: if X’ atin no es miembro de cualquier cluster then
19: C <+ X'

20: end if

21: end for

22: end if

23: end for

Como ya se ha dicho, DBSCAN depende de dos parametros libres. Sin embar-
go, en algunos estudios se ha visto la manera de determinar dichos parametros
dependiendo del conjunto de datos. Abir y Zied [29] proponen las siguientes ecua-
ciones para determinar minPts y €, basados en los conjuntos de datos, asi como
en el proceso de realizar en una primera aproximacion la generacién de clusters
por el algoritmo Gaussian Means, el cual determina un nimero ¢ por medio de
una prueba estadistica con la idea de considerar de que el conjunto de datos sigue
una distribucion gaussiana. Para determinar el célculo local de MinPts, se usa
la Ecuacién 2.2.

T X 72

MinPts = ————— x N; 2.2

mats TotalV olume; e (22)

donde N; es el nimero de instancias en el cluster j, cuyo centro es M;, Ademas
TotalV olume; representa el volumen total del cluster j y se obtiene de la Ecua-

cién 2.3.

4
TotalVolume = 3 XX s (2.3)

Por otro lado, para calcular rjz- que en general, serd el valor de ¢, se selecciona el
valor minimo obtenido de cada j cluster:

i=1 . . .
dist 2(M;, z;
. \/ZN 15 an]f[m (Mj,z:7) (2.4)
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donde N es el numero de instancias del cluster j y distancia hace referencia a la
distancia Euclidea.

2.3. Complejidades de los datos

Para las dreas de Reconocimiento de Patrones y Aprendizaje Automatico, el ren-
dimiento de un clasificador se ve influenciado por la calidad del conjunto de datos que
se utilice [6]. En este sentido, las complejidades de los datos son los problemas que los
conjuntos de datos tienen y que, por lo tanto, afectan al rendimiento del clasificador.
En esta seccién, se abordaran las caracteristicas intrinsecas de los datos y los métodos
de preprocesamiento usados para tratarlos. Por tdltimo, teniendo en cuenta que esta
tesis se centra en el desbalance de clases, se describen las principales técnicas para el
tratamiento de este problema.

2.3.1. Caracteristicas intrinsecas de los datos

En problemas de la vida real, por diferentes cuestiones, los conjuntos de datos
cuentan con peculiaridades que en muchas ocasiones afectan de forma negativa al ren-
dimiento de los algoritmos de extraccién del conocimiento.

Una clasificacion de las complejidades de los datos se pueden dar en irreqularidades
de datos basadas en distribucion e irregularidades de datos basadas en caracteristi-
cas [1]. Dentro del primero grupo se integran problemas tales como el desequilibrio o
desbalance entre clases, el solapamiento de clases, los datos atipicos y los datos ruido-
sos. En el caso de las irregularidades de datos basadas en caracteristicas, se incluyen
complejidades tales como las caracteristicas ausentes, ruidosas, irrelevantes y redun-
dantes. A continuacién, se describen con mas detalle algunas de las complejidades que
acabamos de mencionar.

= Solapamiento de clases: Se presenta cuando las instancias tienen atributos poco
discriminantes y en consecuencia, la frontera de decisién no se encuentra bien
definida entre las clases. Para un problema de dos clases, el solapamiento podria
observarse en la Figura 2.2a [30], donde el clasificador se ve afectado por la
dificultad en la identificacién de la frontera de decisién, donde la probabilidad
previa de las clases es aproximadamente igual, dicho de otra manera, todas las
clases tienen una cantidad similar de datos, en consecuencia, la mayoria de los
clasificadores son propensos a producir una clasificacién errénea.

= Alta dimensionalidad: Se presenta cuando un conjunto de datos tiene un nime-
ro significativamente elevado de caracteristicas por instancia (Figura 2.2b); el
ntumero de caracteristicas puede exceder el nimero de instancias del conjunto
de datos. Por ejemplo, los microarrays que miden la expresion genética pueden
tener cientos de instancias, pero cada instancia puede contener decenas de miles
de genes [31]. En términos de procesamiento, se busca realizar disminucién de
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caracteristicas para reducir de igual manera el costo computacional requerido por
el clasificador.

= Instancias atipicas o ruidosas: Las instancias atipicas son las que ya tienen defi-
nida una clase, pero son significativamente diferentes al resto de su misma clase.
Por ejemplo, una persona sana, que no tiene ninguna lesiéon ni padece ninguna
enfermedad y realiza con normalidad todas sus funciones, difiere del resto de las
personas con respecto a tener pie plano (Figura 2.2¢). Por otro lado, las instan-
cias ruidosas son aquellas que tiene cierto parecido con instancias de otras clases.
Por ejemplo, para el caso de personas identificadas con gastritis, los sintomas en
mujeres, en algunos casos son parecidos a los de un embarazo, por lo que se llega
a confundir el diagnostico [30].

= Desbalance de clases: Ocurre cuando una de las clases se encuentra en gran parte
representada en comparacién del resto de las clases, dicho de otro modo, es cuando
la relacién de instancias de una clase es significativamente alto en comparacion
de otras clases. Como ejemplo, se tiene un mayor niimero de personas sanas en
relacién con las personas enfermas, tal y como se muestra en la Figura 2.2d [31].

Diversos estudios [32, 33, 34] han mostrando que la mayoria de los clasificadores
tienen un bajo rendimiento en el reconocimiento de clases menos representadas,
dado que existe una inclinacién por la clasificacién de clase con un mayor niimero
de instancias, en otras palabras, el clasificador discrimina a instancias de una clase
por ser menos representadas.

= Datos ausentes o perdidos: Un dato ausente o perdido se presenta cuando se carece
de un valor para ciertos atributos, en algunas o todas las instancias. Esto puede
incurrir en una mala inferencia de resultados. En andlisis estadistico, la presencia
de informacion faltante en un conjunto de datos conlleva inconvenientes, tales
como pérdida de eficiencia, estimaciones sesgadas, asi como limitar el proceso de
andlisis [35].
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Figura 2.2: Complejidades de los datos: a) Solapamiento de clases, b) Alta di-
mensionalidad, ¢) Instancias atipicas, d) Desbalance de clases
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2.3.2. Preprocesamiento

Para disminuir el efecto negativo que las complejidades de los datos tengan sobre el
clasificador, es importante aplicar alguno de los métodos de preprocesado existentes en
la literatura [31], de tal forma que la gestién de la calidad de los datos se asegure. Los
algoritmos de preprocesado més utilizados se dividen en dos grandes categorias [36]:

= Preparacion de los datos: Son técnicas que ajustan el conjunto de datos de manera
apropiada para que algin algoritmo lo use, entre las cuales se destacan:

e Limpieza de datos. La limpieza de datos es un proceso en el que se identifican
datos redundantes, ruido, solapamiento y outliers en el conjunto de datos
y busca reparar inconsistencias o conflictos entre datos. Este proceso puede
ser una limpieza de datos independiente del domino o bien una limpieza
especifica del dominio [37]. En este proceso se realiza desde la limpieza de
instancias duplicadas, asi como también datos incompletos, hasta errores
l6gicos, problemas de ruido o eliminacién de outliers.

e Transformacién de los datos: La transformacién de los datos se utiliza co-
mo medio de consolidacién de una manera apropiada para el andlisis de los
datos, debido a las peculiaridades que los clasificadores tienen para realizar
el procesado. Por ejemplo, si un dato se encuentra de forma categérica y se
desea usar una red neuronal, este tipo de dato tendra que ser cambiado a
numérico. Entre las estrategias mas comunes se encuentran la normalizacién
y discretizacion. La normalizacion es el procesos en el que los atributos se
escalan para que éstos se encuentren dentro de un rango especifico, como
por ejemplo de -1.0 a 1.0 o de 0 a 1.0. Por su parte, las técnicas de discre-
tizacién pueden ser usadas para reducir el nimero de valores de atributo
continuo dividiendo los atributos en un rango de intervalos, donde los valo-
res numéricos se pueden remplazar por etiquetas de intervalos o etiquetas
conceptuales.

= Reduccién de datos: Estos métodos buscan obtener una representacién reduci-
da de los datos sin comprometer la integridad del conjunto de datos original.
Es comun relacionar la reducciéon de datos tanto para el volumen como para la
dimensionalidad. Algunas de las estrategias de reduccién de instancias se encuen-
tran la seleccién de instancias, que consiste en elegir un subconjunto del total de
datos disponibles, los algoritmos seleccionan un subconjunto de instancias me-
diante el uso de algunas reglas y/o heuristicas. Mientras que las estrategias de
seleccién de caracteristicas o atributos, reduce el conjunto de datos al eliminar
caracteristicas redundantes, el objetivo es encontrar un conjunto minimo de atri-
butos para el cual la distribucién original sea lo més cercana a la distribucién del
conjunto original.

18



2.4 Desbalance de clases

2.4. Desbalance de clases

En general, cualquier conjunto de datos es susceptible de sufrir un desequilibrio o
desbalance en la distribucién de instancias entre las clases [6]. En problemas de dos
clases, la clase que se encuentra menos representada se conoce como minoritaria o
clase positiva, mientras que la clase mas representada se denomina mayoritaria o clase
negativa. En particular, este problema es parte fundamental del trabajo de esta tesis.

La importancia del tratamiento del desbalance de clases recae en la afectacion que
llega a tener sobre el rendimiento de los clasificadores tradicionales debido al sesgo que la
clase mayoritaria tiene. En consecuencia, el bajo rendimiento se debe al menor niimero
de instancias de la clase minoritaria, las cuales no pueden ser generalizadas por los
clasificadores convencionales tales como los drboles de decision o las redes neuronales [4]
porque éstos asumen que los conjuntos de datos estan distribuidos de manera uniforme.
Como resultado de esta problematica, se han implementado multitud de técnicas para
el tratamiento de desbalance de clases, las cuales usualmente se categorizan en cuatro
grupos: métodos a nivel algoritmico, métodos a nivel de datos, métodos sensibles al
costo y técnicas basadas en ensembles.

2.4.1. Meétodos a nivel algoritmico

Las soluciones que se presentan a nivel algoritmico se enfocan en modificar el mo-
delo de entrenamiento, es decir, modifican el algoritmo de aprendizaje del clasificador,
sesgando internamente el proceso basado en la discriminacién para compensar el des-
equilibrio de clase. Por lo tanto, las soluciones a nivel algoritmico no realizan cambios
en la distribucién de los datos, de esta manera pueden ser usados en diferentes conjun-
tos de datos desequilibrados, sin embargo, las soluciones dependeran de un clasificador
determinado.

En este tipo de técnicas se debe comprender qué factores afectan el clasificador
con datos desequilibrados, por lo que es necesario analizar por separado la influencia
que cada factor tiene, asi como su interaccién. En el estado del arte, los arboles de
decisién son comunmente afectados por el desbalance de clases, dado que el sesgo a la
clase mayoritaria es una consecuencia del criterio de division usado, por consiguiente,
se deben estudiar y proponer soluciones en este sentido.

Las soluciones a nivel algoritmico no son tan usuales en el estado del arte, esto puede
deberse a que son soluciones que pueden ser dificiles de disefiar e implementar por el
nivel de comprension del algoritmo de aprendizaje a usar, no obstante, se encuentran
algunas soluciones. Por ejemplo, Lenca et al. [38] proponen como criterio de divisién
en un arbol de decisién el uso de una entropia descentralizada con una distribucién
tomada a priori de la distribucién de las clases o de la distribucién que tenga en cuenta
los costos de clasificacion errénea, de tal forma que se permite incorporar una relacién
de desequilibrio en el procedimiento de induccién del arbol.
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2.4.2. Meétodos a nivel de datos

Las técnicas basadas a nivel de datos consisten en modificar el conjunto de datos
desbalanceado, a través de algoritmos que equilibran o adectian de mejor manera la
distribucién de los datos para ser usados posteriormente en algoritmos de aprendizaje.
Dicho de otro modo, estas técnicas realizan algin tipo de procesamiento previo de los
datos con el objetivo de reducir la relacién de desequilibrio, conocidos como métodos de
re-muestreo. Debido a la importancia que tienen en esta tesis estos métodos, se brinda
una mayor explicaciéon de los mismos.

Los métodos a nivel de datos como tratamiento de desbalance de clases se han
posicionado como los mas comunes, convirtiéndose en técnicas estandar, cuya ventaja es
que son independientes del clasificador. En general, los métodos de re-muestro consisten
en ajustar el tamafio del conjunto de datos para equilibrar la distribucion de la clase,
ya sea disminuyendo o aumentando el nimero de instancias, usualmente se clasifican
en tres categorias:

» Bajo-muestreo (Under-sampling): Consiste en crear un subconjunto de datos por
medio de la eliminaciéon de instancias, usualmente tomadas de la clase mayo-
ritaria, con el fin de reducir el tamano del conjunto de datos original. En la
literatura especializada, un ejemplo, es la técnica de eliminacién de instancias
aleatoriamente denominado bajo-muestro aleatorio (RUS).

» Sobre-muestreo (Over-sampling): Implica la creacién o replicacién de instancias
del conjunto original, comtinmente de la clase minoritaria, una técnica usualmente
usada se basa en una réplica aleatoria de instancias, denominado sobre-muestreo
aleatorio (ROS).

= Métodos hibridos: Consiste en aplicar tanto técnicas de bajo-muestro como técni-
cas de sobre-muestreo al conjunto desbalanceado.

Es importante senalar que para técnicas aleatorias existen desventajas, como en
ROS la principal desventaja es la posibilidad de descartar datos que sean potencial-
mente ttiles, mientras que para RUS se aumenta la probabilidad de producir un sobre-
ajuste en el clasificador (owverfitting), dado que se realizan réplicas de instancias ya
existentes.

Dada la importancia que tienen los métodos de tratamiento de desbalance a nivel
de datos, en el Estado del Arte se precisan las estrategias propuestas bajo este enfoque.

2.4.3. Meétodos sensibles al costo

Estas técnicas retoman principios de las orientadas a nivel de algoritmos, con la di-
ferencia de que en lugar de usar una evaluacion estandar basada en el error o pérdida de
clasificacién, en este tipo de técnicas se introduce un costo de clasificacién errénea para
minimizar el riesgo condicional. Dicho de otro modo, incorporan costos de clasificacién
errénea en los procesos de clasificacién. Al penalizar los errores en algunas clases, aleja
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las instancias de la frontera de decisién, en consecuencia manifiesta una mejor genera-
lizacién del conjunto de datos y minimicen el nimero de predicciones incorrectas. La
funcion de pérdida en datos desbalanceados se puede minimizar facilmente centrandose
en la clase mayoritaria y pasando por alto (o incluso ignorando por completo) la clase
minoritaria.

En la literatura existen dos escenarios que vulneran a los clasificadores sensibles
al costo: el costo asociado con las caracteristicas y el costo asociado con las clases. El
primero asume que la adquisicién de una determinada caracteristica estéd relacionada
con un costo de prueba. Entiéndase este tipo de costo con respecto al valor en recursos
de tiempo, econémico o humano para generar las caracteristicas del conjunto, por lo
tanto el objetivo es crear un clasificador que obtenga un mejor rendimiento al usar
caracteristicas que se puedan obtener con el menor costo posible. Esto también puede
implicar el uso de algoritmos de seleccién de caracteristicas, no obstante, algunos cla-
sificadores sensibles al costo como los arboles de decision incorporan un procedimiento
de optimizacién de costos.

Por 1ltimo, el costo asociado con las clases, asume que cometer errores en instancias
proviene de ciertas causas asociadas con las clases. En este sentido, las técnicas que se
desarrollan tienen como objetivo hacer que el clasificador se centre en las clases que
tienen un costo de riesgo alto [6].

2.4.4. Técnicas basadas en ensembles

Un ensemble es una estrategia de clasificacién en la que un conjunto de clasificadores
es visto como uno solo. La idea principal es mejorar el rendimiento de un solo clasificador
al entrenar varios clasificadores diferentes y combinar sus resultados para obtener la
decisién final. Para aplicar estos métodos a problemas de desbalance cominmente es
necesario combinarlos con alguna de otras técnicas mencionadas anteriormente.

En la literatura, es posible encontrar técnicas basadas en bagging o boosting. El pri-
mero es un modelo de aprendizaje que entrena a cada clasificador con diferentes réplicas
extraidas aleatoriamente (con reemplazo) del conjunto de datos original. Mientras que
boosting, es un modelo de remuestreo adaptativo y combinatorio, en contraste con bag-
ging, este ultimo solo reduce la varianza, mientras que boosting adicionalmente reduce
el sesgo del clasificador. AdaBoost es el algoritmo de boosting més representativo [6].

2.5. Teoria de grafos

Los grafos han sido usados para modelar varios de los problemas del mundo real,
tales como aplicaciones industriales, modelos quimicos, redes sociales, sensores remo-
tos, entre otros problemas, dado que para obtener su solucién, el problema puede ser
transformado en términos de vértices y aristas. En consecuencia, la teoria de grafos
comienza ha ser usada en las dreas de Aprendizaje Automético y de Reconocimiento
de Patrones para extraer conocimiento de representaciones dadas por un grafo.
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Formalmente un grafo simple no dirigido se define como un par ordenado G =
(V, E), donde V es un conjunto de elementos denominados vértices, y E es un conjunto
de pares no ordenados de vértices {v,u} denominados aristas [39] (Figura 2.3).

Figura 2.3: Grafo simple.

Sea Y (e) una funcién de incidencia que asocia con cada arista de G. Si e es una
arista, y u, v son vértices tales que la funcién 9 (e) = {u, v}, entonces se dice que e es
una unién de u y v, estos se conocen como finales [40].

Definicion 10 Vértices adyacentes. Dos vértices v y u se denominan adyacentes, si hay
una arista {v,u} € E.

Definicién 11 vecindad. La vecindad de un vértice v en un grafo G = (V,E) es
N@w) = {Vu € V | {v,u} € E}, es decir, N(v) es el conjunto de todos los vértices
adyacentes a v sin el mismo. Por lo tanto, los vértices no vecinos a un vértice v son
todos aquellos que no compartan arista con v.

Definicién 12 Grado de un vértice. Dado un grafo G = (V, E), el grado de un vértice
v € V, denotado como d(v), es |[N(v)| (es decir, el nimero de aristas en las cuales v
incide).

Definicion 13 Subgrafo. Dado un subconjunto de vértices S C V, el subgrafo de G
denotado como G|S tiene un conjunto de vértices S y un conjunto de aristas tal que,
E(G|S) = {{u,v} € E : u,v € S}. Por lo que, G|S se denomina el subgrafo de G
inducido por S. Se escribe G — S para denotar el grafo G|(V — 5). El subgrafo inducido
por N(v) es denotado como H(v) = G|N(v), el cual tienen al conjunto N(v) como
conjunto de vértices y todas las aristas sobre ellos.

Dado un subgrafo H C G, para cada vértice u € V(H), dado dg(u) el grado de
u en un subgrafo inducido H de G, si H = G entonces dg(u) = 0(u) y Eg(u) =
{{u,v} € E(G) : v € H}. De manera similar, Ny (u) denota el conjunto de vértices de
H adjacentes a u. Para cualquier subgrafo H C G, 0g(H) = > ,cp 0c(u). Si H es un
conjunto independiente de G, entonces dg(H) es el nimero de aristas de G incidentes
a cualquier vértice de H.

Definicion 14 Camino. Un camino del vértice v a un vértice u en un grafo, es una
secuencia de aristas:

VUL, V102, . . ., Un—1Vp, tal que, v = vy, v, = u,v; es adyacente a viy1 y el longitud
del camino es n. Un camino simple, es un camino tal que vy, v1,...,V,_1, vV, son todos
distintos.

Definicién 15 Ciclo. Un ciclo (con al menos tres vértices) es un camino no vacio cuyos
vértices pueden ser organizados en una secuencia ciclica, es decir, un vértice inicial y
final se unen por una arista. El grafo de la Figura 2.4 representa un ciclo.
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Figura 2.4: Ciclo.

Definicién 16 Arbol. Es un grafo sin ciclos, es decir un grafo G tal que, para cualquier
par de vértices en GG hay un solo camino que las une.

Definicién 17 Arbol de expansion. Un arbol de expansién T contiene todos los vértices
del grafo original sin aristas que formen ciclos. En la Figura 2.5 se muestra un posible
arbol de expansién del grafo de la Figura 2.3 [41].

Figura 2.5: Arbol de expansién del grafo Figura 2.3.

Definicién 18 Grafo conectado. Es un grafo G = (V, E) si cada par de vértices en G
tienen un camino entre ellos. Si el grafo es no conectado, cada pieza conectada maxima
se denomina componente.

Definicion 19 Grafo completo. Es un grafo no dirigido en el cual cualquier par de
vértices estd conectado por una tnica arista, tal y como se muestra en la Figura 2.6.

Figura 2.6: Grafo completo.

Definicién 20 Grafo ponderado. Un grafo ponderado denotado como G, = (V, E), es
un grafo donde cada arista e € E tiene asociado un ntimero real w(e), denominado
peso. La matriz de adyacencia de un grafo ponderado G,, es una V' x V matriz, tal que
Mg = (wyy), donde cada elemento (v;,v;) contiene un peso w(e) asignado a la arista
e = v;,vj o 0 de acuerdo a si los vértices v; y v; son adyacentes o no en el grafo.
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2. MARCO TEORICO Y ESTADO DEL ARTE

Definicién 21 Arbol de Ezpansion Minimo. Si H es un subgrafo tal que H C Gy el
peso w(H) de H es la suma de todos los pesos S w(e) en sus aristas. Un Arbol de
Expansién Minimo (Minimum Spanning Tree, MST) es un subconjunto de aristas de
un grafo no dirigido cuyas aristas tienen un peso (Figura 2.7 (a)), que conecta a todos
los vértices, sin ciclos con la condiciéon de tener el minimo peso total de aristas. Como
se muestra en la Figura 2.7 (b), las aristas que se resaltan son aquellas aristas que
cumplen con la condicién de tener el minimo peso total.

@ 3 10
9
®
3
6 ®/4
5 1
©) 9
(a) Grafo ponderado (b) MST del grafo ponderado

Figura 2.7: Grafos ponderados

Prim [42] propone el Algoritmo 2.2 para generar un arbol de expansién minimo,
dada un grafo G ponderado.

Algoritmo 2.2 Arbol de expansion minimo

Entrada: G = (V,E)

Salida: T

1: Inicializar el 4rbol de expansién minimo con un vértice elegido al azar, v € V.

2: Encontrar todas las aristas que conectan el drbol con nuevos vértices, con el minimo coste y agregarlo al
arbol T'.

3: Repetir el paso 2 hasta obtener un arbol de expansién minimo.

Por otro lado, un arbol de expansion méxima, de manera andloga que el MST,
es un subconjunto de aristas de un grafo no dirigido ponderado, con la condiciéon de
encontrar las aristas que tengan el mayor peso. El proceso de esto se encuentra en el
Algoritmo 2.3.

Algoritmo 2.3 Arbol de expansion maximo

Entrada: G = (V,E)

Salida: T

. Ordenar las aristas de G de manera decreciente de acuerdo a su peso.

: Agregar la primera arista a 7.

. Agregar la siguiente arista a 7" si y sélo si no forma un ciclo en T'. Si no hay aristas restantes, terminar.

: Si T tiene n — 1 aristas, donde n es el nimero de vértices, se termina el proceso; en caso contrario, regresar
al paso 3.

=N
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2.6. Estado del Arte

A lo largo de los anos se han realizado diversas propuestas para el tratamiento
del desbalance de clases. Conforme a los objetivos de esta tesis, se describen algunas
técnicas de bajo-muestreo en esta seccién dedicada al estado del arte. Es importante
mencionar que el proceso de bajo-muestreo se realiza tinicamente sobre la clase ma-
yoritaria, puesto que reducir instancias de la clase minoritaria implicaria disminuir la
representatividad de ésta y, en consecuencia, produciria un mayor desbalance de clases.
Los métodos de bajo-muestreo pueden clasificarse en diferentes categorias de acuerdo
a los procesos base implementados. A lo largo de esta seccién, se presentan algunas
técnicas relevantes en el estado del arte agrupadas en métodos basados en el vecino
mas cercano, técnicas basadas en cémputo evolutivo, técnicas basadas en ensembles y,
por ultimo, técnicas basadas en clustering.

2.6.1. Técnicas basadas en vecindad

Los algoritmos basados en la vecindad buscan solventar el desequilibrio o desbalance
entre las clases mediante la identificacién de las instancias vecinas més cercanas.

La mayoria de las propuestas basadas en vecindad implementan el algoritmo los k
vecinos mas cercanos (kN N) para analizar el espacio de caracteristicas, con el objetivo
de eliminar instancias que se encuentren lejos o cerca de la frontera de decisién. Dentro
de las propuestas més comunes, se encuentra la edicién de Wilson (ENN) [43], la cual
elimina todas aquellas instancias que resultan mal clasificadas por el algoritmo kN N.
Otra propuesta frecuentemente usada es el condensado de Hart (CNN) [44], el cual
elimina instancias que estan lo suficientemente lejos de la frontera de decisién y que,
por tanto, pueden considerarse irrelevantes.

De manera similar, Tomek [45] propone eliminar todas aquellas instancias que for-
men un enlace (TL), ya que alguna de éstas corresponden a ruido o ambas instancias se
encuentran en la frontera de decisién. En otro trabajo, Tomek [46] propone dos extensio-
nes del algoritmo ENN mediante los métodos denominados RENN y All-k-NN (ALLk);
el primero extiende la edicién de Wilson repitiendo el proceso de eliminacién hasta no
tener més instancias que se puedan eliminar, mientras que el método ALLk retoma el
principio de RENN con la diferencia que varia el niimero de vecinos incrementandolos
en cada iteracion.

En cambio, Kubat y Matwin [47] proponen una técnica de seleccién unilateral (OSS)
para eliminar unicamente instancias de clase mayoritaria redundantes o ruidosas, es
decir, eliminar todas aquellas instancias que se encuentren en la frontera de decisién
de la clase minoritaria. La deteccién de estas instancias es por medio de los enlaces de
Tomek, mientras que para detectar instancias redundantes se implementa el algoritmo
CNN. Siguiendo la misma linea de OSS, Laurikkala [48] propone una técnica de reglas
de limpieza de vecindad (NCL), donde se eliminan todas aquellas instancias de clase
mayoritaria para las cuales al menos dos de sus tres vecinos més cercanos son de la
clase minoritaria al aplicar el algoritmo ENN. Adicionalmente, este algoritmo también
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descarta los vecinos de clase mayoritaria si una instancia de clase minoritaria resulta
mal clasificada.

2.6.2. Técnicas basadas en computo evolutivo

El computo evolutivo es una area que implementa algoritmos heuristicos y, en con-
secuencia, las soluciones que aportan son aproximadas a una solucién éptima. Este tipo
de algoritmos se basan en la teoria de la evoluciéon natural y son cominmente utilizados
en problemas de optimizacién y busqueda [49].

Garcia et al. [50] proponen un algoritmo memético, el cual surge de la combinacién
de un algoritmo evolutivo con una bisqueda local denominado SSMA. Este método
integra busquedas globales y locales para seleccionar un subconjunto de instancias
correctamente clasificadas por el algoritmo 1NN y que este subconjunto cumpla con el
porcentaje de reduccién de instancias del conjunto original.

Para afrontar el problema de desbalance de clases, Garcia et al. [51] presentan una
técnica denominada EUS basada en cémputo evolutivo. El método propuesto aprovecha
los algoritmos evolutivos para seleccionar instancias, considerando la funcién objetivo
asociada a las tasas de clasificacion. El objetivo es aumentar la precision del clasifi-
cador mediante la reduccion de instancias que pertenecen principalmente a la clase
mayoritaria.

Por otra parte, Derrac et al. [52] proponen un algoritmo hibrido para la reduccién
de datos mediante la seleccién de instancias y caracteristicas, denominado IS-RFS.
La seleccion de instancias se realiza por medio de un algoritmo genético donde las
posibles soluciones estan codificadas por la presencia o ausencia de las instancias que
pertenecen a la solucién, mientras que la funcién objetivo se encarga de evaluar la tasa
de efectividad del clasificador kN N. Se seleccionan aquellas caracteristicas que sean
capaces de discernir todas las instancias.

Por otro lado, Ha y Lee [53] propusieron un algoritmo denominado GAUS (Ge-
netic Algorithm based Under-Sampling), basado en la seleccién de instancias de clase
mayoritaria que maximicen el rendimiento de un clasificador. Este método emplea un
algoritmo genético que codifica una posible solucién con un nimero de cromosomas
igual al tamano de la clase minoritaria y, en consecuencia, las posibles soluciones con-
tienen los identificadores de instancias de clase mayoritaria. Por su parte, la funcién
objetivo mide la precisién del clasificador usado.

2.6.3. Técnicas basadas en ensembles

Como anteriormente se ha mencionado, las técnicas basadas en ensembles buscan
realizar un tratamiento de la desproporcién de clases mediante la combinacién de méto-
dos a nivel de datos o a nivel algoritmico con un conjunto de clasificadores, conocidos
como ensembles.

De los algoritmos mas representativos de este grupo, cabe destacar RUSBoost
(RBt). Este algoritmo propuesto por Seiffert et al. [54] combina el algoritmo RUS con
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boosting para la construcciéon de un conjunto de clasificadores. Siguiendo la misma idea
de submuestreo, los algoritmos EasyEsemble (EE) y BalanceCascade (BC) [55] dividen
los datos en multiples subconjuntos de la clase mayoritaria y entrenan un ensemble
construido por cada subconjunto. Para generar el conjunto de datos remuestreado, se
fusionan las mejores instancias de cada subconjunto. La principal diferencia entre EE y
BC radica en que el primero es una estrategia no supervisada para explorar el conjunto
de datos mediante el uso de muestreo aleatorio con reemplazo, en tanto que el segundo
explora el conjunto de datos de forma supervisada.

Por otro lado, Galar et al. [56] proponen un algoritmo basado en cémputo evolutivo
en combinacién con boosting denominado EUSBoost. Si bien el algoritmo original EUS
tiene como objetivo el aumento de la precision, en el método EUSBoost se incorpora
la diversidad de los diferentes clasificadores adaptando la funcién objetivo de tal modo
que se evalue la diferencia estadistica de los clasificadores.

Por su parte, Rayhan et al [57] proponen combinar un algoritmo basado en clus-
tering y boosting, denominado CUSBoost. En general, el método subdivide el conjunto
de clase mayoritaria en g subconjuntos por medio del algoritmo K-Means para, poste-
riormente, eliminar instancias de manera aleatoria y, una vez balanceado el conjunto,
implementa boosting con un arbol de decision.

Por tltimo, Kang et al. [58] desarrollaron un método de submuestreo con filtro de
ruido (EEKF), donde la clase minoritaria se filtra eliminando instancias consideradas
como ruido, cuyos vecinos pertenecen a la clase mayoritaria; después de esto, se aplica
el algoritmo EE.

2.6.4. Técnicas basadas en clustering

Las propuestas basadas en clustering se convierten en una alternativa ideal dado que
pueden mitigar la pérdida de informacion [59]. Por ejemplo, Yen y Lee [60] proponen un
algoritmo basado en agrupamiento denominado SBC, el cual se basa en la idea de que
pueden existir varios grupos en un conjunto de datos y cada grupo g; a su vez puede
tener una distribucién diferente de clases. Por lo tanto, todas las instancias se agrupan
inicialmente en g grupos, para posteriormente seleccionar al azar varias instancias de
clase mayoritaria de cada grupo conforme al niimero de instancias de clase minoritaria
que tengan en el grupo. Finalmente, las instancias de clase mayoritaria seleccionadas de
cada grupo se combinan con las instancias de clase minoritaria para formar un conjunto
balanceado.

Un método similar es el propuesto por Longadge et al. [61], donde de manera inicial
se agrupan las instancias de clase mayoritaria en g grupos con el algoritmo K-Means
para seleccionar |CT| x IR; instancias de clase mayoritaria de cada grupo, donde IR;
denota la relacién de desequilibrio en el grupo i y |Ct| el nimero de instancias de clase
minoritaria. Es importante mencionar que el objetivo de este algoritmo es reducir el
desbalance, no obtener una distribucién de clases equilibrada.

ClusterOSS (COSS), propuesto por Barella et al. [62], es una mejora del método
OSS con la particularidad de iniciar el proceso agrupando instancias de clase mayori-
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taria con el algoritmo K-Means. Posteriormente, las instancias més cercanas K-Means
al centro de cada grupo son usadas para iniciar el método OSS, de tal manera que
se eliminen aquellas instancias cercanas a la frontera de decisién. Siguiendo la linea
objetivo de descartar instancias redundantes y ruidosas, Sowah et al. [63] proponen el
método conocido como CUST, en el que ademés de eliminar instancias redundantes,
elimina valores atipicos de la clase mayoritaria. Este algoritmo estd compuesto por dos
etapas: la primera consiste en aplicar el algoritmo TL para remover instancias ruidosas,
mientras que la segunda etapa se encarga de eliminar instancias atipicas y redundantes
agrupando el conjunto de datos con el algoritmo K-Means.

Por otro lado, Das et al. [64] introducen el método ClusBUS, en el que plantean
descartar instancias de clase mayoritaria que se encuentren en regiones traslapadas (so-
lapamiento de clases). Primero, este algoritmo agrupa el conjunto de datos en g grupos
por medio de DBSCAN. Luego, para aquellos grupos que contienen instancias de ambas
clases, el algoritmo filtra instancias de clase mayoritaria. Siguiendo la linea de agrupa-
miento y seleccién de instancias, Tsai et al. [65] proponen la técnica denominada CBIS,
en la cual el algoritmo de propagacién por afinidad (Affinity Propagation Algorithm)
agrupa instancias de clase mayoritaria similares en g grupos para, posteriormente, rea-
lizar una seleccién de instancias en cada grupo; una vez reducidos todos los grupos, se
unen a las instancias de clase minoritaria para formar un conjunto de datos equilibrado.

Bajo el uso del algoritmo K-Means, Lin et al. [66] propusieron un método basado en
dos estrategias, donde la principal diferencia con respecto a los algoritmos anteriormente
mencionados versa en la definicién del ntimero de grupos. Asi, en esta propuesta, el
valor g de grupos es igual al tamafio de la clase minoritaria. La primera estrategia de
su propuesta consiste en generar g centros para representar la clase mayoritaria (CBU),
mientras que la segunda usa los vecinos més cercanos de los centros. Por otro lado, el
método Fast-CBUS (fCBUS) propuesto por Ofek et al. [59] realiza un agrupamiento
de g grupos de la clase minoritaria y, por cada grupo, se toma un numero similar
de instancias de la clase mayoritaria; el criterio de selecciéon de instancias de clase
mayoritaria se basa en la cercania a la clase minoritaria.

La Tabla 2.1 recapitula los diferentes métodos descritos en el estado del arte. En
ella, se puede observar que las técnicas de bajo-muestro, en su mayoria, se basan en
la eliminacién de instancias lo mas alejadas de o cercanas a la frontera de decisién
con el método kNN, el cual dependeré del niimero k de vecinos. Siguiendo la linea de
dependencia, también cabe senalar que algunos de los métodos basados en clustering
implementan el algoritmo K-Means y, por tanto, una de sus principales desventajas es
el hecho de tener que determinar el nimero de grupos g.

Por su parte, los algoritmos basados en computo evolutivo aproximan una solucién
mediante la efectividad del algoritmo NN, con lo cual también dependeran de un
nimero de vecinos que deberd fijarse a priori. Finalmente, los métodos basados en
ensembles, si bien combinan multiples clasificadores, la dependencia de determinar a
priori un ntmero de grupos o vecinos de acuerdo al método implementado tiene la
desventaja de no establecer un valor general para todos los conjuntos de datos que
presente altas tasas de efectividad en los clasificadores.
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La necesidad de no depender de un valor a priori y de disminuir el uso de procesos
aleatorios que pueden derivar en cierta perdida de informacién abre nuevas lineas de
estudio para contemplar el uso de algoritmos que dependan de la propia distribucién
de los datos, asi como de métodos deterministas que permitan obtener invariablemente
resultados similares bajo condiciones iniciales similares.

Tabla 2.1: Compendio de métodos de bajo-muestreo del estado del arte.

Técnica Caracteristicas
Aleatorio RUS [6]. Elimina instancias de manera aleatoria.
CNN [44].
ENN [43].
TL [45]. Eliminan instancias que se encuentren lejos o
vecindad NCL [67]. cerca de la frontera de decisién, por medio del
0SS [47]. algoritmo kNN.
RENN [46].
ALLKk [46].
Evolutivo ggl\i A[E)l]' Solucién aproximada mediante bisquedas
[50]. globales y locales, la funcién objetivo se basa en
ISRES [52]. las tasa de efectividad del algoritmo kNN.
GAUS [53]. & :
EE [55]. Incorporacién de métodos como Bagging y

Ensemble BC [55]. Boosting que combinan multiples clasificadores
RBT [54]. basados en la técnica de votacién con algin otro
EEKF [58]. método de bajo-muestreo como el aleatorio, los
EUSBoost [56].  basados en vecindad, evolutivos o basados en
CUSBoost [57].  clustering.

Clustering SBC [60]. Agrupacién del conjunto de datos en subgrupos
CBU [66]. con algoritmos tales como K-Means o DBSCAN,
fCBUS [59]. para luego realizar bajo-muestreo a cada grupo,
CBIS [65]. seleccionando instancias lo mas lejos o cerca de la
COSS [62]. frontera de decisién con algoritmos basados en
CUST [63]. vecindad.
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Capitulo 3
Nuevos algoritmos basados en grafos y
clustering

Asumir que los conjuntos de datos se encuentran libres de complejidades implicaria
una pérdida de rendimiento en los clasificadores y, por lo tanto, se hace fundamental el
desarrollo de estrategias que den solucién a dichas implicaciones sin reducir la precisién
del clasificador. El trabajo de esta tesis se centra en la creacién de algoritmos basados
en grafos y clustering como estrategias para solventar el problema del desbalance entre
clases y de otras complejidades como el solapamiento de clases y el ruido.

Dado el estado del arte sobre métodos para el tratamiento de desbalance entre clases,
es evidente la falta de algoritmos que aprovechen la teoria de grafos para realizar el
remuestro del conjunto de datos, asi como la facilidad que los algoritmos de clustering
tienen para eliminar ruido. En consecuencia, las propuestas de esta tesis se resumen
en el esquema de la Figura 3.1: en el contexto de small data, los métodos se detallan
en el resto de este capitulo, mientras que las propuestas en el contexto de Big Data se
abordan en el Capitulo 8. Cabe destacar que todas estas propuestas también solventan
la necesidad de no depender de variables determinadas a priori y la incorporaciéon de
métodos deterministas que produciran invariablemente los mismos resultados.

1G-S
- Grafos < AN
yd T MIST-US
yd \."» DBIG-US
yd S
Small data <_ N
/> DBMIST-US

“ Clustering ——> DBSCAN L

_~ GDShape

Big data ———— Grafos
= GDcore

Figura 3.1: Resumen de propuestas basadas en grafos y clustering.
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3.1. Tratamiento de desbalance de clases

Una de las complejidades de datos que tiene gran interés hoy en dia en los problemas
del mundo real, es el desbalance de clases. La Figura 3.2 muestra la propuesta para hacer
frente al desbalance de clases. El proceso inicia separando el conjunto de datos en dos
conjuntos, C* para instancias de clase minoritaria y C'~ para la clase mayoritaria. En
general, como se observa, el proceso de bajo-muestreo se realiza inicamente para la clase
mayoritaria (C'~) para ser considerada un grafo completo ponderado. La ponderacién
de las aristas se basa en la distancia Euclidea que existe entre un vértice y otro, cada
instancia actuard como un vértice en el grafo. Por iltimo, una vez generado un grafo
completo ponderado, se obtiene un subconjunto denominado C'~, siendo una muestra.

La construccién de un grafo completo ponderado G,, = (V, E), esté definido por:

» V(Gy) ={i € V(Gy) | pi € C™}, es decir, un vértice para cada instancia.
» E(Gw) = {{v,u} [v,u e V(Gu)}, y

» Ve ={v,u} € E(Gy), w(e) = dist(v,u) donde dist(v,u) es la distancia Euclidea
entre v y u.

Bajo-muestreo

(]
R . [ [ ]
5 08— -
o |
Conjunto
: : =
datos
: Y J —
Unién Conjunto de datos
balanceado

Figura 3.2: Propuesta para bajo-muestreo basada en grafos

Una vez construido el grafo G, es posible aplicar alguna de las siguientes estrate-
gias: la construccién de un subgrafo inducido para obtener la silueta de la clase mayori-
taria (Seccién 3.1.1) o la construccién de un arbol de expansiéon minimo (Seccién 3.1.2).
Es importante mencionar que la estrategia de bajo-muestreo toma tnicamente una
muestra representativa, por medio de la Ecuacién 3.1.
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|| o222 .
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e2(|C |-1)+0222

donde Z = 1.96, 0 = 0.5 y e = 0.05, para el 95% de confianza.

3.1.1. Subgrafo inducido (IG-US)

Con la intencién de obtener las instancias que sean parte del borde de la clase
mayoritaria (Silueta), se propone el Algoritmo 3.4 como una estrategia de bajo-muestreo
denominada IG-US (Induced Graph-UnderSampling).

Algoritmo 3.4 1G-US
Entrada: C[, Rmaz, CT

Salida: C5

1: Construlr Gw = (V, E) un grafo completo de C'~
2: Sample «+ |C] |

3: IR « SEhe

4: while IR > mazIR do -

5:  Sample %

6: IR« S

7: end while

8: Cy + |

9: MG + incidenceMatrix(G )

10: while |C; | < Sample do

11: Mazimum < GetMaximum(Mg)
12: for all {v,u} in Mazimum do
13: if v no ha sido visitado then
14: Marcar v como visitado
15: Cy + Cy U{v}

16: end if

17: if u no ha sido visitado then
18: Marcar v como visitado
19: Cy «+ Cy U{u}

20: end if

21: Remover {v,u} de Mg

22: end for
23: end while
24: return Cy

El proceso de bajo-muestreo como medio de obtencién de silueta inicia con la gene-
racién de un grafo completo ponderado (linea 1) de la clase mayoritaria, posteriormente
se calcula el grado de desbalance que tiene el conjunto de datos (linea 3), de tal modo
que se determine el tamano de la muestra (Ecuacién 3.1), el cual serd el valor que
determine el fin del proceso (lineas 4-7), ndtese que este valor dependera del grado de
desbalance maximo, asignado por el usuario. El siguiente paso es la generacion de la
matriz de adyacencia de las instancias pertenecientes a la clase mayoritaria (linea 9).
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Por medio de la matriz de adyacencia, se obtienen cada par de vértices cuya dis-
tancia Euclidea sea la mayor hasta el momento (linea 11). Posteriormente, cada vértice
que no haya sido visitado anteriormente se agrega al subconjunto resultante C; (lineas
12-20), anulando estos vértices en la matriz de adyacencia (linea 21). El proceso finaliza
al obtener un subconjunto €5 de tamano menor al del resultado de la Ecuacién 3.1.

3.1.2. Arbol de expansién minimo (MIST-US)

El interés de obtener instancias que se encuentran lo mas alejadas del borde de la
clase mayoritaria, es para obtener un core o “nticleo” representativo. El Algoritmo 3.5
describe la propuesta denominada MIST-US (Minimal Spanning Tree-UnderSampling).

Algoritmo 3.5 MIST-US

Entrada: C—, IRm grado deseado, Ct

Salida: C'~ C C~ conjunto de datos balanceado

: Construir Gy = (V, E) un grafo completo de C'~.
P S+ |CT

: IR « W

1O ]

Mg <+incidenceMatrix(Guw)

: MST +GetMST(Gw, Mg)

: while IR > IRmzdg
s o’z
S FeTen o222

. S
9: IReW

10: end while
11: for all {v,u} in E(MST) do

0 NPT WO

12: C'~Uu

13: C'~ Uw

14: if |C'~] > S then
15: return C'—
16: end if

17: end for

La propuesta basada en la construccion de un arbol de expansién minimo inicia
con la construccién de un grafo completo ponderado de clase mayoritaria (linea 1),
posteriormente se calcula el grado de desbalance que tiene el conjunto de datos (linea
3). El método GetMST (linea 6), devuelve un arbol de expansién minimo generado
por el algoritmo de Prim [42] a partir de la grifica G,,. Posteriormente, se toma un
determinado ntmero de instancias calculadas por la Ecuacion 3.1 que determine el
fin del proceso (lineas 7-10), nétese que este valor dependera del grado de desbalance
maximo, asignado por el usuario. Finalmente (lineas 11-17), se toman las primeras
instancias del arbol minimo de expansion, hasta tener un subconjunto C; de tamano
determinado en las lineas 1-9.

En general, la idea de obtener un ntcleo de clase mayoritaria es descartar todas
aquellas instancias que estén lo suficiente cerca a la frontera de clase minoritaria.
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3.2 DBSCAN como estrategia de limpieza

3.2. DBSCAN como estrategia de limpieza

Los datos, por su propia naturaleza, mantienen complejidades que deben ser trata-
das (ver Capitulo 2).

La estrategia de limpieza propuesta hace uso del algoritmo DBSCAN para obtener
un subconjunto comprimido de datos de clase mayoritaria, aprovechando las ventajas
que ofrece con respecto a la eliminacién de datos identificados como ruido.

Al algoritmo original se le realizaron algunas adaptaciones, las cuales consideran: la
estimacién de e y minPts se basa en las ecuaciones propuestas en [29], con la variacién
de utilizar la cardinalidad de la clase minoritaria para determinarlos.

i=1 5. . _
| distancia(m, p;
62 \/zo | (m.p;) 52)

|
donde m es el vector medio de la clase mayoritaria, p; representa una instancia de
clase mayoritaria y distancia se obtiene a partir de la distancia Euclidea.

T X €2

: _ +
minPts = TotalVolume . = (3:3)

donde TotalV olume = % X T X €.

El Algoritmo 3.6 muestra el proceso de DBSCAN como estrategia de limpieza de los
datos. La propuesta inicia particionando el conjunto de datos en dos subconjutos C'~
y CT con instancias de clase mayoritaria y clase minoritaria, respectivamente. DBS-
CAN es aplicado unicamente al conjunto C'~, tomando arbitrariamente una instancia
y buscando todas las instancias alcanzables con respecto a ¢ y minPts. En caso de
no contar con minPts instancias vecinas a una distancia e, la instancia analizada es
marcada como ruido y eliminada del conjunto C~. Este proceso se realiza hasta que
los parametros libres no cambien.

Algoritmo 3.6 Propuesta DBSCAN para limpieza

Entrada: CD = {X1,Xs,..., XN}

Salida: C'~ conjuntodeclasemayoritariasinruido

1: Dividir el conjunto CD en dos subconjuntos tales que C~ contenga instancias de clase mayoritaria y C+
contenga instancias de clase minoritaria.

. repeat

Estimar los valores € y minPts.

Aplicar DBSCAN al conjunto C~, eliminando instancias marcadas como ruido.

: until € y minPts no cambien

! return C—
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3. NUEVOS ALGORITMOS BASADOS EN GRAFOS Y CLUSTERING

3.3. Tratamiento de desbalance de clases, tras-
lape de clases y/o ruido

Desafortunadamente, el problema de desbalance de clases no siempre se encuen-
tra por si solo, sino que en la mayoria de los casos estd acompanado de alguna otra
complejidad [5, 1].

La propuesta para realizar el tratamiento del problema de desbalance de clases,
traslape de clases y/o ruido en los conjuntos de datos se muestra en la Figura 3.3.
Como puede verse, la propuesta requiere aplicar el algoritmo DBSCAN modificado 3.6
hasta que los pardmetros libres no cambien (Paso de filtrado). Posteriormente, se aplica
ya sea la generacién de arbol de expansién minimo (Seccién 3.3.2 ) o la obtencién de
un subgrafo inducido (Seccién 3.3.1) (Bajo-muestreo).

Paso de filtrado Bajo-muestreo
|
[ o
= — &
—
Conjunto
de
datos
—
Conjunto de datos
balanceado

Figura 3.3: Propuesta para el tratamiento de desbalance de clases, traslape de
clases y/o ruido

3.3.1. DBIG-US: DBSCAN y subgrafo inducido

Con la intencién de afinar el proceso de tratamiento de desbalance de clases basado
en la obtencién de un subgrafo inducido (Seccién 3.1.1), se propone el algoritmo en
dos pasos denominado DBIG-US (Algortimo 3.7). En un primer paso para eliminar
instancias consideradas como ruido se ejecuta el algoritmo de DBSCAN modificado
(Algoritmo 3.6), de este modo se trata de solventar tanto el traslape de clases como
instancias mal etiquetadas.

La idea principal es que una vez limpia la frontera de decision, la obtencién de
instancias de clase mayoritaria que estan lo mas lejos unas de otras, sea todas aquellas
que estan cerca de la frontera de decision pero libres de ruido.
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3.3 Tratamiento de desbalance de clases, traslape de clases y/o ruido

Algoritmo 3.7 DBIG-US

Entrada: DB = {p1,p2,...,PN}

Salida: DB’ conjunto balanceado

1: Dividir el conjunto DB en dos subconjuntos tales que, C~ contenga instancias de clase mayoritaria y CF
contenga instancias de clase minoritaria.

. repeat

Estimar los valores € y MinPts.

Aplicar DBSCAN al conjunto C'—, donde se estima remover instancias marcadas como ruido.

: until € y minPts no cambien

: C™ «+ IG-US(C™)

: DB'=CtucC~

3.3.2. DBMIST-US: DBSCAN y arbol de expansiéon mini-
mo
La estrategia que se denomina DBMIST-US (Algortimo 3.8) se basa en la obtencién

de un drbol de expansién minimo (Seccién 3.1.2) una vez limpio el conjunto de datos
por el algoritmo de DBSCAN modificado (Algoritmo 3.6).

Algoritmo 3.8 DBMIST-US

Entrada: DB = {p1,p2,...,PN}

Salida: DB’ conjunto balanceado

1: Dividir el conjunto DB en dos subconjuntos tales que, C~ contenga instancias de clase mayoritaria y C'+
contenga instancias de clase minoritaria.

. repeat

Estimar los valores € y MinPts.

Aplicar DBSCAN al conjunto C'~, donde se estima remover instancias marcadas como ruido.

. until € y minPts no cambien

: C~ + MIST-US(C™ )

: DB’ =CctucC—

DU LN

En general, el objetivo de este algoritmo es obtener instancias ubicadas en el nicleo
de la clase mayoritaria una vez limpio el conjunto de datos. De tal modo que las
instancias seleccionadas por el drbol minimo de expansién no sean parte del traslape
de clases o con ruido.
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Capitulo 4
Marco metodologico

La metodologia que se sigue para dar soluciéon al problema planteado se muestra
en la Figura 4.1. Como puede observarse, la metodologia de la propuesta se basa en un
proceso tipico de KDD [68]; si bien este proceso parece ser secuencial, de acuerdo a los
resultados obtenidos se debe permitir el flujo hacia atrds o hacia adelante.

El proceso inicia con un conjunto de datos derivado de algtin problema del mundo
real, seguidamente se preprocesa el conjunto de datos con el fin de solventar algunas
complejidades propias de los datos. Es importante resaltar que las propuestas pre-
sentadas en esta tesis inciden de manera directa en esta fase. Una vez atendidas las
caracteristicas intrinsecas de los datos, se procesan los conjuntos de datos mediante cla-
sificadores para obtener una generalizacién del conocimiento. Finalmente, se analizan
los resultados con el objetivo de determinar el rendimiento de las propuestas.

Aunque las etapas de la metodologia pueden realizarse de forma secuencial, de
acuerdo a los resultados que se obtengan de la fase de validacién de los resultados,
si los indices de precisiéon de cada clasificador superan o igualan a los resultados de
los métodos del estado del arte, se finaliza el tratamiento de complejidades; en caso
contrario, se requiere afinar el conjunto de datos atendiendo algunas de las otras carac-
teristicas intrinsecas de los datos. En el resto de este capitulo se describe cada una de
las tareas realizadas.

Generacion de datos Manipulacién de datos Validacién de resultados
|
[ | ~
@ - Y /'/ OhJEtIVD\\\ . Si
ﬂ 3 ":°-'" - . ‘ - % \\‘ curnplldo P /} @
Datos Preprocesamiento Procesar Validacién A No Fin
de datos datos l

R |
|

Figura 4.1: Metodologia seguida en esta tesis.
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4. MARCO METODOLOGICO

4.1. Obtencion de datos

La experimentacién reportada en esta tesis se realizé con 24 conjuntos de datos,
todos ellos con dos clases, obtenidos del repositorio que ofrece la herramienta KEEL
(https://sci2s.ugr.es/keel/imbalanced.php#subA).

La Tabla 4.1 muestra las caracteristicas principales de dichos conjuntos de datos:
el nombre del conjunto de datos, la distribucién a priori de las clases, el nimero total
de instancias y el grado de desbalance (IR). Esta tultima caracteristica se calcula como
la relacién entre el niimero de instancias de clase mayoritaria con respecto al nimero

de instancias de clase minoritaria (IR = %) [69].

Tabla 4.1: Caracteristicas de los conjuntos de datos reales.

Conjunto de datos  #Caracteristicas  Distribucién  #Instancias IR
1 yeast05679v4 8 51 — 477 528 9.35
2 vowelO 13 90 — 898 988 9.98
3 glass016v2 9 17 - 175 192 10.29
4 glass2 9 17 — 197 214 11.59
5 shuttleOv4 9 123 — 1706 1829 13.87
6 yeast1lv7 7 30 — 429 459 14.30
7 glass4 9 13 - 201 214 15.47
8 ecolid 7 20 — 316 336 15.80
9 pagBks13v4 10 28 — 444 472 15.86
10 glass016vH 9 9-175 184 19.44
11 shuttle2vs4 9 6 — 123 129 20.50
12 yeast1458vs7 8 30 — 663 693 22.10
13 glassb 9 9 — 205 214 22.78
14  yeast2vs8 8 20 — 462 482 23.10
15 flareF 11 43 — 1023 1066 23.79
16  yeastd 8 51 — 1433 1484 28.10
17 yeast1289v7 8 30 — 917 947 30.57
18  yeastb 8 44 — 1440 1484 32.73
19  ecoli0137v26 7 7 —274 281 39.14
20  abalonel7v78910 8 58 — 2280 2338 39.31
21  yeast6 8 35 — 1449 1484 41.40
22 shuttle2v5 9 49 — 3267 3316 66.67
23 kddBfOfw-b 41 30 — 2203 2233 73.43
24 poker89v5H 10 25 — 2050 2075 82.00

De forma adicional, y con la intencién de analizar de forma ma&s detallada el
comportamiento de los algoritmos propuestos en escenarios controlados, se utiliza-
ron 15 conjuntos de datos sintéticos disponibles en el repositorio de KEEL (https:
//sci2s.ugr.es/keel/imbalanced.php#sub50).

Los conjuntos de datos denominados subclus, clover y paw, constan de 800 instancias
cada uno, con IR = 7 y la inclusién de ruido (instancias atipicas) en un 0 %, 30 %, 50 %,
60 %, y 70 %. La Figura 4.2 muestra graficamente la distribucién de puntos que tienen
estos conjuntos de datos.
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4.2 Preprocesado de datos
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(d) subclus-70 (e) clover-70 (f) paw-70

Figura 4.2: Dispersién de los conjuntos de datos sintéticos con 0% y 70 % de
ruido (los puntos en color gris son datos ruidosos)

4.2. Preprocesado de datos

En la fase de preprocesado de datos es en la que se aplican los algoritmos propuestos
en en esta tesis (ver Capitulo 3) para tratar las complejidades de datos: desbalance de
clases, traslape de clases y/o ruido.

Para validar el resultado de los algoritmos propuestos en esta tesis, se seleccionaron
algunos de los algoritmos de bajo-muestreo mas utilizados en el estado del arte, los
cuales se muestran en la Tabla 4.2, divididos de acuerdo al tipo de estrategia que
utilizan (Seccién 2.4).
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4. MARCO METODOLOGICO

Tabla 4.2: Métodos de bajo-muestreo del estado del arte.

Técnica

RUS [6].

CNN, Condensado de Hart [44].

ENN, Edicién de Wilson [43].
Vecindario  TL, Tomek’s links [45].

NCL Neighborhood Cleaning Rule [67].

OSS, One-sided selection [47].

Evolutivo  EUS, Evolutionary Under-Sampling [51].

EE, Easy Ensemble [55].

Ensemble  BC, Balance Cascade [55].
RBT, ROSBOOST [54].
EEKF [58].

SBC, Undersampling Based on Clustering [60].
CBU [66].

fCBUS, Fast-CBUS [59)].

CBIS [65].

COSS, ClusterOSS [62].

Clustering

4.3. Clasificacion

Para determinar la viabilidad y solidez de los algoritmos de preprocesado propues-
tos, se evalud el desempeiio de tres modelos de clasificacion ampliamente utilizados en
Aprendizaje Automatico y Reconocimiento de Patrones: la regla del vecino més cercano
(INN), el arbol de decision C4.5 (J48) y la maquina de vector soporte (Support Vector
Machine, SVM).

Para la ejecucion de las pruebas se utilizé el software de cédigo abierto WEKA [70],
utilizando los pardmetros que el software brinda por defecto para cada clasificador:

Tabla 4.3: Pardmetros por defecto de los clasificadores usados en WEKA.

Pardmetros

INN  k=1; nimero de vecinos

confidenceFactor= 0.25
minNumObj = 2

numFolds = 3
reducedErrorPruning = False
J48
seed =1
subtreeRaising = True
unpruned = False
useLaplace = False
normalizar=True
L= 1.0e — 3; pardmetro de tolerancia
SVM P= 1.0e — 12; épsilon del error de redondeo.

seed=1
kernel= PolyKernel
modelo de calibracién= Logistic (hasta converger)
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4.4 Evaluacién y analisis estadistico de los resultados

Para conjunto de datos, se aplic una validacién cruzada de 10 particiones (10-fold
cross-validation). El conjunto de datos fue dividido en 10 partes iguales, de las cuales
nueve particiones fueron utilizadas para entrenamiento del clasificador y la particién
restante para fines de prueba.

4.4. Evaluacién y analisis estadistico de los re-
sultados

Para validar el rendimiento de las propuestas, el analisis de resultados se realiza
desde dos perspectivas: Evaluacion de la precisién del clasificador y Analisis de signifi-
cancia estadistica. El primero de ellos, busca identificar el desempeno del clasificador en
términos de precisién. Mientras que el segundo analisis, permite determinar las mejoras
estadisticamente significativas que un clasificador tiene respecto al resto de métodos,
ya que muestra qué tanto los resultados obtenidos respaldan la hipdtesis, asi como si
las conclusiones alcanzadas pueden generalizarse [71].

4.4.1. Evaluacion de la clasificacion

Comunmente en las dreas de Aprendizaje Automatico y Reconocimiento de Patro-
nes, para validar el rendimiento de un clasificador en términos de precisién, se hace
uso de una matriz de confusién [2]. La Tabla 4.4 representa la matriz de confusién
para un problema de dos clases, donde se representa el niimero de predicciones de un
clasificador para cada clase con respecto al valor real de la clase. Para este caso, se con-
sidera la clase minoritaria como positiva, mientras que la clase mayoritaria se denomina
negativa.

Tabla 4.4: Matriz de confusién

Prediccién de clase Positiva  Prediccién de clase Negativa

Clase positiva Verdadero Positivo (TP) Falso Negativo (FN)
Clase negativa Falso Positive (FP) Verdadero Negativo (TN)

El Verdadero Positivo y el Verdadero Negativo se definen como el niimero de casos
positivos o negativos que han resultado clasificados correctamente. Por el contrario, el
Falso Positivo se refiere al nimero de casos negativos que se han clasificados como de la
clase positiva, mientras que el nimero de casos que siendo de clase positiva se clasifican
como clase negativa se denomina Falso Negativo.

A partir de la Tabla 4.4, algunas de las medidas de rendimiento que se pueden
obtener son [72]:

= Precision general mide la efectividad a nivel global del clasificador: Accuracy =
TP+TN
TP¥TN+FP+FN
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» Sensibilidad o tasa de verdaderos positivos mide el grado de efectividad de un cla-
sificador en el momento en que identifica las instancias positivas: T Pr = TP:CF%.

= Especificidad o tasa de verdadero negativo determina el grado de efectividad con

la que el clasificador identifica instancias etiquetadas como negativas: TNr =
TN
TN+FP

» Media geométrica maximiza la precisioén de cada clase en un clasificador: Gmean =

VIPR-TNR

Dado que la media geométrica permite evaluar el impacto que tiene la tasa de errores
de cada clase por separado, es la medida que se utilizara para analisis de resultados de
la clasificacion.

4.4.2. Analisis de significancia estadistica

Cuando se desarrollan nuevas técnicas y se desea comparar su rendimiento con las
existentes en el estado del arte, es recomendable la utilizacién de pruebas de significancia
estadistica [73], a fin de determinar las mejoras reales que éstas tienen.

Una de las pruebas de significancia estadistica mas utilizada es la de Friedman [73],
el objetivo de esta prueba es determinar si existe diferencia entre los resultados del
clasificador, por cada método de preprocesado y conjunto de datos. El primer paso
es convertir los resultados en rangos, es decir, asignar al mejor resultado el rango 1,
el segundo mejor el rango 2, asi sucesivamente, en caso de empates, se calculan los
rangos promedio. El segundo paso, implica calcular los rangos promedio por método
evaluado (Ecuacién 4.1), bajo la hipétesis nula que establece que todos los algoritmos
son equivalentes y que sus ranks promedios tienen que ser iguales.

1 .
R; = Mzrg (4.1)

donde rf el rank del j—ésimo método de u en el i—ésimo conjunto de M conjuntos de
datos.

Otra de las pruebas utilizadas para encontrar diferencias estadisticamente signifi-
cativas entre cada par de clasificadores es la prueba de Wilcoxon [74]. Esta prueba
clasifica las diferencias en el desempeno de dos algoritmos para cada conjunto de datos,
ignorando los signos, y compara los resultados en la clasificacién para las diferencias
positivas y negativas.

Dado §; la diferencia entre los puntajes de rendimiento de los métodos en el i—ésimo
conjunto de datos de M conjuntos de datos. Las diferencias se clasifican segiin sus
valores absolutos; los rangos promedio son asignados en caso de empate. Dado R la
suma de ranks para los conjuntos de datos que el segundo método superd al primer
método, y R~ , la suma de los ranks para el caso contrario (Ecuacién 4.2); los rangos
de ; = 0 se dividen equitativamente entre las sumas. En caso de haber un nimero
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impar, uno de ellos se ignora, por este motivo es importante seleccionar un nimero par
de métodos y conjuntos de datos.

RT = Z rank(B;) +% Z rank(B8;) R~ = Z rank(B;) +% Z rank(B;) (4.2)
B;>0 B;=0 Bi<0 B;=0
Sea 7 la menor de las sumas, tal que 7 = min(R*, R™), las estadisticas se determina
con la ecuacién 4.3.

,_ T— IM(M+1) (4.3)

\/iM(M T 1)(2M +1)

Si 7 es menor o igual que el valor de la distribucién de Wilcoxon [75] , se rechaza
la hipotesis nula de igualdad de medias, lo que significa que un método dado supera al
otro con el p — valor asociado.
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Capitulo 5
Resultados de tratamiento de desbalance
de clases

Las propuestas desarrolladas en esta tesis se comparan con otros métodos de bajo-
muestreo en términos de media geométrica. En esta capitulo, se evalia el rendimiento
de dos métodos de bajo-muestreo para tratar el desbalance de clases: subgrafo inducido
(IG-US) y arbol de expansién minimo (MIST-US). Cabe senalar que aqui unicamente
se ha incluido un resumen de los resultados con el objetivo de facilitar su analisis,
mientras que la totalidad de estos resultados se pueden consultar en el Apéndice A.

Adicionalmente, para determinar si existen diferencias estadisticamente significa-
tivas entre cada par de métodos, se aplica el test de Wilcoxon. En general, la mitad
superior de la diagonal de las tablas que se muestran para este analisis corresponde a los
resultados para el valor @ = 0.9 (10 % de probabilidad), mientras que la mitad inferior

[P

de la diagonal es para un nivel 0.95. El simbolo “e” indica que el método de la fila fue
significativamente mejor que el método de la columna, mientras que el simbolo “o” re-
presenta que el método de la columna funcioné significativamente mejor que el método
de la fila. La ausencia de cualquiera de los simbolos anteriores implica que los métodos

de la columna y de la fila no muestran diferencias estadisticamente significativas.

5.1. Rendimiento del subgrafo inducido (IG-US)

Cabe recordar que el objetivo de esta propuesta es disminuir el tamano de la clase
mayoritaria mediante la identificacién y obtencion de las instancias que se encuentran
cercanas a la frontera de decisién.

La Figura 5.1 muestra el andlisis de los resultados en términos de la media geométri-
ca obtenida por el subgrafo inducido en comparacién con los métodos de bajo-muestreo
del estado del arte. En los resultados se incluye el resultado obtenido con el conjunto
de datos original (sin preprocesado) para fines de comparacién.
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Figura 5.1: Comparativa de IG-US con el resto de métodos con respecto al pro-
medio de la media geométrica obtenida.

Como se observa en la Figura 5.1, independientemente del clasificador, la propuesta
IG-US obtiene porcentajes de rendimiento superiores al 70 %, en contraste con técnicas
basadas en vecindario (CNN, NCL, TL, ENN y OSS), para las cuales, en especifico el
clasificador SVM obtienen rendimientos por debajo del 40 %, esto sugiere que conservar
instancias lo més cercanas a la frontera de decision, disminuye la representatividad de
clase minoritaria para el SVM. A diferencia de métodos como RUS, EUS, EE, BC,
RBT, EEKF, SBC, f{CNUS, CBIS, COSS el comportamiento del rendimiento obtenido
por el promedio de la media geométrica es similar a la propuesta IG-US.

Las graficas mostradas en la Figura 5.2 representan el niimero de conjuntos de datos
para los cuales la propuesta IG-US fue mejor (verde), igual (amarillo) o peor (rojo) que
el resto de técnicas probadas.
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5.1 Rendimiento del subgrafo inducido (IG-US)

No. de conjuntos de datos
No. de conjuntos de datos
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Figura 5.2: Comparativa de IG-US con el resto de métodos con respecto al niimero
de conjuntos de datos en los que IG-US fue mejor (verde), igual (amarillo) o peor
(rojo).

Como puede observarse, en la Figura 5.2 los clasificadores 1NN y J48, en mas de la
mitad de los conjuntos de datos probados, IG-US obtuvo la més alta media geométrica
por conjunto y método comparado. Sin embargo, como es posible visualizar, el color
rojo predomina para el clasificador SVM, determinando que, IG-US obtuvo resultados
mas bajos e inclusive no obtuvo resultados similares (amarillo) en métodos basados en
ensembles (BC, RBT y EEKF) y en un método basado en clustering (fCBUS).

A fin de determinar la existencia de mejoras estadisticamente significativas, se apli-
ca la prueba de Wilcoxon para valores de « = 0.9 y o = 0.95. Las Tablas 5.1-5.3
corresponden a los resultados del test estadistico de Wilcoxon para los clasificadores
1NN, J48 y SVM respectivamente.
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5. RESULTADOS DE TRATAMIENTO DE DESBALANCE DE CLASES

Tabla 5.1: Test de Wilcoxon para resultados de IG-US con el clasificador 1NN.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS IG-US

Original - o . o o o o o o <] o ) o ) o o
RUS . - . . . o
CNN o o - o o o o o o o o o o o o o o o
NCL . . - . . . . . . o
TL . o . o - o o o o o o o o o o
ENN . ) . - . . . o . o
0SS . . o o - o o o o o o o
EUS . . . . - . . . o
EE . . . - o . o
BC . . . . - . o
RBT . . . . - . . . o
EEKF . . . . - . . . . o
SBC . . o . o o o - o o
CBU . ) o o o - o o
fCBUS . . . . . . - . .

CBIS . . . ° - °
COSs o o o o o o o o -

1G-US . . . . . . . . . . . . . . . . -
a=09 1 4 0 8 2 7 2 7 5 5 7 8 3 1 10 3 1 16
a=0.95 1 3 0 7 2 6 2 7 4 5 6 7 3 1 8 3 0 16

Tabla

Test de Wilcoxon para resultados de IG-US con el clasificador J48.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS IG-US

Original - o . o o o o o o o o o o
RUS . - . . . . . . ) . o
CNN o o - o o o o o o o o o o o o o o
NCL . . - . . o o o o o o o o
TL o . o - o o o o o o o o o o
ENN . o . . - . <] o o o o o
0SS o o o - o o o o o o o o
EUS . . . . - . o . o
EE . . . . . . - o . o .
BC . . . . . . . o .
RBT . . . . . . - . o .
EEKF . . . . . . - . o .
SBC o . o o o o o - o o o
CBU . . . . . . . . . . . . - . . .
fCBUS . o - .
CBIS . . . . . o - .
COSs o o o o o o o o o - o
1G-US . . . . . . . . -
a=09 1 8 0 4 1 4 1 7 8 8 8 9 1 16 3 7 0 10
a = 0.95 1 7 0 4 1 4 0 6 8 8 8 8 1 15 2 6 0 8

Tabla 5.3: Test de Wilcoxon para resultados de IG-US con el clasificador SVM.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS IG-US

Original - o o o o o o o o o o o o o
RUS . - . . . . . . . .
CNN o - o o o o o ) o o
NCL . o - . o o o o o o o o
TL o - o o o o o o o o o ) o
ENN . o . o o o o o o o o o
0ss o - o o o o o o o o ° °
EUS . . . . . . . . . . .
EE . . . . 3 . - . . . .
BC . ) . . . . - . . . .
RBT . . . . . . o o . o . .
EEKF . . . . . . - . D) .
SBC o o o o o o - ) o o o
CBU . . . . . . . - . .
fCBUS . . . . = . .
CBIS . o . . o o o o o o o °
COss . o o o o o o o o - °
1G-US . ) . . . . . . .
a=09 0 9 0 2 0 2 0 11 10 10 9 9 0 9 10 5 3 9
a = 0.95 0 9 0 2 0 2 0 10 10 9 9 9 0 9 9 3 1 9
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5.2 Rendimiento del drbol de expansién minimo (MIST-US)

En general, de las Tablas 5.1-5.3, se puede determinar la competitividad del sub-
grafo inducido IG-US respecto al resto de técnicas probadas. Retomando los resultados
de la Figura 5.1, en especifico para los clasificadores J48 y SVM, técnicas como CBU
y fCBUS obtuvieron altos indices de precisién. Al comparar la propuesta IG-US con
CBU para el clasificador J48, la Tabla 5.2 indica que para ambos niveles de signifi-
cancia, la propuesta IG-US no presenta diferencias estadisticamente significativas, es
decir, no existe diferencia entre usar el método IG-US o el algoritmo CBU cuyos indi-
ces de precision pueden considerarse equivalentes. Algo similar sucede comparando la
propuesta con el método fCBUS para el clasificador SVM (Tabla 5.3), de tal modo
que se puede concluir que la propuesta IG-US es competitiva para el tratamiento del
desbalance entre clases.

5.2. Rendimiento del arbol de expansiéon mini-
mo (MIST-US)

Con el propédsito de determinar si es mejor mantener las instancias cercanas a la
frontera de clase o las mas alejadas para el tratamiento del desbalance, en esta seccién
se analiza el rendimiento del método MIST-US con respecto al resto de técnicas del
estado del arte para bajo-muestreo.

La grafica de barras mostrada en la Figura 5.3 muestra los resultados de la media
geométrica obtenidos por los métodos de bajo-muestreo, asi como los resultados para
el conjunto de datos sin preprocesamiento.
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Figura 5.3: Comparativa de MIST-US con el resto de métodos respecto al pro-
medio de la media geométrica obtenida.
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5. RESULTADOS DE TRATAMIENTO DE DESBALANCE DE CLASES

De los resultados de la Figura 5.3 se puede observar que de manera general, in-
dependientemente del clasificador usado, la propuesta MIST-US genera resultados con
precisién mayores al 80 %. Este comportamiento es el mejor para los clasificadores INN
y SVM, superando a técnicas basadas en vecindario, ensembles y clustering, lo que
sugiere que, al mantener instancias lo mas alejadas de la frontera de clase es capaz de
proporcionar una tasa de clasificacién suficientemente alta.

Un caso particular se encuentra en el método CBU, ya que para el clasificador J48, el
rendimiento obtenido supera a la propuesta MIST-US, esto puede indicar que, el generar
un conjunto de datos donde la clase mayoritaria se integra a partir de los centros de
los grupos creados por el algoritmo K-means, mantienen una mejor representacién de
la clase mayoritaria.

En las graficas de la Figura 5.4 se presenta en resumen el nimero de conjuntos de
datos para los cuales la propuesta MIST-US se conduce mejor (verde), igual (amarillo)
o peor (rojo) comparado con el resto de las técnicas.

De la Figura 5.4 se puede resaltar que para los tres clasificadores utilizados, en la
mayoria de métodos comparados, MIST-US es significativamente mejor en la mitad de
conjuntos de datos probados con respecto a las técnicas de preprocesamiento empleadas.
En particular, se puede observar que en técnicas basadas en vecindario, ensembles e
inclusive basadas en clustering, MIST-US obtiene en al menos un par de conjuntos
resultados similares (amarillo), como es el caso de CNN y EEKF para el clasificador
1NN, y los métodos CNN, NCL y RBT para el clasificador J48.

Para el clasificador SVM, el comportamiento cambia, pues en 11 de los 16 métodos
comparados, MIST-US tiene en al menos un par de conjuntos, similares resultados.
Un caso peculiar, es la comparativa con respecto al método COSS, pues en todos los
clasificadores, en mas de la mitad de todos los conjuntos de datos reales probados,
MIST-US es significativamente mejor. Otro punto importante, es que en a lo sumo
10 conjuntos de datos MIST-US genera un rendimiento por debajo de fCBUS, en los
clasificadores INN y SVM.

Esto ultimo sugiere que las técnicas de agrupamiento limpian el conjunto de datos,
ayudando al tratamiento de desbalance de clases, no obstante, es evidente la falta de
tratamiento de otras complejidades en algunos conjuntos de datos, dado que el sesgo
de la clase mayoritaria sigue presente en el proceso de aprendizaje (ver Seccién 5.3) .

Para validar las mejoras mencionadas, las Tablas 5.4, 5.5 y 5.6 resumen la prueba
de Wilcoxon para cada par de técnicas probadas, para valores de a = 0.9 y o = 0.95.
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5.2 Rendimiento del drbol de expansién minimo (MIST-US)
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Figura 5.4: Comparativa de MIST-US con el resto de métodos con respecto al
nimero de conjuntos de datos en los que MIST-US fue mejor (verde), igual (ama-
rillo) o peor (rojo).

Tabla 5.4: Test de Wilcoxon para resultados de MIST-US con el clasificador 1NN.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS MIST-US

Original - o . o < o o <] o o o o o o o o
RUS . - . . .
CNN o o - o o o o o o o o o o o o o o o
NCL . . - . . . . . .
TL 3 o . o - o o o o o o o o o o
ENN . . . - . . . o . o
0Sss . . o o - o o o o o ° o
EUS . . . . . . .
EE . . . o . o
BC . . . . .
RBT . . . . . . .
EEKF . . . . - . . . .
SBC . . o . o o o - o o
CBU . o o o o - o °
fCBUS . . . . . . - . .
CBIS . . . o - o
COss o o o o o o o o - o
MIST-US . . . 3 . . . . . -
a=09 1 4 0 8 2 7 2 7 5 5 7 8 3 1 10 3 1 10
a=0.95 1 3 0 7 2 6 2 7 4 5 6 7 3 1 8 3 0
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5. RESULTADOS DE TRATAMIENTO DE DESBALANCE DE CLASES

Tabla 5.5: Test de Wilcoxon para resultados de MIST-US con el clasificador J48.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS MIST-US

Original - o . ° o ° o o o o o ° °
RUS . - . . o . o o o . °
CNN o o - o o o o o o o o o o o o o o
NCL . . - . o o o o o o o o o
TL o . ° - o ° o o ° o o o ° °
ENN . o . B - o o o o o o °
0SS o o o - o o o o o o ° °
EUS . . o o o o .
EE . . . o o o o o o . o
BC . . . o o o o o .
RBT . . . B o o o o .
EEKF . . . o . o o o .
SBC o . ° o o o o - o o o
CBU . o o . o o o . ¢« o o o - o . .
fCBUS . o .
CBIS . . o B o o .
Coss o ° o o o o o o ° - °
MIST-US . . . o o o . o . -
a=09 1 8 0 4 1 4 1 7 8 8 8 9 1 16 3 7 0 10
Q=095 1 7 0 4 1 4 0 6 8 8 8 8 1 15 2 6 0 9

Tabla 5.6: Test de Wilcoxon para resultados de MIST-US con el clasificador SVM.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS MIST-US

Original - < o o o o o o < o o o o o
RUS . - . . . . . . . . o
CNN o o o o o o o o o
NCL . o - . o o o o o o o o
TL o - o o o o o o o o o o
ENN . o . - <} o o o o o o o o
0Sss o - o o o o o o o o o o
EUS . . . . . . . . . . .

EE . 3 3 . . . . . . . o
BC . . . . . . . . . . o
RBT . . . . . . o o - . o . . o
EEKF . . . . . . . . .

SBC o o ) o ) o - o o o o
CBU . . . . . . . . .

fCBUS . . . . . . . - . .

CBIS . . . o o o o o o o = o
COSss . o o o o o o o o
MIST-US . . . . . . . . . .

a=09 0 9 0 2 0 2 0 11 10 10 9 9 0 9 10 5 3 13
a=0.95 0 9 0 2 0 2 0 10 10 9 9 9 0 9 9 3 1 11

En resumen, se puede observar que en ambos niveles de significancia, con respecto
al clasificador 1NN, entre los métodos NCL, EUS y MIST-US no existe diferencia
estadisticamente significativa en sus resultados. Algo semejante sucede con algunos
métodos basados en ensembles, BC, RBT, EEKF y el basado en clustering (fCBUS). En
cambio, para el clasificador J48, los métodos con los que no existe diferencia significativa
con respecto a MIST-US son, EUS, BC, RBT, EEKF, CBU, f{CBUS, CBIS, mientras
que para el clasificador SVM, son EUS, EEKF, CBU y fCBUS.

De igual modo, los métodos basados en ensembles (BC y EEKF, especificamente)
son métodos que obtienen similares resultados a la propuesta MIST-US, al igual que
fCBUS como método representativo basado en clustering. Por lo tanto, se deduce que
MIST-US es una alternativa diferente, basada en grafos y viable para el tratamiento
de desbalance de clases, presentando resultados competitivos a métodos bien conocidos
del estado del arte.
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5.3 Analisis de rendimiento por clase

5.3. Analisis de rendimiento por clase

Tomando de manera particular los resultados al analizar el comportamiento de los
métodos probados con respecto al clasificador SVM (ver Apéndice D), se resalta que
para los métodos CNN, NCL, TL, ENN, OSS y SBC, la media geométrica obtenida
en la mayoria de los casos fue similar al caso base (conjunto de datos sin preprocesar),
este comportamiento indica que estos algoritmos de bajo-muestreo no manejan ade-
cuadamente el problema de desbalance de clases. En contraste, las propuestas basadas
en grafos obtienen porcentajes de rendimiento por arriba del 70 %, lo que indica un
adecuado equilibro entre las tasas de sensibilidad y especificidad.

En consecuencia, la Figura 5.5 muestra la precision por clase para el clasificador
SVM, en cada conjunto de datos reales, para las propuestas basadas en grafos, mientras
que los resultados de métodos del estado del arte, asi como caso base se encuentran en
el Apéndice D. El resultado de TNR (Especificidad) se ilustra en tridngulos rojos y el
resultado de TPR (Sensibilidad) en cuadrados negros.
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Figura 5.5: Precisién por clase para conjuntos de datos reales con métodos, IG-US
y MIST-US

Como se observa en la Figura 5.5 se obtienen resultados para ambos factores (TNR y
TPR) equiparables, lo que indica un adecuado tratamiento del desbalance de clases, sin
pérdida de rendimiento en el clasificador SVM, no asi para métodos como CNN, NCL,
TL, ENN, OSS, RBT, SBC y CBIS el tratamiento de desbalance no es el adecuado, ya
que de las figuras mostradas en el Apéndice D se puede observar que el desempeno de
la mayoria de los métodos obtienen un TPR igual a 0, lo que implicaria que el modelo
SVM clasific6 de manera errénea todas las instancias de clase minoritaria.
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Capitulo 6
Rendimiento de DBSCAN como

estrategia de limpieza

En el estado del arte incluido en el Capitulo 2, se han presentado algunos métodos
de bajo-muestreo que se basan en la limpieza del conjunto de datos. Siguiendo esta
misma estrategia, se han propuesto varios enfoques basados en clustering para reducir
el tamano de la clase mayoritaria, pudiéndose aprovechar de este modo de la eliminacién
del posible ruido producido por las instancias de esta clase.

En la Seccién 3.2 se propuso al algoritmo DBSCAN como estrategia de limpieza del
conjunto de datos, de modo que se pueda abordar como técnica para el tratamiento del
desbalance entre clases. En consecuencia, el resto de este capitulo se dedica a presentar
un anélisis comparativo de los resultados obtenidos por DBSCAN con otros algoritmos
del estado del arte que tratan el desbalance. Al igual que se hizo en el Capitulo 5, los
resultados aqui mostrados se refieren a la precision en términos de la media geométrica
de cada clasificador. La tltima parte del capitulo presenta una discusion del rendimien-
to general de las diferentes propuestas de esta tesis para bajo-muestreo, pudiéndose
consultar la totalidad de los resultados en el Apéndice B.

6.1. Rendimiento de DBSCAN

El objetivo de esta propuesta es aprovechar las caracteristicas del algoritmo de
clustering DBSCAN para eliminar del conjunto de datos instancias consideradas como
ruido.

La Figura 6.1 muestra la media geométrica obtenida por los clasificadores después
de haber aplicado cada uno de los métodos de bajo-muestreo. Como se puede obser-
var, para los clasificadores 1NN y J48, DBSCAN obtiene un promedio de la media
geométrica en los conjuntos de datos superior al 50 %, mejorando al conjunto de datos
sin preprocesar. Por otra parte, también presenta un mejor rendimiento que los métodos
basados en vecindad como CNN y TL, mientras que para los métodos basados en clus-
tering como CBIS, en concreto para el clasificador SVM, DBSCAN obtiene resultados
equiparables.
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Figura 6.1: Comparativa de DBSCAN con el resto de métodos respecto al pro-
medio de la media geométrica obtenida.

La Figura 6.2 resume el andlisis comparativo de DBSCAN con el resto de métodos
con respecto al nimero de conjuntos de datos, para los cuales éste fue mejor (verde),
igual (amarillo) o peor (rojo). En estas gréficas, es claramente visible que en méds de
la mitad de los conjuntos de datos DBSCAN tiene menor precisién respecto a otros
métodos. Un ejemplo claro de esto se encuentra en los resultados del clasificador SVM
(Figura 6.2 (c)), donde DBSCAN obtuvo mejores resultados que los métodos basados
en ensembles como EUS, EE y BC tnicamente en dos conjuntos de datos y en otros dos
conjuntos produjo resultados similares. Este comportamiento sugiere que los conjuntos
de datos tratados por DBSCAN mantienen una densidad en la clase mayoritaria que
afecta a la representatividad de la clase minoritaria.
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6.1 Rendimiento de DBSCAN
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Figura 6.2: Comparativa de DBSCAN con el resto de métodos con respecto al
ntimero de conjuntos de datos en los que DBSCAN fue mejor (verde), igual (ama-
rillo) o peor (rojo).

Para determinar la significancia estadistica de las mejoras reportadas, las Tablas 6.1,
6.2 y 6.3 muestran en resumen los resultado obtenidos por el test de Wilcoxon, para
valores de @ = 0.9 (mitad superior de la diagonal de la tabla) y o = 0.95, donde, el
simbolo “e” indica que el método de la fila fue significativamente mejor que el método de
la columna, mientras que, el simbolo “o” implica que el método de la columna funcioné
significativamente mejor que el método de la fila.

Respecto a la capacidad de DBSCAN para tratar el desbalance de clases, se puede
deducir que para el clasificador INN con varios métodos tales como RUS, TL, OSS,
EE, BC, RBT, EEKF, SBC, CBU, CBIS y COSS, DBSCAN es competitivo, pues no
presenta diferencia significativa en los resultados que obtiene.

Por otro lado, para el clasificador J48 en métodos como NCL, TL, ENN, OSS, EUS,
BC, SBC, fCBUS y COSS se comporta de manera similar al clasificador 1INN. En tanto
que con el clasificador SVM, en ambos niveles de significancia en los métodos CNN,
NCL, ENN CBIS y COSS, DBSCAN mantiene un resultado similar.
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Tabla 6.1: Test de Wilcoxon para resultados de DBSCAN con el clasificador INN.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBSCAN

Original - ) . o ° o o o ) o o o o o o

RUS . . . .

CNN o o - o o o o o o o o o o o o o o o
NCL . . . . . . . . .
TL . o . o - o o o o o o o o o

ENN . . . - . . . o . .
0ss . . o o - o o o o o o

EUS . . . . . . . .
EE . . . o .

BC . . . . .

RBT . . . . . . .

EEKF . . . . . . . . .
SBC . . o . o o o o

CBU . o o o o - o

fCBUS . . . . . . . . .
CBIS . . . o

COSss o o o o o ° ° o

DBSCAN . o o o o

a=0.9 1 4 0 9 2 8 2 8 5 5 7 9 3 1 11 3 1 1
a=0.95 1 3 0 8 2 7 2 7 4 5 6 8 3 1 9 3 0 1

Tabla 6.2: Test de Wilcoxon para resultados de DBSCAN con el clasificador J48.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBSCAN

Original - ) . o o o o o o o o o

RUS . - . . . . . . o . .
CNN o o - o o o o o o o o o o o o o o
NCL . . - . . o o o o o o o

TL o . o - o o o o o o o o o

ENN . o . . - . o o o o o

0ss ) o o - o ) o o o o o

EUS . . . . - . o .

EE 3 . . . . . o . o . .
BC . . . . . . . o .

RBT . . . . ) . . o . .
EEKF . . . . . . . o . .
SBC o . o o o o o - o o

CBU 3 . 3 . . 3 . 3 . 3 . . - . . . .
fCBUS . o .

CBIS . . . . . o . .
COSss o o o o o o o o °

DBSCAN . o o o o o

a=0.9 1 9 0 4 1 4 1 7 9 8 9 10 1 17 3 8 0 1
a=0.95 1 7 0 4 1 4 0 6 9 8 9 9 1 16 2 7 0 1

Tabla 6.3: Test de Wilcoxon para resultados de DBSCAN con el clasificador SVM.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBSCAN

Original - ) o o o o o o o o o o o o
RUS . - . . . . . . . . .
CNN o - o o o o o o o

NCL . o . o o o o o o o

TL o < - o o o [ o o o o o o o
ENN . o . o o o o o o o o

0ss o - o ) o o o o o o o o
EUS . . . . . . - . . . . . .
EE 3 . . . 3 . 3 . . . .
BC . . . . . . . . . . .
RBT . . . . . . o o - . o . . .
EEKF . . . . . . . . . .
SBC o o o o o o - o o o o
CBU . . . . . . . . . .
fCBUS . . . . . . .
CBIS . ) . . o o o ° ° o o -

COsSs . o o o o o ° o °

DBSCAN . o . o o o o o o o

a=0.9 0 10 0 2 0 2 0 12 11 11 10 10 0 10 11 5 3 4
a=0.95 0 10 0 2 0 2 0 11 11 10 10 10 0 10 10 3 1 2

A modo de conclusion, se puede decir que utilizar DBSCAN para limpiar la clase
mayoritaria en problemas de desbalance de clases, es una técnica competitiva, pues
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6.2 Anélisis de rendimiento por clase

se toma como ventaja la eliminaciéon de datos considerados como ruido. No obstante,
el problema de desbalance de clases persiste, por lo que se requiere de estrategias
adicionales que apoyen a mejorar el rendimiento de DBSCAN.

6.2. Analisis de rendimiento por clase

De igual manera que en el Capitulo 5, se presenta un analisis de los resultados ob-
tenidos por la sensibilidad y especificidad del método DBSCAN para el tratamiento de
desbalance de clases. En consecuencia, la Figura 6.3 ilustra el resultado de especificidad
(TNR) en tridngulos rojos y en cuadrados negros el resultado de Sensibilidad (TPR).
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Figura 6.3: Precision por clase para conjuntos de datos reales sin tratamiento y
tratados por el método DBSCAN

A partir de la Figura 6.3, se observa que DBSCAN no afecta la precisién de la
clase mayoritaria pese a la disminucién de instancias consideradas como ruido, pero se
tiene una mejora en precision de la clase minoritaria dado que se limpia la frontera de
decisién. No obstante, puesto que DBSCAN no termina de dar tratamiento al problema
de desbalance de clases, se requiere una estrategia adicional para mejorar el rendimiento
de DBSCAN, tal como la incorporacién de alguna de las técnicas basadas en grafos que
se proponen en las Secciones 3.1.1 y 3.1.2.

6.3. Discusion de propuestas de bajo-muestreo

En este trabajo de tesis se han presentado los resultados de las propuestas para
manejo del desbalance, dos de ellas basadas en grafos y una en un algoritmo de cluste-
ring. En el Capitulo 5, se analizé de forma separada el comportamiento de propuestas
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6. RENDIMIENTO DE DBSCAN COMO ESTRATEGIA DE LIMPIEZA

basadas en grafos, mientras que en éste se analiza la propuesta basada en clustering
comparandolas con algunas estrategias de bajo-muestreo presentes en el estado del arte.

Los resultados mostraron lo competitivo que pueden ser. No obstante, al analizar
su rendimiento de forma conjunta es posible notar que, las propuestas de esta tesis con
respecto a las estrategias del estado del arte, muestran un mejor rendimiento en clasi-
ficadores como 1NN y J48, pues se obtienen porcentajes hasta mds del 70 %. Mientras
que, para el clasificador SVM, las propuestas basadas en grafos logran igualar o superar
al método fCBUS que se aprecia es competitivo con IG-US pero MIST-US lo supera.

Esto sugiere que para lograr una mejor generalizacion del conocimiento, indepen-
diente del clasificador, técnicas basadas en grafos son igual o mejor que técnicas bien
conocidas como RUS, EUS ,EE, BC, EEKF y fCBUS. No obstante, DBSCAN presenta
un rendimiento equiparable con las técnicas anteriormente mencionadas, en clasifica-
dores como 1NN y J48, tal como lo muestra la Figura 6.4.

Por otro lado, comparando tunicamente las propuestas de esta tesis para el trata-
miento de desbalance de clases, como se aprecia en la Figura 6.4, con los conjuntos
de datos utilizados las propuestas basadas en grafos superan a la propuesta basada en
clustering. Es importante resaltar que a pesar de que IG-US tiene mejor rendimiento en
clasificadores 1NN y J48, la propuesta MIST-US independientemente del clasificador
usado, genera un comportamiento uniforme, que a su vez presenta tasas de efectivi-
dad superiores, lo que sugiere que mantener instancias lo méas lejanas de la frontera de
decision, mantiene una representacién de clase mayoritaria.
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Figura 6.4: Comparativa general de técnicas de bajo-muestreo con respecto a la
media geométrica obtenida.

Lo anterior se puede confirmar al aplicar el test de Wilcoxon mostrado en las Ta-

66



6.3 Discusion de propuestas de bajo-muestreo

blas 6.4, 6.5 y 6.6, para valores de a = 0.9 (diagonal inferior) y o = 0.95 (diagonal
superior), donde, “o” indica que el método de la columna funcioné significativamente
mejor que el método de la fila y “o” representa que el método de la fila fue significati-
vamente mejor que el método de la columna.

En general, se puede observar para el clasificador 1NN, la propuesta IG-US fue
significativamente mejor que MIST-US y DBSCAN para un nivel de significancia del
0.9, no asi para el nivel 0.95, pues IG-US con respecto a MIST-US son igualmente
competitivos. Es importante resaltar que para ambos niveles de significancia, IG-US

presenta una importante diferencia significativa en el resto de los métodos probados.

Tabla 6.4: Test de Wilcoxon para resultados de bajo-muestreo con el clasificador
1INN.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS IG-US MIST-US DBSCAN

Original - ° . o o o ° ° o o o ° o o o o

RUS . - . . o o

CNN -

NCL . . - . .

TL . ° . ° - o ° o o °

ENN

0ss

EUS

EE

BC

RBT

EEKF

SBC

CBU

fCBUS

CBIS

Coss o o ° o o ° ° ° - ° °

1G-US . . . . . . . . « . B . . . . . - . .
MIST-US
DBSCAN

a=0.9 1 4
a=0.95 1 3

3 1 11 3 1 18 11 1
3 1 9 3 0 17 10 1

wo©| o

Para los resultados obtenidos por el clasificador J48 (Tabla 6.5), en ambos niveles
de significancia, tanto la propuesta IG-US como MIST-US son competitivos entre ellas
y por igual manera con los métodos BC, RBT, EEKF, CBU, f{CBUS y CBIS. Adi-
cionalmente IG-US es competitivo con EE y por otro lado, MIST-US es competitivo
con EUS. Esto sugiere que para el clasificador SVM, las propuestas IG-US y MIST-US
pueden ser usadas para tratar el desbalance de clases y tener un rendimiento similar al
método CBU que obtuvo el mejor rank (ver Apéndice B Tabla B.5).

Por 1ultimo, para el clasificador SVM, las propuestas IG-US y MIST-US en ambos
niveles de significancia, ambas estrategias obtienen resultados competitivos para los
métodos EUS, EEKF y fCBUS. Adicionalmente, IG-US obtiene resultados competiti-
vos con EE, BC, RBT y entre ambas propuestas no existe diferencia significativa. En
consecuencia se puede concluir que IG-US es el método més competitivo respecto a
técnicas basadas en ensembles, pero ambas propuestas son significativamente mejores
en ambos niveles con respecto a técnicas basas en vecindario (NCL, TL, ENN y OSS),
no asi con DBSCAN que obtiene poca diferencia significativa.
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6. RENDIMIENTO DE DBSCAN COMO ESTRATEGIA DE LIMPIEZA

Tabla 6.5: Test de Wilcoxon para resultados de bajo-muestreo con el clasificador
J48.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS IG-US MIST-US DBSCAN

Original - ° . o o o o o o ° o o o o
RUS . - . . . . . . o . o o .
CNN o o - o o o o o o o o o o o o ) o o o
NCL . . - . . o o o o o o o o o

TL o . o - o o o o o o o o ) ) o

ENN . o . . - . o o o o o o o

088 ° o o - o o o o o o o o o

EUS . . . . - . o 0 o

EE . . . . . . o . o . ) .
BC . . . . . . . o .

RBT . . . . . . . o . .
EEKF . . . . . . . o . .
SBC ° . o o o o ° - o o o o

CBU . . . . . . . . . . . . - . . . .
fCBUS . o

CBIS . . . . . o . .
Coss ° o o o o o o o o - o o

IG-US . . . . . . . . .
MIST-US . . . . . . . . . .
DBSCAN . o o o o o o o

a=0.9 1 9 0 4 1 4 1 7 9 8 9 10 1 17 3 8 0 11 11 1
a = 0.95 1 7 0 4 1 4 0 6 9 8 9 9 1 16 2 7 0 9 10 1

Tabla 6.6: Test de Wilcoxon para resultados de bajo-muestreo con el clasificador
SVM.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS IG-US MIST-US DBSCAN

Original - ° o o o o o o ° o o o o o o o
RUS . - . . . . . . . . o .
CNN o o o o o o o o o o

NCL . o . o o o o o o o o o

TL o o - o o o o o o o o ) o ) ) o
ENN . o . o o o o o o o o o o

088 o - o o o o o o o o o o o o
EUS . . . . . . - . . . . 0 0
EE . . . . . . . . . . o .
BC . . . . . . . . . . o .
RBT . . . . . . o o - . o . . o .
EEKF . . . . . . . . . .
SBC ° o o o o ° - o o o o o o
CBU . . . . . . . . . .
fCBUS . . . . . . . . .
CBIS . ° . . o o o o ° o o - o o

Coss . ° o o o o o o o o o

1G-US . . . . . . . . .
MIST-US . . . . . . . . . . 0
DBSCAN . o o o o o o o o o o

a=0.9 0 10 0 2 0 2 0 12 11 11 10 10 0 10 11 5 3 10 14 4
a = 0.95 0 10 0 2 0 2 0 11 11 10 10 10 0 10 10 3 1 10 12 2

Derivado de los andlisis anteriores, se concluye que las propuestas IG-US y MIST-
US individualmente proporcionan mejores resultados estadisticamente significativos con
respecto a técnicas basadas en vecindario, pero competitivas respecto a técnicas basa-
das en ensembles y clustering. Esto ultimo sugiere que al considerar el conjunto de
datos como un grafo completo ponderado, logra extraer informacién relevante para la
clasificacién. Ademas, el uso de DBSCAN como técnica de limpieza, favorece los indices
de precisién, no obstante, el sesgo de la clase mayoritaria en el proceso de aprendizaje
sigue presente.
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Capitulo 7
Resultados del tratamiento de desbalance
de clases, traslape de clases y/o ruido

La influencia que tienen la presencia de ruido, el solapamiento de clases y el des-
balance en los conjuntos datos se encuentra presente en varios problemas del mundo
real [76]. Con la intencién de mejorar el resultado observado por las estrategias pre-
sentadas en el capitulo anterior, en éste se analizan los resultados de las propuestas
formadas por etapas: DBIG-US que después de aplicar DBSCAN obtiene un subgrafo
inducido y DBMIST-US que después de la ejecucion de DBSCAN construye un arbol
de expansiéon minimo.

Es importante resaltar que, para determinar si las propuestas son viables sobre
conjuntos de datos con problemas de desbalance, solapamiento de clases y/o ruido,
ademads de los 24 conjuntos de datos reales ya utilizados en capitulos anteriores, aqui
se emplearon también 12 conjuntos de datos sintéticos. El compendio completo de
resultados se encuentran en el Apéndice C.

Para determinar si existen diferencias estadisticamente significativas entre cada par
de métodos evaluados, se utiliza la prueba de Wilcoxon, cuyos resultados se han incluido
en diversas tablas. En cada una de estas tablas, se muestran dos filas por cada método:
la primera se refiere a los resultados obtenidos sobre los conjuntos de datos reales y la
segunda a los obtenidos sobre los conjuntos de datos sintéticos. La mitad superior de
la diagonal de cada tabla corresponde a los resultados para el valor o = 0.9, mientras
que la mitad inferior de la diagonal es para un nivel 0.95. EI simbolo “e” indica que el
método de la fila fue significativamente mejor que el método de la columna, mientras
que el simbolo “o” representa que el método de la columna fue significativamente mejor
que el método de la fila. La ausencia de cualquiera de los simbolos anteriores implica
que los métodos de la columna y de la fila no muestran diferencias estadiisticamente
significativas.
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7. RESULTADOS DEL TRATAMIENTO DE DESBALANCE DE CLASES,
TRASLAPE DE CLASES Y/O RUIDO

7.1. Rendimiento de DBIG-US: DBSCAN y sub-
grafo inducido

DBIG-US es una propuesta que busca el aprovechamiento de DBSCAN para filtrar
instancias ruidosas de clase mayoritaria, refinando los conjuntos de datos por medio de
la obtencién de un subgrafo inducido para equilibrar las clases.

En términos promediales de tasas de rendimiento, las Figura 7.1(a) y 7.1(b) mues-
tran el comportamiento de los métodos con respecto a los conjuntos de datos reales y
sintéticos.
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Figura 7.1: Comparativa de DBIG-US con el resto de métodos del promedio de
la media geométrica obtenida.

De los resultados mostrados en las figuras 7.1(a) y 7.1(b), se puede observar que
para los clasificadores 1NN y J48, la propuesta DBIG-US obtiene porcentajes por arriba
del 80 %, siendo estos los més altos. No obstante, para el clasificador SVM los resultados
logran ser similares a los obtenidos por métodos como EUS, EE y fCBUS, todo esto
para conjuntos de datos reales. Mientras que para conjuntos de datos sintéticos, con los
clasificadores 1NN y J48, los promedios obtenidos alcanzan més del 85 % de precision,
siendo estos los mas altos en comparativa con el resto de métodos probados.

Analizando el comportamiento en cuanto al nimero de conjuntos para los cuales
DBIG-US fue mejor, igual o peor, en las Figuras 7.2 y 7.3 se resume este andlisis. Para
conjuntos de datos reales, DBIG-US en més del 50 % de los conjuntos de datos reales
con respecto a los técnicas probadas es mejor para los clasificadores INN y J48. En
tanto que, obtiene un rendimiento similar en por lo menos el 12.5% de conjuntos de
datos reales para métodos basados en vecindario (NCL, RL, ENN). De igual forma,
para métodos basados en ensembles como EE y BC.
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7.1 Rendimiento de DBIG-US: DBSCAN y subgrafo inducido
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Figura 7.2: Cantidad de conjuntos de datos reales en los que DBIG-US fue mejor
(verde), igual (amarillo) o peor (rojo).

En la grifica de la Figura 7.2(c) se observa que en métodos basados en ensembles,
en més de la mitad de los conjuntos de datos DBIG-US obtuvo un bajo rendimiento,
lo que sugiere que DBSCAN pudo haber eliminado algunas instancias tutiles para la
construccion del grafo.

En general, se muestra que DBIG-US fue mejor que RUSBoost (RBt) y CBU en
19 de los 24 conjuntos de datos reales (79 %), pero fue peor en el resto. DBIG-US
también superd a los métodos basados en vecindario, TL y OSS en 17 y 16 conjuntos
respectivamente, y fue mejor que RUS en 16 conjuntos de datos (66.6%). A partir
de estos resultados, es posible observar que DBIG-US arrojé un mejor rendimiento
de clasificacién que técnicas bien conocidas, en la mayoria de conjuntos de datos que
utilizan el clasificador 1NN.

Para el clasificador J48 se obtuvieron resultados similares. En primer lugar, DBIG-
US fue mejor que NCL en 19 conjuntos de datos reales (79 %). También superd al
método SBC en 18 conjuntos de datos (75 %). Mientras que para conjuntos de datos
sintéticos, en 66.6 % de los conjuntos de datos tiene mejor desempernio.
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7. RESULTADOS DEL TRATAMIENTO DE DESBALANCE DE CLASES,
TRASLAPE DE CLASES Y/O RUIDO

Respecto al uso de conjuntos de datos sintéticos, la Figura 7.3 ilustra que DBIG-
US obtiene mejor rendimiento, dado que en mas del 90 % de los conjuntos de datos
sintéticos, DBIG-US obteniene mejor rendimiento para el clasificador 1NN y para el
clasificador J48, hasta en un 66 %. No obstante, para el clasificador SVM, en métodos
tales como RUS, EUS, EE, BC, EEKF, CBU, fCBUS y COSS, en al menos un 33.3 %
de los datos DBIG-US genera un peor rendimiento.

Un caso particular es con respecto al método fCBUS, el cual en sélo un 20 % de los
conjuntos de datos tiene el mejor rendimiento, en conjuntos de datos sintéticos. Esto
altimo sugiere que para conjuntos de datos con presencia de ruido o solapamiento de
clases, seleccionar instancias cercanas a la frontera de decisién es mejor opcién que,
seleccionar las més alejadas unas de las otras después de haber limpiado el conjunto de
datos.
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Figura 7.3: Cantidad de conjuntos de datos sintéticos en los que DBIG-US fue
mejor (verde), igual (amarillo) o peor (rojo).

El andlisis de significancia estadistica con el test de Wilcoxon se muestra en las
Tablas 7.1, 7.2 y 7.3 para valores de a = 0.9 y = 0.95.
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7.1 Rendimiento de DBIG-US: DBSCAN y subgrafo inducido

El resultado del test para el clasificador INN (Tabla 7.1) muestra que la propuesta
DBIG-US es significativamente mejor que el resto de los métodos de bajo-muestreo en
ambos niveles de significancia tanto para conjuntos de datos reales como para conjuntos
de datos sintéticos. Asimismo, tanto el método NCL como ENN son significativamente
mejores que RUS, CNN, TL y OSS.

De manera similar que para el clasificador J48, en la Tabla 7.2 se observa que CBU
fue el mejor método para a = 0.95 estadisticamente igual que DBIG-US para o = 0.90.
Finalmente, analizando ambos métodos (DBIG-US y CBU) podemos ver que no existen
diferencias estadisticas en ambos niveles de significancia. Estos resultados indican que
DBIG-US es una propuesta competitiva para enfrentar el problema del desequilibrio de
clases.

También cabe mencionar que, para ambos clasificadores, el algoritmo CNN fue
significativamente peor que cualquier otro método, lo que revela que la sola eliminacién
de instancias redundantes de la clase mayoritaria no permite tratar eficazmente el
problema del desbalance.

Tabla 7.1: Test de Wilcoxon para resultados del clasificador 1NN.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US
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Por 1ltimo en la Tabla 7.3 se resumen los resultados obtenidos del test de Wilcoxon
para el clasificador SVM. En este caso, el mejor método fue fCBUS, sin embargo, cabe
resaltar que para el nivel & = 0.9, DBIG-US es competitivo en conjuntos de datos reales.
También es importante mencionar que, para métodos como RUS, EUS, EE, BC, EEKF
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y CBU en ambos niveles de significancia y tanto para conjuntos de datos reales como
sintéticos, DBIG-US no presenta diferencia estadisticamente significativa, por lo tanto
puede ser competitivo con algoritmos aleatorios y con técnicas basadas en ensembles.

Tabla 7.2: Test de Wilcoxon para resultados de DBIG-US con el clasificador J48.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US

Original ° . o o o ° ° ° ° ° ° °
rigina o o o o o o o o o o o o
. . B . . . . . . ° . °
RUS . - . . . . o o o o o
° ° ° ° ° ° ° ° ° ° ° ° ° ° ° °
ONN ° ° o o o o o o o ° o o °
. . E . . ° ° o ° ° ° o °
NCL . o . . o . o o o o o o o o . o
° . - ° ° ° ° ° ° ° ° ° °
TL . ° ° - o o o o o o o o o . o o
. . ° . . E . ° ° ° ° ° °
ENN . . . . . o . o
« ° ° ° - ° ° ° ° ° o °
058 . o o o - o o o o o o o o °
| . . . . . ° . °
EUS . . . . . ° ° o . o
. . . . . . B ° . ° . °
EE . . . . . . . - . o . . . o
N . . . . . . . ° . °
BC . . . . . o o . o
- . . . . . . . ° . °
RBT . . . . . . o . . o
. . . . . . B . ° . °
EEKF . . . . . - o . . o
o . ° ° ° ° ° N ° ° °
SBC . . . . . . . . . . . . . . . . o

. . . . . . . . . . . . B . . .
CBU . . . . . o o o - o . °
fCBUS N . * °
. . . . . o - . o
. . . . . ° B . °
CBIS o o o o o o o o o o o o o o
o ° ° ° ° ° ° o ° ° °
COSss o . . o . _ o
. . . . . . . . B

DBIG-US . . . . . . . .

a=09 1 8 0 4 1 4 1 7 8 8 8 9 1 16 3 7 0 16
- 0 6 0 5 2 6 1 6 11 6 9 7 16 6 8 0 5 17
o =095 1 7 0 4 1 4 0 6 8 8 8 8 1 15 2 6 0 13
= 0 6 0 5 2 6 1 6 10 6 8 6 16 6 6 0 5 16
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Tabla 7.3: Test de Wilcoxon para resultados de DBIG-US con el clasificador SVM.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US

o o o o o o o o o o o o o

Original
o o o o o o o o o o
o . - . B . . . . . .
RUS . - . . . . . . . . o .
° ° ° ° ° ° ° ° °
CNN ° . . . . o o o . o . o o . o o
. ° . o o o o o ° o o
NCL o o o o o o o o o
° ° - ° ° ° ° ° ° ° ° ° ° °
TL o - o o o o o o o o
. ° . o ° ° o o o ° ° °
ENN o o o o o o o o o
« ° - ° ° ° ° ° ° ° ° ° °
0S8 o - o o o o o o o o
. . B . . . - . . . . .
T,
EUS . . . . . . . . . . o .
. . . . . . - . . . .
EE . . . . . . o . . o .
. . B . . . . . . .
BC . . . . . . . . o .
. . B . . . o ° - . ° . .
RBT o o o o o o o o o
. . B . . . - . . .
EEKF . . . . . . . . . o .
o o o o o o - o o o o
SBC o o o o o - o o o o
. . B . . . . . .
CBU . o . . . . . o . o . o .
B . . . . . . . - . .
fCBUS . . . . . . . . . . . . . . . . .
. ° . . o o o o o o ° - °
CBIS o o o o o o o - o o
o . ° ° ° ° ° ° ° ° - °
COsS . . . . . . . . . -
. . B . . . . . . -
DBIG-US . . . . . . . . o . -
—09 0 9 0 2 0 2 0 11 10 10 9 9 0 9 10 5 3 9
a=v 0 10 8 0 0 0 0 11 9 9 0 10 0 9 17 0 9 9
«—0095 0 9 0 2 0 2 0 10 10 9 9 9 0 9 9 3 1 9
T 0 10 0 0 0 0 0 11 9 9 0 10 0 9 16 0 9 9

7.2. Rendimiento de DBMIST-US: DBSCAN y
arbol de expansién minimo

DBMIST-US es una propuesta que combina la limpieza del conjunto de datos con
el algoritmo DBSCAN y la construccién de un arbol minimo de expansién, para tratar
el problema de desbalance de clases.

El rendimiento de los clasificadores en términos de media geométrica, se puede
apreciar en la Figura 7.4. Como puede verse, para conjuntos de datos reales, la propuesta
DBMIST-US, independientemente del clasificador que se utilice, obtiene porcentajes
por arriba del 80 % de precisién.

No obstante, para los conjuntos de datos sintéticos clasificadores como 1NN y J48,
DBMIST-US genera los promedios més altos, por arriba del 85 %, no asi para el cla-
sificador SVM, donde el método fCBUS obtiene en promedio 65 %, mientras que la
propuesta genera un promedio del 54.88 %, siendo el segundo método maés alto. Esto
indica que, para conjuntos de datos sintéticos, DBMIST-US obtiene resultados no dis-
tantes a los mejores (Tabla C.6). Por ejemplo, para el conjunto subcl0 se reporta para
fCBUS 70.7, mientras que para DBMIST-US 67.5, la diferencia no excede a un 5%,
por lo que es importante determinar si DBMIST-US es competitivo.
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Figura 7.4: Comparativa de DBMIST-US con el resto de métodos del promedio
de la media geométrica obtenida.

Las Figuras 7.5 y 7.6 incluye los resultados de un anélisis de victorias-empates-
pérdidas que el método DBMIST-US obtuvo un rendimiento mejor, igual o peor en
comparacién con el resto de los métodos, para los tres clasificadores usados en el estudio
experimental.

En la Figura 7.5 se distingue que independientemente del clasificador usado, en
mas de la mitad de conjuntos probados, DBMIST-US es mejor con respecto a los
métodos basados en vecindario y ensembles. No obstante, para el clasificador J48, los
métodos basados en clustering, en un 60 % DBMIST-US muestra peor desempeno, no asi
para el clasificador SVM, donde en métodos como CBU, DBMIS-US obtienen mejores
resultados.

Con respecto a los conjuntos de datos sintéticos, es contundente que para el clasifi-
cador 1NN, la propuesta DBMIST-US es mejor que la mayoria de métodos. Solo para
los métodos NCL, ENN, EEKF y SBC en un solo conjunto de datos se obtuvo peor
rendimiento. Este iltimo comportamiento se repite con el clasificador J48, en méto-
dos como RUS, NCL, TL, OSS, EUS y CBIS. Mientras que frente a algunos métodos
de ensembles, tales como EE, BC, RBT es estadisticamente significativamente mejor
DBMIST-US, sin embargo frente a SBC, DBMIS-US genera en un 53.33 % mejor com-
portamiento.

76



7.2 Rendimiento de DBMIST-US:

DBSCAN y arbol de expansién minimo

No. de conjuntos de datos

@é

%, S %, Q G G
O % ’b@%% B

25

20

No. de conjuntos de datos

o}

IR R Q
b, K A R @o’b@%% N
v

(b) J48

No. de conjuntos de datos

o°

. O &
% % %
£

2 S, 9
%, %

20 |

®

X % % & B U Q. Q
e T %Y % oof‘@%%o%

(c) SVM

Figura 7.5: Cantidad de conjuntos de datos reales en los que DBMIST-US fue
mejor (verde), igual (amarillo) o peor (rojo).

En particular, para el clasificador SVM, en datos sintéticos se aprecia con respecto a
métodos basados en ensembles como, EUS, EE, BC y EEKF, en al menos un 53.33 % de
los conjuntos de datos, DBMIST-US es mejor, mientras que en el resto de los conjuntos
de datos presenta un inferior comportamiento. Un caso particular es se encuentra que
frente a fCBUS, DBMIST-US presenta en un 73.3 % menor comportamiento.
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Figura 7.6: Cantidad de conjuntos de datos sintéticos en los que DBMIST-US fue
mejor (verde), igual (amarillo) o peor (rojo).

Dada la comparativa de DBMIST-US en conjuntos de datos sintéticos obtuvo me-
jores resultados para el clasificador 1NN, pero bajo rendimiento con los clasificadores
J48 y SVM.

Para validar si las mejoras son estadisticamente significativas, las Tablas 7.4, 7.5 y
7.6 resumen los resultados del test de Wilcoxon para los clasificadores usados.
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Tabla 7.4: Test de Wilcoxon para resultados de DBMIST-US con el clasificador

1INN.
Original RUS CNN NCL TL ENN 0SS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBMIST-US

Original - o . ° ° o ° o ) o o ° ° ° o
- o . o o o o o o o o o o o o o
RUS . B . . . )
. . o o o o o o o . o
CNN o S . s o s B S 5 o S B o S B o s s
o o - o o o o o o o o o o o o o o o

NCL . . . . . . . .
. o . . o . o o« . o o o o . . o
TL . o . o - o o o o o o o o o o
. . o o o o o o o o o . o
ENN . . . D B . 5
o o o o . . o o« . o . o o . . o o
0SS . . o B ) 5 o ) o o B
. . o o o o o o . o
EUS . . . . . . D B
. . o o o o o . o
EE . . . o . )
. o . o o o o o . o
BC . . . . . s
. . . o o o o o . o
RBT . . . . D . . 5
. . o o o o o . o

EEKF . . . . , . . . .
. o . . o o o « . o - o o . o
SBC . . 5 . 5 ) B B B
o o o o . o . o o« . o o . . o
CBU . o B ) o , o B
o . o o o o o o o o o o - o o o

fCBUS o . . . 0 . .
. . o o o o o o
CBIS . . . o 5
. . o o o o o o o o o o o o
COSSs o ) ) o ° ) o o )
. o o

DBMIST-US . . . . D D .

. . o . . o . o « e o . . o . .
009 1 4 0 8 2 7 2 7 5 5 7 8 3 1 10 3 1 14
1 4 0 12 4 16 4 5 6 7 5 13 13 1 3 3 1 17
095 T 3 0 7 2 6 2 7 1T 5 6 7 3 1 8 3 0 4
1 3 0 12 4 16 4 4 5 5 4 12 13 1 3 3 1 17

Conforme a los resultados mostrados en la Tabla 7.4, se observa que para conjun-
tos de datos sintéticos en ambos niveles de significancia, la propuesta DBMIST-US es
significativamente mejor. No obstante, para conjuntos de datos reales, en ambos ni-
veles de significancia, frente a métodos como NCL, EEKF y fCBUS, la propuesta es
competitiva.

En resumen, se puede concluir que para el clasificador 1NN, la propuesta DBMIST-
US es ideal para tratar el problema de desbalance de datos, dado que genera mejores
resultados frente a otras técnicas, mientras que para el tratamiento de traslape de
clases y/o ruido, DBMIST-US es competitivo frente a técnicas basadas en ensembles y
clustering pero mejor en técnicas basadas en vecindario.
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Tabla 7.5: Test de Wilcoxon para resultados de DBMIST-US con el clasificador
J48.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBMIST-US

- o . o o o o o o ° o o °
Original
o ° o o o o o o o ° o o o o o
RUS . , . . . D . . B . B
. - . o . . o o o o o o
ONN B B B B ° o B B o B B B B
o o o o o o o o ° o ° o o
NCL . . » . . B s o B B B B B
. o . - . o . o o o o o o o o o o
- B . B N B B ° o B B B B B B
. o o - o o o o o o o o o o o
ENN . B . . B . s o B B B B
. . . . - . o o o
085 B B B ° o B B B B B
o o o o o o o o o o o
EUS ° ¢ °
. . . . . o o o o o
B . . . B . B . B
o . . . . o . o . o . o
5O . . . . . . B .
. . . . . o ° . o
RET . . D . . . . B . B
. . . . . . o . o o
EEKF . . B . . . . . B B
. . . . - o o o o
SBC B . B s o B B B B B
. . . . . . . . o . . . . . o .
CBU . . . . . . . . . . . . , . . . .
. o o o o
fCBUS ° - ¢
. . . . . o o o
oBIS . . . . . B .
o o o o o o o o o o o o o o
oSS B B B B B B B B . B
. . . . ° . - o
DBMISTUS . . . . . . . . . . .
. . . . . . . . o . o . . . o .
w09 1 8 0 4 1 4 1 7 8 8 8 9 1 17 3 7 0 12
e 0 6 0 5 2 6 1 6 11 6 9 7 16 6 8 0 5 16
o095 T 7 0 1 T 1 0 6 8 8 B 8 T 15 2 6 0 1
- 0 6 0 5 2 6 1 6 10 6 8 6 16 6 6 0 5 16

En cuanto al clasificador J48, con respecto a conjuntos de datos reales, para ambos
niveles de o, DMIST-US no presenta diferencias significativas, respecto a métodos tales
como EEKF, fCBUS y CBIS. En contraste, para conjuntos de datos sintéticos, con
el inico método que se presenta competitivo es con SBC, para el resto de métodos,
DBMIST-US es estadisticamente significativamente mejor-

Por 1ultimo, para al clasificador SVM el mejor rank promedio fue obtenido por
el método fCBUS (ver Apéndice C, Tabla C.6) en conjuntos de datos sintéticos, en
la Tabla 7.6 se observa que DMIST-US es competitivo con f{CBUS para un nivel de
significancia del a = 0.95, lo que indica un comportamiento aceptable frente a este
método, pero mejor en métodos basados en vecindario y basados en ensembles.
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Tabla 7.6: Test de Wilcoxon para resultados de DBMIST-US con el clasificador

Original RUS CNN NCL TL ENN 0SS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBMIST-US
Original o o o o o o o ° o ° o o o
o o o o o o o o o o
RUS . . . D . D D . . . B
. - . o . o . o . o o .
NN s s 5 o s s s 5 s
o o . . . o o o o o . o o . o o
NOL . o . B ° o B o B o o
o o o o o o o o o
- o o . B o s o o o o B o o o
o - o o o o o o o o
ENN . D . s s o B o B o o D
o o o o o o o o o
08S o . o ° o s o o o o o B
o - o o o o o o o o
BUS . . . . . . . D . . . D B
. . . . . . . . . . o .
B . . . . D . . D . . D B
. . o . o . o o . o .
50 . . . . B . B . . . s
. . o . o . o . o .
RET . . . . D D B B . . o . D s
o o o o o o o o o
J— . . . . . . . . o
. . o o . o . o o .
- D s s o B o B B o o s
o o o o o - o o o o
p— . . . . D . . . . o
. o . o . o . o o o . o . o
fCBUS . . D . . D o . o <
. . . . . . . o o e o . . . . . .
J— . B . . B ° o o o B o . B
o o o o o o o - o o
Coss . s s 5 o s B s 5 s
. . o . . . . . .
DBMIST-US . D . D . D D . . D D D . D
. . . . . . .

—o9 0 9 0 2 0 2 0 10 10 9 9 0 9 10 5 3 16
o= 0 10 8 0 0 0 0 19 9 0 10 0 9 17 0 9 10
o095 0 9 0 2 0 2 0 0 10 9 9 9 0 9 9 3 T 16

=0 0 10 0 0 0 0 0 19 9 0 10 0 9 15 0 9 9

En resumen, por medio de los andlisis presentados en esta seccién, DBMIST-US
supera significativamente al resto de los métodos en la mayoria de los conjuntos de
datos para el clasificador 1NN, y mantiene un nivel competitivo para clasificadores
como J48 y SVM. En consecuencia, es aconsejable este método como un método para
el tratamiento de desbalance y solapamiento de clases y/o ruido.

7.3. Discusion de propuestas para el tratamien-
to de desbalance de clases, traslape de cla-
ses y/o ruido

En esta seccién, se incluyen los resultados de dos propuestas para el de tratamiento
de desbalance de clases, traslape de clases y/o ruido. Ambas propuestas constituyen
un método de dos fases, en el cual primeramente se realiza la limpieza de la clase
mayoritaria con el algoritmo modificado de DBSCAN y posteriormente se construye un
subgrafo inducido o un drbol minimo de expansién.

Los resultados reportados en términos de media geométrica mostraron la superio-
ridad de ambas propuestas respecto a otros algoritmos de bajo-muestreo ampliamente
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usados en el estado del arte. Esto puede comprobarse en las graficas mostradas en la
Figura 7.7.
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Figura 7.7: Comparativa general de tratamiento de desbalance de clases, traslape
de clases y/o ruido con respecto al promedio de la media geométrica obtenida.

De acuerdo al promedio obtenido de la media geométrica de los métodos DBIG-
US y DBMIST-US para el clasificador INN en ambos conjuntos de datos se obtienen
promedios por arriba del 85%. Para el clasificador J48 sucede algo similar, ya que
DBIG-US obtiene en promedio 87.05 para conjuntos de datos reales y DBMIST-US un
83.78, mientras que para conjuntos de datos sintéticos, DBIG-US presenta un promedio
de 91.23 y 90.40 para DBMIST-US (Ver Apéndice C, Tablas C.7 y C.8) .

Particularmente, para el clasificador SVM (Ver Apéndice C, Tabla C.9) en con-
juntos de datos reales, las propuestas DBIG-US y DBMIST-US en promedio la media
geométrica reportada estd por arriba del 80 %, siendo de los mds altos. Mientras que,
para conjuntos de datos sintéticos, el mejor método es fCBUS, no obstante es seguido
por las propuestas DBMIST-US (54.88) y DBIG-US (50.60).

Estos resultados sugieren que ambas propuestas obtienen rendimientos similares al
mejor método hasta el momento para el escenario experimental (fCBUS). Para validar
las mejoras, la prueba de Wilcoxon es ejecutada y resumida en las Tablas 7.7, 7.8 y 7.9.

De la Tabla 7.7 que resume los resultados de pruebas a pares de los métodos pro-
bados para el clasificador 1NN, se pueden extraer algunas conclusiones interesantes,
la primera de ellas es que DBIG-US es estadisticamente significativamente mejor que
DBMIST-US en conjuntos de datos reales y sintéticos. Esto sugiere que para clasifica-
dores basados en proximidad, la seleccién de instancias mas alejadas unas de las otras
generan una silueta representativa de clase mayoritaria.

Por otro lado, es importante senalar que la propuesta DBMIST-US no presenta
diferencias significativas frente a métodos como NCL, EEKF y fCBUS en conjuntos de
datos reales. En tanto que, para conjuntos de datos sintéticos en ambos niveles de signi-
ficancia, DBMIST-US es significativamente mejor que métodos basados en vecindarios,
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basados en ensembles y clustering.

Tabla 7.7: Test de Wilcoxon para el tratamiento de desbalance de clases, traslape
de clases y/o ruido con el clasificador 1NN.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US DBMIST-US

Original - ° . o o ° ° o o o o o o ° o o °
rigina - o . o o o o o o o o o o o o o o
. . . 0 S o
<
. . . o o o o o o . . o o
) o o B ) o o o o s o o B o B o o ) o o
CNN o ) - o o ) ) o ) o o o o o ) ) o o )
y . . . . . . . . o
NCL . . . . o . . . . . o o . . . o o
. o D o B o o ° o o B o o o o o
L . . o o o o o o o o . . o o
) . D . . D o . o o
ENN . . . . . . . . . . . . . . . . o o
) . . ) o S s o o B o s o
0s8 . . o o o o o . . o o
) . . . . 0 0 S o
EUS . . o o o o . . o o
. . . 3 0 s o
EE . . . o o o o . . o o
) . . . . . o o
BC . . . o ) o o . . o )
. . . . . . . o o
RBT . . o o o o . . o o
. D . . B . . . . o
EEKF . . . . o . . . . . - . . . o o
o . D o . o o B o o o
SBC . . . . . o . . . . . . . . o o
. ) S s B B o S o
B J
CBU o . o o o o o o o o o o - o o o o
. . . . 0 . 0
fcBUS . . o o o o . o o
. . . S S o
CBIS . . o o o o o . o o
ea ) o o ) o o o B o o
coss . ° ) N N
. . . . . . . . D) . D . . . . B .
3-US
DBIG-US . . . . . . . . . . . . . . . . . - .
. . D . . . . D) . . D . . o B
ST-US
DBMIST-US . . . . . . . . . . . . . . . . .
w09 1 4 0 8 2 7 2 7 5 5 7 8 3 1 10 3 1 17 14
- 1 4 0 12 4 16 4 5 6 7 5 13 13 1 3 3 1 18 17
o 0.95 T 3 0 7 2 6 2 7 1T 5 6 7 3 T B 3 0 17 4
e 1 3 0 12 1 16 4 4 5 5 4 12 13 1 3 3 1 17 17

Al considerar el clasificador J48 (Tabla 7.8), para ambos niveles de significancia, los
resultados muestran que no existe diferencia significativa entre ambas propuestas, por lo
que son competitivas. Para niveles de a = 0.95 ambas propuestas no presentan rivalidad
con métodos tales como BC, EEKF, CBU y fCBUS en conjuntos de datos reales,
mientras que para conjuntos de datos sintéticos, DBIG-US es significativamente mejor
que los métodos basados en vecindario, basados en ensembles y basados en clustering.
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Tabla 7.8: Test de Wilcoxon para el tratamiento de desbalance de clases, traslape
de clases y/o ruido con el clasificador J48.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US DBMIST-US

Oviinal o . o o o o o o o o N o o
rigina o o o o o o o o o o o o o o o
. . . . . . . . o . o o
J!
RUS . - . . . . o o o o o o
) B B B o B B 5 oo o B o B o B o B
CNN o o o o o o o o o o o o o o
Ny . . . . . o o o o o o o o o
NCL . o . - . o o o o o o o o o . o o
. B . S B B o o o o B o o o o B
’ . o o - o o o o o o o o o . o o o
S . . . o o o S S o B
ENN . . . . o . o o
) ) B B o o o S S o B
0ss . o o - o o o o o o o
. . . . . o . o o
U
EUS . . . . . o o o . o o
. . . . . . B . B . o o
EE . . . . . . . . o . . o o
. . . . . . . . B . o
BC . . . . . o o . o o
. . . . . . . B . o B
RBT . . . . . . o . . o o
. . . . . . . . o . o
EEKF . . . . . - o . . o o
. B . o c o o B B S o o B
SBC . . . . . . . . . . . . . . . . o
. . . . . . o . . B . . . .
CBU . . . . . o o o - o . o o
fCBUS N ° ¢ °
. . . . . o . o B
. . . . B N . o
CBIS o o o o o o o o o - o o o
" B o oo o B o o B . o B
coss . . . . o . - o o
B . . . . . . . . . . . . . N
DBIG-US . . . . . . . . . . . . . . . .
N . . . . . . . . . . .
DBMIST-US . . . . . . . . . . . . . . . .
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Por tltimo, para el clasificador SVM (Tabla 7.9), es importante resaltar que para
niveles de o = 0.95 en conjuntos de datos reales y sintéticos DBMIST-US presenta
competitividad con fCBUS, no asi la propuesta DBIG-US, la cual inicamente presen-
ta competitividad con conjuntos de datos reales. Para ambos niveles de significancia,
ambas propuestas son competitivas frente a ellas mismas, en conjuntos de datos reales
y sintéticos. Por otro lado, la propuesta DBIG-US presenta competitividad frente a
métodos como EUS, EE, BC,EEKF y CBU en ambos niveles de o para conjuntos de
datos sintéticos y reales.

Estos resultados sugieren que la limpieza de conjuntos de datos con problemas de
ruido y/o traslape de clases es adecuadamente tratado con DBSCAN, mientras que el
desbalance de clases es abordado de forma favorable con los grafos utilizados.
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7.4 Analisis de rendimiento por clase

Tabla 7.9: Test de Wilcoxon para el tratamiento de desbalance de clases, traslape
de clases y/o ruido con el clasificador SVM.

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US DBMIST-US
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US . . e e e . B .
DBIG-US . . . . . . . . o .
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oo 0 9 0 2 0o 2 o0 1 10 10 9 9 o 9 10 5 3 9 16
=0 0 0 s 0o 0o 0o 0o 119 9 0 10 o9 18 0 9 9 10
oo 0 9 0 20 2 0 10 10 9§ 9 9 09 9 3 T 9 16
=09 0 0 0 o 0o 0 0o 119 9 0 10 o9 16 0 9 9 9

7.4. Analisis de rendimiento por clase

Derivado de la discusién de la Seccién 7.3, para determinar el comportamiento de
las tasas de verdaderos negativos y verdaderos positivos de las propuestas generadas a
partir de la combinacién de algoritmos de clustering y algoritmos basados en grafos,
en las Figuras 7.8 y 7.9 se ilustra la precisién por clase para conjuntos de datos reales
y sintéticos respectivamente, generados por las propuestas DBIG-US Y DBMIST-US,
unicamente para el clasificador SVM.

El resultado de especificidad se ilustra en tridngulos rojos y el resultado de Sensi-
bilidad en cuadrados negros, el resto de métodos se encuentran en el Apéndice D.

Como se observa en las graficas de la Figura 7.8 para conjuntos de datos reales,
ambas propuestas obtienen resultados para Sensibilidad y Especificidad equiparables,
lo que indica un adecuado tratamiento de las complejidades sin perdida de rendimiento
en el clasificador.

Para conjuntos de datos sintéticos el comportamiento es similar a los conjuntos de
datos reales, es decir, para métodos como CNN, NCL, CNN, NCL, TL, ENN, OSS,
RBT, SBC y CBIS se mantienen valores de Sensibilidad cercanos a 0, lo que implica
que estos métodos no dan una adecuada solucién al tratamiento de desbalance, traslape
de clases y/o ruido.
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7. RESULTADOS DEL TRATAMIENTO DE DESBALANCE DE CLASES,
TRASLAPE DE CLASES Y,/O RUIDO

ecolia 1955 yeastivy

Bks13v4 shuttleOv4
pagBks13v:
. l " ] ‘ glass2
glasxO]évi A A A
A glass016v2
shuttle2vsil . . v
A 4 A u A vowel0
_veaxt1458v.. G :
A A ' Yyeast05679v4
wh a Db g S
fa ' ] poker89v5
A ‘ i . P
yeast2vs§ y
iy A Ao
flareF u A A i
[ %mtﬂd\d
yeast4 M n
yeau]2?9v! ‘ yeast6
yeasploliol él%z}gnel 7v78910
(a) DBIG-US

ecolid glassd yeast1vy

‘ shuttleOv4
pagBks13vd l
A ‘ glass2
glassO]évi ‘
A ] A glass016v2
.rhm‘tleva‘ g
' = vowelO
yeast1458vs7 ... n A ; : ‘ i u
yeast05679v4
e, A o
glassS
" i 0 : 20 40.60 80 100
A . o poker89v5
yeast2vs8 ‘ 5 ;
) Masopm-v
e A
n ‘ %71(”182\'5
yeast4 A [ |
yeast6
yeusll289v! 17 7&‘:;2
veasglotior $98"7

(b) DBMIST-US

Figura 7.8: Precisién por clase para conjuntos de datos reales con métodos DBIG-

US y DBMIST-US.

subclus 70

subclus 60
clover 0
’ 4 belus 50
subclus
A £
clover 30. A
A ‘ sitbclus 30
: n s
clover 50 u u A u
( BN :
*—o—o—‘—o—.—mhclm 0
20. 40 60 80 100
clover & = I
A b 4 70
4 paw
LT
clover 70, A
n paw 60
paw 0
paw 30 paw 50

(a) DBIG-US

subclus 70

subclus 60
clover 0
n subclus 50
clover 30 A 4
|
A A sitbclus 30
y | :
clover 50 | i a
By A lsubclus 0
0720, 40 60 80 100
clover* i ]
m . A A
A [ A
A paw 70
clover 70. A n
] | | paw 60
paw 0
paw 30 paw 50

(b) DBMIST-US

Figura 7.9: Precisién por clase para conjuntos de datos sintéticos con métodos

DBIG-US y DBMIST-US.

Un caso particular es el método COSS, donde el rendimiento de la clase minoritaria
mejord significativamente, no obstante, se generé un decrecimiento severo en la clase
mayoritaria, esto se debe a que COSS elimina demasiadas instancias de clase negati-
va, intercambiando el papel de ambas clases, es decir, la clase mayoritaria se vuelve

minoritaria.
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Capitulo 8
Desbalance de clases en Big Data

El problema del desbalance de clases ha sido una de las complejidades de los datos
ampliamente estudiada. Su importancia recae en el sesgo que tienen ciertos clasifica-
dores en favor de la clase mayoritaria, deteriorando su rendimiento general. Por otro
lado, la creciente generacién de datos agrava el problema relacionado con la presencia
de diversas complejidades inherentes en los datos. Dentro del contexto de Big Data,
el desafio implica la necesidad de adaptar o crear nuevas técnicas para solventar las
limitaciones de escalabilidad.

De manera especifica, para técnicas a nivel de datos, los métodos de re-muestreo
consisten en ajustar el tamafio del conjunto de datos para equilibrar la distribucién
de la clase, ya sea disminuyendo el nimero de instancias de clase mayoritaria (bajo-
muestreo) o el aumento del nimero de instancias de clase minoritaria (sobre-muestreo).
En problemas de Big Data, el bajo-muestro podria ser la mejor estrategia puesto que
permitiria una reduccién del volumen, siempre y cuando no se deteriorase la precisién
del clasificador.

8.1. Estrategias para el tratamiento del desba-
lance en Big Data

Al igual que para escenarios tradicionales de Aprendizaje Automdtico, en la lite-
ratura relativa a Big Data existen dos estrategias principales para el tratamiento del
desbalance en la distribucién entre clases [77]: sobre-muestreo y bajo-muestreo.

8.1.1. Sobre-muestreo

Zhai et al. [78] proponen un algoritmo de sobre-muestreo basado en cuatro fases
para un problema de dos clases. En la primera fase, se calcula el centro de las instancias
de clase positiva y, posteriormente, se buscan instancias vecinas del centro de la clase
positiva. Para cada instancia de clase positiva, se identifican sus k£ vecinos mas cercanos
de clase negativa con MapReduce, donde la funcién Map identifica la instancia de me-
nor distancia por cada particién con respecto al centro, mientras que la funcién Reduce
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8. DESBALANCE DE CLASES EN BIG DATA

compara los resultados obtenidos por Map de las diferentes particiones y obtiene la
instancia con distancia minima global. El proceso de sobre-muestreo se repite de forma
iterativa hasta p veces (pardmetro libre). En la segunda fase, se crean més instancias
sintéticas de la clase positiva hasta obtener el mismo tamano de instancias de clase
negativa. Para cada ronda de muestreo, se generan instancias de clase positiva para ob-
tener [ subconjuntos de datos balanceados. Posteriormente, utilizando los subconjuntos
balanceados, se aplica Extreme Learning Machine (ELM) ! para fines de clasificacion.
En la dltima fase, se integran las decisiones individuales de los clasificadores con una
estrategia de votacién simple.

Un estudio posterior de Zhai et al. [78] trata el problema de desbalance en tres
fases [33]: La primera incluye MapReduce para realizar un sobre-muestreo aleatorio a
la clase positiva, basado en el enemigo mas cercano (vecino mas cercano encontrado en
una clase diferente). Para ello, la funcién Map realiza el cdlculo de vecino més cercano
y el sobre-muestreo, mientras que la fase de Reduce conjunta los resultados obtenidos
del sobre-muestreo en la funcién Map. La segunda fase estd dada por el entrenamiento
de redes neuronales de alimentacion oculta de capa tnica, utilizando los conjuntos de
datos balanceados. Por 1ltimo, en la tercera fase, los resultados obtenidos de las redes
neuronales son ensamblados utilizando la integral difusa (fuzzy integral).

Utilizando MapReduce, Del Rio et al. [77] implementan y analizan varios algoritmos
de sobre-muestreo y bajo-muestreo (ROS, RUS y SMOTE), utilizando un cluster de
computadoras. En un principio, todos los conjuntos de datos son particionados en
bloques de datos independientes, los cuales son replicados a los largo de diferentes
nodos del cluster. Para ROS, la funcién Map balancea aleatoriamente con instancias
replicadas de la clase minoritaria, mientras que la funcién Reduce conjunta todos los
resultados generados por cada Map, tomando aleatoriamente instancias para balancear
el conjunto de datos. Para RUS, la funcion Map agrupa todas las instancias por clase,
mientras que Reduce recolecta y balancea por eliminacién de instancias aleatorias de la
clase mayoritaria. Por iltimo, utilizando el algoritmo SMOTE, la funcién Map sobre-
muestrea la clase minoritaria, mientras que la funcién Reduce recolecta los resultados
generados por cada particion y aleatoriamente genera un conjunto de datos balanceado.

Gutiérrez et al. [69] implementaron SMOTE utilizando memorias gréficas (GPU).
Dado que SMOTE requiere de la regla de los vecinos més préximos, al ser implementada
bajo el esquema de GPU, se divide en dos kernels; el primer kernel construye la matriz
de distancias entre el conjunto de entrenamiento y el de prueba, y el segundo realiza la
busqueda de los k vecinos més cercanos.

Otro estudio es el de Hu et al. [34], en el que presentan un algoritmo nombrado
NRSBoundary-SMOTE (Neighborhood Rough Set Boundary SMOTE) basado en tres

etapas. En la primera etapa se busca la clase minoritaria, generando instancias con

1El algoritmo ELM fue propuesto para entrenar redes neuronales de alimentacién oculta de
capa Unica (Single-Hidden Layer Feedforward Neural Network, SLFN), los pesos y sesgos de
entrada no necesitan ser ajustados, y es posible determinar analiticamente los pesos de salida al
encontrar la solucién de minimos cuadrados. La red neuronal se obtiene después de muy pocos
pasos con un costo computacional muy bajo [79].
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SMOTE y seleccionando las instancias sintéticas que no afecten el espacio de decision
de la clase mayoritaria, todo esto desarrollado en MapReduce. Se emplearon dos tareas
MapReduce, donde el primer método MapReduce divide el conjunto de datos, la funcién
Map obtiene los vecinos mas cercanos entre las instancias de acuerdo con la clase, el
par clave-valor se almacenara, de acuerdo a si una instancia x; es de la clase positiva
se genera el par (positivo, x;), de lo contrario (limite, x;). La funcién Reduce obtiene
los resultados de las funciones Map y los agrupa dependiendo del par generado. En la
segunda etapa, se realiza el sobre-muestreo de clase minoritaria, donde la funcién Map
obtiene las instancias de la clase minoritaria y obtiene los k vecinos. Posteriormente,
selecciona una instancia al azar de los k vecinos, la cual serd usada para crear una
instancia sintética en la fase de Reduce.

Wang et al. [80] presentan un algoritmo denominado PMIB_SVM, el cual combina
el algoritmo IB_SVM con el meta-aprendizaje, es decir, la obtencién del aprendizaje por
medio de diferentes clasificadores de manera paralela implementado con MapReduce.
Para esta implementacién, el numero de clasificadores es igual al nimero de mappers,
es decir, al nimero de particiones de la funcién Map. La funcién Map se encarga de
dividir el conjunto de datos y entrenar el respectivo clasificador con cada uno. Al final
todos los modelos entrenados se recopilan y almacenan en un archivo de salida.

Para tratar el desbalance en problemas de més de dos clases, Bhagat et al. [81]
proponen una metodologia para multi-clase utilizando MapReduce, la cual consta de
dos fases. La primera fase consiste en Binarization (OVA) para descomponer el conjunto
de datos original en subconjuntos de dos clases. En la segunda fase, la funcién Map
balancea la distribucién de clases en cada particién utilizando SMOTE, mientras que
Reduce se encarga de la seleccion aleatoria de instancias del conjunto balanceado de
datos. Como clasificador, se implementa un arbol de decisién.

Subhash et. al [82] presentan técnicas de sobre-muestreo, todas estas desarrolladas
con técnicas de clustering. La primera propuesta se denonima CME (Clustering Mino-
rity Examples), la cual sélo involucra las instancias de clases minoritarias para generar
instancias sintéticas a través del algoritmo K-Means. Otra técnica es UCPM (Update
Class Purity Maximazation), la cual se centra en el sobre-muestreo bajo la observacién
de la clase mayoritaria, encontrando todos los grupos de instancias de clase mayori-
taria pura, es decir, aquellas X instancias vecinas del centro. El resto instancias de
clase mayoritaria se consideran impuras y necesarias para realizar el sobre-muestreo,
debido a que la cardinalidad del conjunto de instancias impuras es considerado como
cardinalidad del conjunto de clase minoritaria.

Dado que para MapReduce, existen dos enfoques de programacion, Fernddez et
al. [83] adapté desde un enfoque local los algoritmos RUS y ROS nombrados como
RUS-BigData y ROS-BigData, basicamente por medio de cada funcién Map se equili-
bra la distribucién de las clases a través de métodos de bajo-muestreo o sobre-muestreo,
debido a que cada Map tiene soluciones independientes por particiones, para crear un
conjunto de datos balanceado final, se utiliza una tinica funcién Reduce al recopilar los
resultados para cada mapper.
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Sin embargo, alrededor del método SMOTE existen algunas propuestas, como SMOTE-
MR, [84], que es una versién local de SMOTE, en la que para calcular los k& vecinos de
una instancia de la clase minoritaria, SMOTE-MR usa la misma particién a la que per-
tenece una instancia. Por el contrario, SMOTE-DB [85] se desarrolla como una técnica
global, donde el célculo de k vecinos més cercanos se basé en el método kNN-IS [86],
dénde mediante multiples funciones de Reduce se determina cudles son los k vecinos
finales més cercanos de cada mapper. Una funcién Map calcula para cada fragmento
las distancias y las clases correspondientes de los k vecinos mads cercanos para cada
instancia.

8.1.2. Bajo-muestreo

Para bajo muestro, Triguero et al. [87] presentan un algoritmo evolutivo denomina-
do EUS (Evolutive Under Sampling), cuyo objetivo principal es reducir el conjunto de
entrenamiento por medio de la obtencion de k vecinos. Si bien la reduccién de tamano
puede lograrse mediante RUS (Random Under Sampling), éste puede descartar instan-
cias importantes de la clase mayoritaria, mientras que EUS guia el proceso mediante el
equilibrio de preservacion de la precision en ambas clases. Se codifica de manera bina-
ria las instancias, implementando MapReduce; la funcién Map se encarga de dividir el
conjunto de datos en multiples fragmentos para ser procesados con el algoritmos EUS
en los diferentes modos. Como trabajo a futuro se considera el uso de enfoques hibridos
de sobre-muestro y bajo-muestreo, asi como el incremento del grado del desbalance.

Por otra parte, Jedrzejowicz et al. [88] presentan una versiéon paralelizada del al-
goritmo SplitBal, el cual se encarga de dividir el conjunto de datos en bloques que
contengan las instancias de la clase minoritaria y parte de la clase mayoritaria de igual
tamafno. La implementacién se realizé con el algoritmo MapReduce, donde la funcién
Map se encarga de dividir el conjunto de entrenamiento en bloques, ademas de realizar
la clasificacion en cada bloque, mientras que la funcién Reduce se encarga de fusionar
los resultados de los clasificadores para obtener una sola decision.

8.2. Propuesta: Tratamiento del desbalance de
clases en Big Data basado en grafos

La falta de métodos de bajo-muestreo para enfrentar el problema de desbalance de
clases en contexto de Big Data deja una amplia brecha para desarrollar propuestas.
Al respecto, la reduccion del tamaiio del conjunto de datos mediante la seleccién in-
teligente de instancias permite tener un mejor rendimiento en modelos de aprendizaje
con la caracteristica de usar un numero reducido de datos, que de acuerdo al estudio
presentado por Maillo et al. [89] no es indispensable contar con un nimero elevado de
instancias para generar resultados de clasificacion elevados.

Por otro lado, a condiciéon de que los métodos presentados en el Capitulo 3, se
encuentran basados en grafos y obtuvieron resultados favorables y competitivos frente
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8.2 Propuesta: Tratamiento del desbalance de clases en Big Data basado en
grafos

Sl
1 "~ Bajo-muestreo

Grafo ponderado
basado en la densidad l -

o ][] =B

Figura 8.1: Método de bajo-muestreo basado en grafos.

a técnicas de bajo-muestreo, se deduce que la capacidad de los grafos para extraer
conocimiento mediante representacién de vértices y aristas, son capaces de enfrentar el
problema de desbalance de clases y reducir el volumen de los datos. En consecuencia,
como una primera aproximacion se propone una estrategia de bajo-muestreo basada
en grafos por medio de la construccion de un grafo basado en la densidad de los datos
para grandes volimenes de datos.

Dado un conjunto de datos (DS) de dos clases en el &mbito de Big Data, se repre-
senta a la clase mayoritaria como C~ y a la clase minoritaria como C'*. La propuesta
aqui presentada unicamente trabaja con la clase mayoritaria de tal modo que el tamaifio
de esta reduzca hasta ser similar a la de la clase minoritaria, de este modo se asegura
un grado de desbalance igual a uno.

La estrategia basada en grafos se divide en dos pasos importantes:

= Construccién del grafo. En primer lugar, se construye un grafo ponderado basado
en la densidad del conjunto de datos (la densidad de un conjunto de datos hace
referencia a la distribucién de los datos). El grafo que se construye es un grafo
disperso (sparse graph, definido como un grafo cuyo nimero de aristas esta cerca
del nimero minimo de aristas) ya que unicamente se consideraran conectadas
aquellas instancias vecinas unas de las otras por medio de un radio de vecindad.

= Bajo-muestreo. En este paso se busca equilibrar el conjunto de datos por medio
de la reduccion de clase mayoritaria, tomando las primeras z instancias de la
matriz de adyacencia (z = |CT|), cuyas entradas estdn en orden descendente o
ascendente.

De modo grafico, la Figura 8.1 presenta el flujo de tareas de la propuesta de bajo-
muestreo basada en grafos.

8.2.1. Grafo ponderado basado en la densidad de los datos

Para construir un grafo de acuerdo a la propuesta, es necesario considerar que dada
una instancia p, de clase mayoritaria C~, que es una tupla (fy1, fv2,..., fv,d), donde
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fvi € Ry 1 <i<des el valor de la i-ésima caracteristica de p,, un grafo ponderado
G, se construye se la siguiente manera:

» V(Gy) ={i € V(Gy) | pi € C™}, que es un vértice por cada instancia.

» B(Gw) = {{v,u} | v,u € V(Gu), Neps(pv) = {qu € C7|dist(pv, pu) < eps}},
donde dist es la distancia Euclidea entre p, y p, calculada por:

diSt(pvapu) = \/(fv,l - fu,1)2 + (fv,2 - fu,2)2 + -+ (fv,d - fu,d)2 (81)
» w(e) = dist(py, pu)-

El valor eps es calculado en base a las ecuaciones propuestas por Smiti y Elouedi [29],
con la diferencia de que en nuestra propuesta Unicamente se toma el 20 % del valor
computado (Ecuacién 8.2).

L dist(
eps = \/Z v mp’“) % 0.20 (8.2)

donde m es el vector medio de C~ (Ecuacién 8.3)

(ehy lc~ \
— (Z fvl Z Z =1 fvd) (8.3)

o= ICI e

Una vez construido el grafo ponderado G, los elementos de su correspondiente
matriz de adyacencia Mg = (w,,,) pueden ser ordenados de manera ascendente o des-
cendente. Para reducir la cardinalidad del conjunto C'~ al tamaiio de C, se toman las
primeras z-instancias de la matriz de adyacencia ordenada.

Cuando los elementos de la matriz de adyacencia se ordenan de manera descendente,
la propuesta se denominada GDshape la cual toma todas aquellas instancias que estan lo
suficientemente cerca de la frontera de decisién. Por otro lado, cuando los elementos de
la matriz de adyacencia se clasifican en orden ascendente, la propuesta es denominada
GDcore la cual descarta las instancias que estan lo suficientemente cerca del borde de
decision.

8.3. Escenario experimental

En términos de grandes volimenes de datos, para determinar si las propuestas
de bajo-muestreo re-direccionan de manera adecuada el tratamiento de desbalance de
clases, se realizaron pruebas experimentales con un drbol de decisién, de tal forma que
se pueda estimar el beneficio de pre-procesar los conjuntos de datos en contexto de Big
Data. Los resultados obtenidos se examinan en términos de media geométrica.
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8.4 Resultados experimentales

Tabla 8.1: Conjuntos de datos ordenados de manera ascendente segin su IR.

Conjunto Distribution #Instancias  #Caracterisiticas IR
1 pokerl 346478 - 473529 820007 10 1.37
2 SEA 308518 - 491482 800000 3 1.59
3 Agrawal 262461 - 537538 799999 9 2.05
4 MiniBooNE 29178 - 74870 104048 49 2.57
5 Susy 542434 - 2169739 2712173 18 4.00
6 Click 266159 - 1331769 1597928 11 5.00
7 poker0 39062 - 410960 450022 10 10.52
8 HEPMASS 262435 - 4200169 4462604 28 16.00
9 HIGGS 291417 - 4663335 4954752 28 16.00
10  Covtype 16256 - 448421 464677 54 27.58
11 Credit 403 - 227440 227843 30 564.37
12 RLCP 16901 - 4582252 4599153 4 271.12

8.3.1. Conjuntos de datos utilizados

El estudio experimental se realizé sobre 12 conjuntos de datos de dos clases con
problemas de desbalance, todos estos tomados del repositorio UCI Machine Learning
Repository [90], cuyo grado de desbalance (IR) varia de 1.37 (siendo el més bajo) hasta
271.12 (siendo el mas severo). La Tabla 8.1 describe las principales caracteristicas de
los conjuntos de datos, como lo son la distribucién de clases, el niimero de instancias
total, el niimero de caracteristicas, por ultimo y el grado de desbalance.

Para este estudio experimental, los conjuntos de datos se dividieron usando el esque-
ma, 5-fold cross validation, en el que cada division el 80 % de las instancias se utilizaron
para entrenamiento y el 20 % restante para pruebas.

8.3.2. Infraestructura tecnologica

La infraestructura usada en estas pruebas fue la proporcionada por la Universidad
de Granada (http://decsai.ugr.es/gte/), con un cluster Hadoop, el cual consiste de
14 nodos interconectados via Gigabit Ethernet. Cada nodo tienen un procesador Intel
Core i7-4930K a 3.40GHz de 6 ntcleos y 64 GB de RAM. En términos de software, se
uso Apache Hadoop 2.9.1 y Apache Spark 2.2.0.

8.4. Resultados experimentales

Con el propésito de analizar el desempeno de clasificacion del drbol de decision de
la libreria MLIlib de Spark, la Tabla 8.2 resume los porcentajes obtenidos de la media
geométrica de métodos de preprocesado comtinmente usados en el dominio de Big Data
(ROS, RUS, and SMOTE-MR) y de las propuestas basadas en grafos. Se incluyen los
resultados de clasificacién de los conjuntos de datos sin preprocesar, como referencia
de evaluacién. Se resalta el negrita los mejores resultados por cada conjunto de datos
y técnica de remuestreo. Finalmente, la ultima fila corresponde al rango promedio
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Tabla 8.2: Rendimiento basado en la media geométrica obtenida por el arbol de
decisién para conjuntos de Big Data.

Conjunto Original ROS RUS SMOTE-MR GDshape GDcore

pokerl 33.7 53.3 52.9 42.5 51.8 52.7
SEA 82.0 82.9 829 82.9 83.0 83.0
Agrawal 94.4 95.1 95.0 94.4 94.8 94.8
MiniBooNE 85.2 87.9 88.0 87.9 84.0 84.0
Susy 68.8 76.8 76.7 76.3 76.7 76.7
Click 16.2 62.1 62.2 56.2 61.9 61.9
poker0 17.0 58.1  56.2 59.7 56.2 60.0
HEPMASS 71.9 83.3 83.3 66.8 83.0 83.0
HIGGS 11.6 66.0 65.8 64.4 66.1 66.1
Covtype 72.8 93.2 93.2 92.6 93.2 93.2
Credit 87.7 91.9 913 93.0 90.0 90.0
RLCP 10.3 93.2 93.2 93.0 93.2 93.1
Avg. rank 5.71 2.13 2.54 4.25 3.29 3.08

obtenido por el test de Friedman.

De la Tabla 8.2, se observa que ROS proporciona el mejor rango promedio de
Friedman (el valor més bajo) en comparacién con el resto de técnicas, seguido de RUS
y la propuesta GDcore. Esto sugiere una aparente superioridad del algoritmo ROS,
dado que el aumento de instancias de clase minoritaria extiende la frontera de decisién
de esta, sin embargo, se incrementa el tamano del conjunto de datos, en consecuencia
la complejidad de clasificacion también lo hace.

Si bien RUS obtuvo el segundo lugar en rango promedio de Friedman, el optar
por técnicas aleatorias se debe considerar la perdida de informacién potencialmente
significativa, dado que no se tiene una seleccién guiada de instancias. Al respecto,
es preferible optar por técnicas que mantengan instancias por medio de una seleccién
inteligente, como lo son las propuestas basadas en grafos GDshape y GDcore, las cuales,
de acuerdo a los resultados obtenidos son viables, dado que tienen un rendimiento
cercado a los métodos aleatorios.

Una ventaja de las propuestas basadas en grafos es la reduccién del tamafio del con-
junto de datos manteniendo aquellas instancias lo suficientemente cerca de la frontera
de decisién, sin decrecer el rendimiento del clasificador.

Considerando los conjuntos HIGGS, SEA y poker0, se observa que tanto GDshape
como GDcore obtuvieron los mejores resultados de clasificacién. Este comportamiento
sugiere que el uso de una representacion por medio de vértices y aristas puede conducir
a una mejor extraccién de conocimiento debido a que la construccion del grafo se basa
en la densidad de los datos, manteniendo esta relacion en la seleccién de instancias a
formar parte del conjunto balanceado.

Es interesante resaltar que SMOTE-MR fue el método con peor desempeiio en la
clasificacién, esta situacion es completamente diferente en pequenos conjuntos de datos,
debido a que existen estudios donde SMOTE mejora el rendimiento [91]. Centrandose en
conjuntos como pokerl y poker(, en ambos conjuntos de datos SMOTE obtiene un bajo
rendimiento, esto podria suceder como consecuencia del procedimiento de interpolacion.
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Dado que SMOTE crea instancias sintéticas enfocadas en el espacio de caracteristicas, y
en ambos conjuntos de datos sus caracteristicas son discretas, en consecuencia las nuevas
instancias no brindan suficiente conocimiento sobre conjuntos de datos en contexto de
Big Data.

En particular, para conjuntos de Big Data un método de sobre-muestreo basado
en el espacio de caracteristicas no conduce a mejores resultados, de hecho, es necesario
considerar el espacio de datos. Dado que se maneja una gran cantidad de datos, se
manifiesta que al igual que en “small data”, en grandes volimenes de datos se mantienen
problemas como el solapamiento de clases, donde es evidente que la frontera de decisién
no estd clara dada la redundancia de instancias que Big Data podria tener.

Por otro lado, debido a que ambas propuestas basadas en grafos obtienen en un
33.33% de los conjuntos de datos un mejor rendimiento. Con el fin de facilitar la
comparacién entre métodos para identificar si existe una significancia estadistica entre
los resultados, se aplica la prueba de Wilcoxon, la cual se resume en la Tabla 8.3.

En esta tabla, la mitad superior de la diagonal de la Tabla corresponde a los resul-
tados para el valor @ = 0.9, mientras que la mitad inferior de la diagonal es para un
nivel 0.95. El simbolo “e” indica que el método de la fila fue significativamente mejor
que el método de la columna, mientras que el simbolo “o” representa que el método de
la columna funcioné significativamente mejor que el método de la fila.

Tabla 8.3: Test de Wilcoxon para resultados en conjuntos de Big Data.

Original ROS RUS SMOTE-MR GDshape GDcore

Original - o o o o o
ROS ° - ° °
RUS ° -

SMOTE-MR . - °
GDshape . o -

GDcore ° -
a=0.9 0 3 1 1 1 2
a =0.95 0 2 1 1 1 1

Los resultados de la Tabla 8.3 muestran que ROS se desempené significativamente
mejor en comparacion de técnicas basadas en grafos para un nivel de o = 0.9. Sin embar-
go, para el otro nivel de significancia no hubo diferencias estadisticamente significativas
entre ROS y GDcore. En consecuencia, se puede decir que todos estos algoritmos fun-
cionaron por igual para ambos niveles de significancia. Por lo tanto, se puede concluir
que los métodos basados en grafos pueden considerarse como una solucién competitiva
para el tratamiento de desbalance de clases en contexto de Big Data.
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Capitulo 9
Conclusiones y trabajo a futuro

Desde hace afios, el problema del desbalance en la distribucién de clases se ha
abordado a partir de diversas estrategias. Sin embargo, este problema sigue siendo hoy
dia tema de estudio, ya que desafortunadamente en algunos casos, la presencia del
desbalance de clases no es el tinico problema inherente en los datos, pudiendo existir
otros problemas como la presencia de ruido o solapamiento entre clases que tienen un
efecto negativo sobre el rendimiento de los clasificadores.

En este sentido, la gestion de la calidad de los datos implica utilizar algunas técnicas
de preprocesamiento de datos para aumentar la calidad de éstos [92]. Su objetivo es
filtrar o corregir las imperfecciones para que los clasificadores puedan usar de manera
eficaz un conjunto de datos libre de complejidades [1].

En esta tesis, se desarrollaron nuevos algoritmos que permiten tratar eficientemente
el problema del desbalance de clases, asi como la presencia de ruido y/o solapamiento
entre clases. Las propuestas van encaminadas al aprovechamiento de técnicas basadas
en la teoria de grafos y en algoritmos de clustering, de tal forma que la combinacién de
ambos disminuyan las irregularidades de los datos con el fin de incrementar los indices
de precisién de los modelos de aprendizaje.

A lo largo de esta tesis se incluyen estudios empiricos para corroborar la eficiencia
de los nuevos algoritmos propuestos, de los cuales se pueden destacar algunas contribu-
ciones. En las siguientes secciones, se resumen las aportaciones y se discuten las lineas
abiertas de estudio que puedan dar lugar a nuevos enfoques de investigacién.

9.1. Conclusiones

El objetivo principal de esta tesis es el desarrollo de nuevos algoritmos basados en
clustering y grafos para el tratamiento de ciertas complejidades inherentes de los datos,
tales como desbalance de clases, solapamiento entre clases y/o ruido.

En primera instancia, para el tratamiento del desbalance de clases, se desarrollaron
dos nuevos métodos basados en grafos, denominados 1G-US y MIST-US, asi como la
adaptacién del algoritmo de clustering DBSCAN, para realizar el bajo-muestreo de la
clase mayoritaria.
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Comparando el desempeno de las propuestas desarrolladas con métodos de bajo-
muestreo ampliamente utilizados en el estado del arte, se logra validar la efectividad
de los métodos propuestos. Respecto a los algoritmos basados en grafos, fue posible
obtener tasas de precision por encima del 75% en todos los modelos de aprendizaje
usados (1NN, J48 y SVM). Por su parte, el algoritmo DBSCAN modificado para el
tratamiento de desbalance de clases es competitivo para clasificadores como 1NN y
J48 al obtener también precisiones superiores al 75 %; por el contrario, al utilizar un
clasificador SVM, su comportamiento ha resultado ser deficiente puesto que genera
precisiones inferiores al 45 %. Por lo tanto, las propuestas basadas en grafos son una
alternativa ideal y novedosa, mientras que el uso de DBSCAN requiere de técnicas
adicionales que ayuden a mejorar los resultados.

Para tratar conjuntamente tanto el desbalance entre clases como el ruido y el tras-
lape de clases, se realizaron otras dos propuestas: DBIG-US y DBMIST-US. Estas
propuestas constituyen en si mismos métodos de dos fases, en el que se aprovechan los
beneficios ofrecidos por DBSCAN para realizar la limpieza del conjunto de datos y la
eficiencia del subgrafo inducido y el arbol minimo de expansién para condensar la clase
mayoritaria.

DBIG-US y DBMIST-US tienen enfoques diferentes en el proceso de refinado, por
un lado se obtiene un subconjunto de clase mayoritaria que contenga todas aquellas
instancias que estan cerca de la frontera de decisién (DBIG-US) y por otro lado, obtener
un subconjunto que contenga instancias que representen el nicleo de la clase mayoritaria
(DBMIST-US).

Los resultados experimentales mostraron de forma contundente la eficiencia de
DBIG-US y DBMIST-US como métodos de bajo-muestreo, en comparacién con otros
algoritmos probados. A partir de los resultados de la media geométrica, se obtienen las
siguientes conclusiones:

= DBIG-US fue el método que obtuvo niveles de precision més altos para los clasi-
ficadores INN y J48 en conjuntos de datos reales y sintéticos.

s DBMIST-US tuvo mejor rendimiento para los clasificadores 1NN, J48 y SVM en
conjuntos de datos con grado de desbalance moderado a severo.

Para determinar la significancia estadistica de los resultados obtenidos por todos los
algoritmos propuestos, se utiliz6 el test de Wilcoxon para valores de « = 0.9 y o = 0.95.
Los resultados mostraron que los algoritmos IG-US, MIST-US y DBSCAN pueden
ser considerados como una alternativa de solucién para el tratamiento del desbalance
de clases, mientras que los métodos de dos fases DBIG-US y DBMIST-US son los
mas eficientes en la mayoria de los conjuntos de datos utilizados en comparacién con
los métodos del estado del arte incluidos en las pruebas experimentales. Dado que
DBMIST-US obtuvo indices de precisiéon por encima del 80 % para conjuntos de datos
reales y por encima del 50 % para conjuntos de datos sintéticos independientemente del
clasificador usado, se puede concluir que esta propuesta es la mejor alternativa de entre
los diversos algoritmos basados en clustering y grafos, ya que se aprovecha la limpieza
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del conjunto de datos por DBSCAN y la conservacién de instancias mas alejadas de la
frontera de decisién a través de un arbol de expansién minimo.

El desequilibrio de clases sigue siendo un problema relevante, no solo en conjuntos
de datos denominados small data sino también para conjuntos de gran volumen o Big
Data. En este sentido, como primera aproximacion al tratamiento del desbalance en Big
Data, se escalaron algunos algoritmos de bajo-muestreo basados en grafos denominados
GDshape y GDcore.

Para lograr la reduccién de volumen de la clase mayoritaria, la propuesta GDshape
mantiene instancias cercanas a la frontera de decisién, mientras que la propuesta GD-
core es el caso contrario, mantiene todas aquellas instancias que estdan alejadas de la
frontera de decisién de la clase mayoritaria.

Los resultados experimentales permiten notar que, a pesar de que una técnica de
seleccion aleatoria como ROS tenga el mejor rendimiento, el aumento del volumen de
datos la hace prohibitiva para Big Data. Por ello, aun cuando los algoritmos propuestos
GDshape y GDcore no sean los que ofrezcan los mejores resultados, si pueden ser una
opcién por disminuir el volumen de datos con los que se trabaja, manteniendo un
rendimiento aceptable del clasificador.

Por dltimo, teniendo como base la experimentacién mostrada en los diferentes
capitulos de la tesis, es posible afirmar que el tratamiento de las complejidades de
datos sigue siendo una linea abierta de estudio tanto para small data, como para big
data. De igual modo, utilizar estrategias de la teoria de grafos mostré de forma contun-
dente su pertinencia. Ademaés se pudo constatar que realizar la limpieza del conjunto de
datos previo al bajo-muestreo es la mejor recomendacién derivada de los experimentos
mostrados en esta tesis.

9.2. Aportaciones a la ciencia

Las principales aportaciones que se pueden mencionar y son producto de esta tesis
son las siguientes:

1. Generacién de nuevo conocimiento, mediante la incorporacién al estado del arte
de siete algoritmos nuevos para el tratamiento del desbalance de clases.

2. Integracion de dos areas del conocimiento para el logro de un problema: Teoria
de Grafos y Aprendizaje Automaético.

3. Desarrollo de cuatro nuevos métodos de bajo-muestreo basados en grafos:
a) Subgrafo inducido, IG-US;
b) Arbol de expansién minimo, MIST-US;

¢) Método de dos pasos, DBIG-US el cual combina la limpieza que realiza
DBSCAN con el uso del subgrafo inducido IG-US;
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d) Método de dos pasos, DBMIST-US que combina la limpieza de los datos
por DBSCAN con el drbol de expansién minimo MIST-US.

4. Adaptacién del algoritmo de clustering DBSCAN para fines de limpieza de datos
y al mismo tiempo como estrategia de bajo-muestreo.

5. Desarrollo de propuestas basada en grafos para el tratamiento del desbalance de
clases en problemas de Big Data: grafo ponderado basado en la densidad de datos
con dos variantes GDShape y GDcore.

9.3. Trabajo a futuro

Una vez finalizada la investigacion enmarcada en esta tesis, a continuacion se des-
criben algunas de las principales lineas abiertas de estudio que podrian abordarse en el
futuro:

= Dado que las propuestas basadas en grafos y clustering se desarrollaron en un
contexto de aprendizaje supervisado, es evidente la necesidad de probar estos
algoritmos en problemas de aprendizaje no supervisado e inclusive de aprendizaje
semi-supervisado, para poder determinar la viabilidad en futuros escenarios.

s El estudio mostrado en esta tesis se enfocé a problemas de dos clases, por lo
que una linea abierta es la necesidad de trasladar la concepcion de trabajar en
problemas con multiples clases (més de dos clases).

s El uso de algoritmos de clustering como proceso de limpieza en problemas de
Big Data abre una linea de estudio para determinar la pertinencia del uso de
DBSCAN o incorporar alguna otra técnica de clustering.

» Analizar la pertinencia de escalar las propuestas DBIG-US y DBMIST-US a
escenarios de Big Data.

= La utilizacion de la teoria de grafos en si misma abre una linea de investigacion
poco explorada actualmente como solucién a otras complejidades de datos tanto
para Big Data como para Small Data.

s En escenarios de Big Data, se busca la adopcion de estrategias de particion de
datos y representacién mediante un grafo por medio de modelos centrados en
aristas o modelos centrados en vértices, orientados de acuerdo a la localidad de
los datos.

= Considerar tinicamente el espacio de caracteristicas en propuestas de tratamiento
del desbalance de clases para Big Data abre una linea de trabajo para tener
en cuenta adicionalmente el espacio de busqueda. Puesto que el incremento de
instancias en un espacio de busqueda reducido hace que éstas se encuentren muy
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9.4.

préximas entre si, se requiere implementar alguna métrica distinta, tal como
la distancia coseno, que permita aportar mayor discrepancia entre instancias
pertenecientes a diferentes clases.

Publicaciones resultantes

Las diferentes aportaciones y resultados obtenidos a lo largo de la investigacién
presentada en esta tesis han originado un nuimero de contribuciones publicadas tanto
en articulos de revistas indexadas como de divulgacién cientifica, asi como en congresos
nacionales e internacionales:

1.

Guzman-Ponce, A., Valdovinos, R.M., Sdnchez, J.S., & Marcial-Romero, J. (2020).
A New Under-Sampling Method to Face Class Overlap and Imbalance. Applied
Sciences [ISSN: 2076-3417], 10(15), Article 5164. https://doi.org/10.3390/
appl10155164

Guzman-Ponce, A., Sanchez, J. S., Valdovinos, R. M., & Marcial-Romero, J.
R. (2020). DBIG-US: A two-stage under-sampling algorithm to face the class
imbalance problem. Expert Systems with Applications [ISSN: 0957-4174], Article
114301. https://doi.org/10.1016/j.eswa.2020.114301

Guzman-Ponce A., Valdovinos R.M. & Sanchez J.S. (2020). A Cluster-Based
Under-Sampling Algorithm for Class-Imbalanced Data. Hybrid Artificial Intelli-
gent Systems. Lecture Notes in Computer Science, 12344, 299-311, Gijén, Spain.
https://doi.org/10.1007/978-3-030-61705-9_25

Guzmaén-Ponce, A., Marcial-Romero, J. R., Valdovinos, R. M., & Sanchez, J.
S. (2020). Weighted Complete Graphs for Condensing Data. Electronic Notes in
Theoretical Computer Science [ISSN: 1571-0661], 354, 45-60. https://doi.org/
10.1016/j.entcs.2020.10.005

Guzmén-Ponce, A., Valdovinos, R.M., Montenegro H., Marcial-Romero, J.,&
Sénchez, J.S. (2019). Tendencias del preprocesado en grandes volimenes de datos.
Komputer Sapiens [ISSN: 2007-0691], 3, 16-20.

Guzman-Ponce, A., Valdovinos, R.M., Marcial-Romero, J., & Alejo-Eleuterio, R.
(2018). Entornos de trabajo para procesamiento de datos masivos y aprendizaje
automdtico. Research in Computing Science [ISSN 1870-4069], 147(5), 225-237.
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Apéndice A
Resultados de clasificacion para
propuestas basadas en grafos

Este apéndice resume los resultados de clasificacién obtenidos con los algoritmos ba-
sados en grafos en comparacién con aquellos producidos por métodos de bajo-muestreo
del estado del arte, usando los modelos 1NN, J48 y SVM. En las diferentes tablas que
se muestran a continuacién, los valores en negrita resaltan el mejor resultado para cada
par formado por conjunto de datos y algoritmo de bajo-muestreo.

Tabla A.1: Media geométrica obtenida por IG-US con el clasificador 1NN

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU f{CBUS CBIS COSS IG-US

1 61.2 735  50.7 83.0 69.0 789 784 732 735 T6.7 74.3 771 745 82.1 73.5 58.9 93.7
2 100 972 70.7 100 100 100 989 983 96.6 987 97.8 99.8  97.8 100 100 89.6 100

3 47.0 744 510 67.0 527 679 68.3 762 735 641 85.2 53.1  69.6 47.1 51.7 33.0 91.1
4 40.7 76.2 51.6 531 41.0 67.1 64.7 60.0 67.6 68.7 75.6 53.1 789 66.1 51.9  66.9 93.9
5 99.6 99.6 100 99.6 99.6  99.6 99.6  99.6 99.6 99.6 100 99.6 99.6 987  99.6 985  99.6

6 62.3 74.8 462 768 676 70.4 66.6 59.6 58.1 659 57.2 672  64.5 62.3 68.4 624 94.9
7 86.6 79.9 653 91.3 86.6 87.7 80.7 843 843 874 817 86.6 80.7 817 874 569 884

8 86.3 95.0 814 894 863 922 925 100 100 922 92.5 91.9 822 100 83.4 989 94.9

9 98.2 98.2 945 982 982 982 945 946 964 96.6 87.9 99.9  94.6 100 100 92.2 98.1

10 81.0 77.0 651 100 80.9 100 943 943 943 910 92.6 94.0 817 100 99.5 78.1 88.9

11 91.3 91.3 816 91.3 91.3 913 100 100 100 98.2 100 91.3 745 100 100 94.1 91.3

12 44.1 64.5 39.7 627 479 480 69.7  69.3 60.0 65.1 72.1 57.0  63.0 61.2 59.8  64.9 90.6
13 81.1 943 752 938 813 940 88.2 720 720 912 100 933 77.0 100 939 443 943

14 77.0 59.8 583 806 773 805 548 775 725 751 7.5 80.2 64.2 52.9 73.0 71.5 92.2
15 30.1 81.4 306 659 338 726 789 766 685 773 8.5 261 778 81.7 74.9 0 76.6

16 58.8 83.3 437 80.1 623 713 84.3 774 824 771 73.6 78.6  69.1 81.4 72.0 75.4 88.4
17 47.6 56.6 42,5 654 542 604 64.5 632 699 65.0 61.5 476 514 61.2 69.6  69.2 94.9
18 82.1 100 655 963 87.6 94.1 932 920 965 94.6 93.1 82.1  89.6 98.3 84.4 925 86.3

19 83.7 783 488 844 841 844 926 714 714 819 100 842 783 100 83.0 837 65.5

20 50.6 776 448 66.7 453 614 739 782 732 786 7.3 58.3 634 92.9 48.7 448 97.2
21 71.1 69.9 548 86.1 79.0 827 81.0 751 814 837 87.1 71.2 759 85.5 76.6 88.0 93.5
22 100 99.0 96.1 100 100 100 100 100 100 99.9 99.0 100 100 100 100 99.3 100

23 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 0 98.4

24 19.9 53.1 148 200 20.0 200 200 612 453 63.5 65.1 43.3 345 645 66.1 39.8 64.0 87.7

Avg.

Gmean 70.85 8145 61.37 81.32 7275 80.11 73.76 82.53 80.75 81.47 83.07 83.95 76.11 78.04 8413 78.80 67.80 91.68

Avg. Rank  12.79 9.06 16.10 6.96 11.48 7.79 10.63 7.92 9.02 875 8.02 7.58 10.04 1094  6.65 925 1246 5.56
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Tabla A.2: Media geométrica obtenida por IG-US con el clasificador J48

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU {CBUS CBIS COSS IG-US
1 65.1 70.6 602 706 658 745 643 732 705 686 77.0 70.5 743 852 85.6 72.9 71.3 87.9
2 96.9 928 803 944 96.9 975 974 950 96.1 950 959 96.1 945 955 94.7 95.8 77.6 96.0
3 52.3 60.0 438 66.7 531 53.3 583 46.7 576 456 63.5 57.6 52.0 815 33.3 66.1 4.6 94.1
4 53.1 90.8 224 577 332 580 524 552 730 611 652 79.4 582 941 52.7 66.7  65.0 97.0
5 100 100 996 999 100 100 100 100 100 100 999 100 99.9  99.6 97.5 100 97.0 100
6 54.3 64.5 572 572 652 626 542 716 583 815 674 58.3 62.8 783 69.8 56.5 684 84.9
7 82.2 73.0 730 821 822 8.6 793 84 923 923 89.1 91.7 724  80.7 66.7 82.3 9.0 80.7
8 82.9 875 923 80.1 829 80.1 86.0 765 875 925 86.3 95.0 7.1 87.5 91.3 85.8  93.5 81.4
9 96.2 100 945 998 998 961 974 982 964 945 975 92.0 97.1 94.6 95.7 97.5 938 94.3
10 99.4 882 953 99.7 937 99.7 971 100 943 943 925 926 99.7 100 81.7 99.5  79.0 83.1
11 90.9 100 816 91.3 909 91.3 100 91.3 100 100 994 100 90.9 100 66.7 91.3  96.3 100
12 0 59.6 0 0 0 0 0 66.6 60.6 44.7 53.1 60.6 258 745 61.2 771 643 91.3
13 98.8 100 853 99.7 995 998 985 943 943 943 939 100 100 100 81.7 99.3 495 83.1
14 22.4 61.2 692 223 0 316 224 748 714 765 721 74.3 31.6 84.4 4.0 794 671 79.1
15 15.2 85.9 327 624 0 56.8 0 848 86.0 795 842 91.9 0 83.7 89.0 4.5 0 78.9
16 53.9 78.3 0 60.7 574 654 539 833 803 841 782 82.9 68.4  88.2 82.9 87.3 809 82.3
17 48.2 53.8 479 446 446 446 446 599 542 69.7 673 54.3 40.8  79.7 61.2 51.2 684 96.5
18 86.3 96.6 778 964 89.0 939 89 874 941 898 942 90.9 88.9 920 96.5 88.4  90.2 87.7
19 84.4 714 704 845 844 845 85 700 782 782 745 100 84.4  85.7 100 84.3 72.4 57.1
20 34.7 75.0 0 433 346 393 321 788 750 740 755 74.1 57.0 757 91.4 32.1 45.9 92.7
21 73.4 729 702 772 733 735 673 826 714 8.6 819 85.7 714 913 82.2 844 804 90.8
22 100 100 100 100 100 100 100 100 100 100 100 100 100 99.0 97.5 100 96.8 100
23 98.3 95.0 0 983 983 983 96.6 983 983 950 97.7 983 983 931 100 98.3 0 95.0
24 0 47.8 0 0 0 0 0 44.0 40 423 44.6 56.5 0 68.6 69.7 44.7 525 56.6
Avg.

Gmean 66.20  80.20 56.40 70.37 64.37 70.31 65.59 80.04 80.41 80.92 81.29 8345 68.56 88.04 77.21 79.81 63.50 87.10
Avg. Rank  11.75 8.46 14.62 10.33 11.40 9.54 12.02 823 810 823 8.10 6.56 11.40 5.75 9.29 794 1192 735
Tabla A.3: Media geométrica obtenida por IG-US con el clasificador SVM

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU f{CBUS CBIS COSS IG-US
1 0 783 550 420 0 37.0 0 784 753 745 T1T 76.4 442 804 81.4 41.8 301 93.0
2 78.0 90.0 45.6 80.7 780 8.7 845 939 960 928 89.7 94.4 91.3  91.1 99.0 772 86.2 93.4
3 0 55.2 0 0 0 0 0 456 478 440 321 49.9 0 72.8 0 0 0 68.3
4 0 68.6 0 0 0 0 0 471 594 542 218 54.2 0 80.4 61.2 0 29.5 84.0
5 99.6 100 996 100 99.6 99.6 99.6 100 100 100 100 100 99.6  99.6 100 100 99.9 99.6
6 0 81.2 0 0 0 0 0 833 741 748 645 4.5 0 74.8 64.5 0 12.7 87.9
7 39.2 68.8 40.7 392 392 392 392 843 843 843 87.6 829 392 653 81.6 61.8 0 53.8
8 63.2 925 923 742 632 742 707 975 975 100 949 94.9 742 922 91.3 86.6  99.0 92.2
9 65.4 719 745 654 654 654 655 794 799 751 731 645 654 83.0 100 70.7  25.6 90.3
10 0 81.6 73.9 0 0 0 0 94.3 816 816 86.4 84.5 0 81.6 81.6 33.3 42.3 66.7
11 90.9 91.3 100 91.3 909 91.3 100 100 100 100 100 100 90.9 913 100 91.3 876 91.3
12 0 60.6 0 0 0 0 0 58.9 678 494 473 65.3 0 58.9 75.0 0 60.5 84.5
13 0 88.2 752 0 0 0 0 88.2 816 816 818 100 0 81.6 81.6 0 43.1 74.5
14 74.1 723 734 742 742 742 742 742 742 775 733 72.3 742 742 56.6 74.0 70.6 74.2
15 0 782 362 429 152 504 0 76.8 785 762 817 86.6 0 775 81.0 50.3 0 732
16 0 82.4 0 0 0 0 0 85.2 823 843 809 79.4 0 81.4 88.2 0 24.6 70.8
17 0 524 0 0 0 0 0 69.7 745 748 564 730 0 775 75.0 0 43.1 98.3
18 0 98.9 709 33.7 0 399 302 929 941 941 958 94.1 0 90.5 98.3 58.3 926 89.4
19 84.1 782 787 842 840 842 835 926 845 845 841 89.4 840 845 100 83.8 828 60.6
20 0 74.1 0 0 0 0 0 69.8 750 69.8 69.6 75.0 0 64.6 94.3 0 0 98.1
21 0 78.5 0 0 0 0 0 884 813 871 87.7 914 0 85.7 88.3 0 86.1 75.0
22 86.9 91.7 679 869 869 869 8.9 979 979 979 942 90.5 86.9  86.9 100 96.9  99.2 85.9
23 98.3 100 983 983 983 983 983 100 100 100 100 100 98.3 983 100 100 0 98.4
24 0 51.8 0 0 0 0 0 449 379 358 30.1 25.0 0 57.7 58.3 0 2.5 53.6
Avg.
Gmean 3249  78.61 45.09 38.04 33.12 3847 34.69 80.97 80.23 7893 7545 7993 3534 80.49 81.55 42.75 46.58 81.54
Avg. Rank  14.54 6.58 12.69 12.94 14.31 13.25 13.63 4.54 494 529 6.56 571 13.67 6.81 4.60 12,17 11.63 7.15
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Tabla A.4: Media geométrica obtenida por MIST-US con el clasificador 1NN

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS MIST-US

1 61.2 73.5 50.7 83.0 69.0 789 722 784 732 735 T6.7 74.3 771 745 82.1 73.5 589 75.8
2 100 972 70.7 100 100 100 100 989 983 96.6 987 978 99.8 978 100 100 89.6 98.8
3 47.0 744 51.0 670 527 679 529 683 762 735 641 852 531 696 47.1 51.7  33.0 63.4
4 40.7 76.2 516 531 410 67.1 474 647 60.0 676 68.7 75.6 53.1 78.9 66.1 51.9  66.9 68.6
5 99.6 99.6 100 996 996 99.6 100 99.6 99.6 99.6 99.6 100 99.6  99.6 98.7 99.6  98.5 99.6
6 62.3 748 462 76.8 676 704 699 666 59.6 581 659 57.2 67.2  64.5 62.3 68.4 62.4 70.7
7 86.6 79.9 653 913 86.6 87.7 836 80.7 843 843 874 817 86.6  80.7 81.7 874  56.9 96.1
8 86.3 95.0 814 894 863 922 86.2 925 100 100 922 92.5 91.9 822 100 83.4 989 100
9 98.2 98.2 945 982 982 982 982 945 946 964 96.6 87.9 99.9  94.6 100 100 92.2 98.2
10 81.0 770 651 100 809 100 793 943 943 943 910 92.6 94.0 817 100 99.5 781 94.9
11 91.3 91.3 81.6 91.3 91.3 91.3 100 100 100 100 982 100 91.3 745 100 100 94.1 92.6
12 441 64.5 39.7 627 479 480 542 69.7 69.3 60.0 65.1 72.1 570 63.0 61.2 59.8  64.9 70.5
13 81.1 943 752 938 813 940 798 8.2 720 720 912 100 933 770 100 93.9 443 94.9
14 77.0 59.8 583 80.6 773 805 774 548 775 725 751 7.5 80.2  64.2 52.9 73.0 715 65.5
15 30.1 814 306 659 338 726 261 789 766 685 773 855 261 778 81.7 74.9 0 82.4
16 58.8 83.3 437 80.1 623 713 589 843 774 824 771 73.6 78.6  69.1 81.4 720 754 72.3
17 47.6 56.6 425 654 542 604 60.0 645 632 699 650 61.5 476 514 61.2 69.6 69.2 73.0
18 82.1 100 655 963 87.6 941 887 932 920 965 94.6 93.1 821 89.6 98.3 84.4 925 97.5
19 83.7 783 488 844 841 844 842 926 714 714 819 100 84.2 783 100 83.0  83.7 87.3
20 50.6 776 448 66.7 453 614 50.7 739 782 732 786 773 583 634 92.9 48.7 448 89.9
21 71.1 69.9 548 86.1 79.0 827 8.6 81.0 751 814 837 871 71.2 759 85.5 76.6  88.0 79.2
22 100 99.0 961 100 100 100 100 100 100 100 99.9 99.0 100 100 100 100 99.3 100
23 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 0 100
24 19.9 53.1 148 200 200 200 200 61.2 453 63.5 65.1 43.3 345  64.5 66.1 39.8  64.0 49.6
Avg.

Gmean 70.85 8145 61.37 81.32 7275 80.11 73.76 82.53 80.75 81.47 83.07 8395 76.11 78.04 84.13 7880 67.80 84.20
Avg. Rank 12.83 9.06 16.13 6.88 11.56 7.75 10.65 7.81 9.08 871 7.92 7.44 10 10.96 6.5 9.25 1242 6.06

Tabla A.5:

Media geométrica obtenida por MIST-US con el clasificador J48

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS MIST-US

1 65.1 70.6 602 706 658 745 643 732 705 686 77.0 70.5 743 852 85.6 72.9 71.3 73.0
2 96.9 928 803 944 969 97.5 974 950 961 950 959 96.1 94.5 95.5 94.7 95.8 77.6 96.5
3 52.3 60.0 438 53.1 533 583 46.7 57.6 456 635 57.64 52.0 81.5 33.3 66.1 4.6 334
4 53.1 90.8 224 332 580 524 552 730 61.1 652 79.4 58.2  94.1 52.7 66.7  65.0 82.4
5 100 100  99.6 100 100 100 100 100 100 99.9 100 99.9  99.6 97.5 100 97.0 100
6 54.3 645 572 652 626 542 716 583 8L.5 674 58.3 62.8 783 69.8 56.5 68.4 70.9
7 82.2 73.0 73.0 822 86.6 79.3 834 923 923 89.1 91.7 724 80.7 66.7 82.3 9.0 96.1
8 82.9 87.5 923 829 80.1 86.0 765 87.5 925 86.3 95.0 771 87.5 91.3 858 93.5 82.8
9 96.2 100 94.5 99.8 96.1 974 982 964 945 975 92.0 97.1 94.6 95.7 97.5 93.8 98.2
10 99.4 88.2 953 93.7 99.7 971 100 943 943 925 92.6 99.7 100 81.7 99.5 79.0 100
11 90.9 100 81.6 909 91.3 100 91.3 100 100 99.4 100 90.9 100 66.7 91.3 96.3 100
12 0 59.6 0 0 0 0 66.6 60.6 44.7 53.1 60.6 258 745 61.2 771 643 62.5
13 98.8 100 85.3 99.5 99.8 985 943 943 943 939 100 100 100 81.7 99.3  49.5 100
14 224 61.2  69.2 0 31.6 224 748 714 765 721 4.3 316 84.4 4.0 79.4 67.1 64.7
15 15.2 859 327 0 56.8 0 84.8 86.0 79.5 842 91.9 0 83.7 89.0 4.5 0 89.4
16 53.9 78.3 0 574 654 539 833 803 841 782 82.9 68.4  88.2 82.9 87.3 80.9 7.3
17 48.2 53.8 479 446 446 446 599 542 69.7 673 54.3 408  79.7 61.2 51.2 68.4 66.6
18 86.3 96.6 778 89.0 939 889 874 941 898 942 90.9 889 92.0 96.5 88.4 90.2 95.2
19 84.4 714 704 844 845 835 700 782 782 745 100 84.4 85.7 100 84.3 72.4 94.3
20 34.7 75.0 0 346 393 321 788 75.0 740 755 74.1 57.0  75.7 91.4 32.1 45.9 88.7
21 73.4 729 702 733 735 673 826 714 8.6 819 85.7 714 91.3 82.2 84.4 80.4 85.3
22 100 100 100 100 100 100 100 100 100 100 100 100 99.0 97.5 100 96.8 100
23 98.3 95.0 0 98.3 983 96.6 983 983 950 97.7 98.3 98.3  93.1 100 98.3 0 96.6
24 0 47.8 0 0 0 0 44.0  40.0 423 446 56.5 0 68.6 69.7 44.7 52.5 444
Avg.

Gmean 66.20  80.20 56.40 70.37 64.37 70.31 65.59 80.04 80.41 80.92 81.29 83.45 6856 88.04 77.21 79.81 63.50 83.26
Avg. Rank 11.92 846 14.71 1046 11.56 9.71 1221 823 831 833 8.15 6.58 11.5 5.73 9.29 8.06 11.79 6
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A. RESULTADOS DE CLASIFICACION PARA PROPUESTAS BASADAS
EN GRAFOS

Tabla A.6: Media geométrica obtenida por MIST-US con el clasificador SVM

Original RUS CNN NCL TL ENN OSS EUS EE EEKF SBC CBU fCBUS CBIS COSS MIST-US

1 0 78.3 55.0 420 0 37.0 784 753 76.4 44.2  80.4 81.4 41.8  30.1 74.8
2 78.0 90.0 456 80.7 78.0 827 93.9  96.0 94.4 913 911 99.0 772 86.2 92.7
3 0 55.2 0 0 0 0 456 47.8 49.9 0 72.8 0 0 0 43.1
4 0 68.6 0 0 0 0 471 594 54.2 0 80.4 61.2 0 29.5 67.6
5 99.6 100 996 100 996 99.6 100 100 100 99.6  99.6 100 100 99.9 100
6 0 81.2 0 0 0 0 83.3 741 4.5 0 74.8 64.5 0 12.7 76.9
7 39.2 68.8 40.7 392 392 392 84.3 843 82.9 39.2  65.3 81.6 61.8 0 96.1
8 63.2 925 923 742 632 742 97.5 975 94.9 742 922 91.3 86.6  99.0 100
9 65.4 719 745 654 654 654 794 799 64.5 65.4  83.0 100 70.7  25.6 84.5
10 0 81.6 739 0 0 0 94.3  81.6 84.5 0 81.6 81.6 33.3 423 94.9
11 90.9 91.3 100 91.3 909 913 100 100 100 90.9  91.3 100 91.3  87.6 100
12 0 60.6 0 0 0 0 58.9  67.8 65.3 0 58.9 75.0 0 60.5 72.7
13 0 882 752 0 0 0 88.2 816 100 0 81.6 81.6 0 43.1 100
14 74.1 723 734 742 742 742 742 742 72.3 742 742 56.6 74.0 70.6 63.6
15 0 782 362 429 152 504 76.8 785 86.6 0 7.5 81.0 50.3 0 84.4
16 0 82.4 0 0 0 0 852 823 79.4 0 81.4 88.2 0 24.6 78.0
17 0 524 0 0 0 0 69.7 745 73.0 0 77.5 75.0 0 43.1 71.6
18 0 98.9 709 337 0 39.9 929 941 94.1 0 90.5 98.3 583 92,6 95.0
19 84.1 782 787 842 840 842 92.6  84.5 89.4 840 845 100 83.8 828 92.6
20 0 4.1 0 0 0 0 69.8  75.0 75.0 0 64.6 94.3 0 0 89.9
21 0 78.5 0 0 0 0 88.4 81.3 91.4 0 85.7 88.3 0 86.1 83.7
22 86.9 91.7 679 869 869 86.9 97.9 979 90.5 86.9 86.9 100 96.9  99.2 94.8
23 98.3 100 983 983 983 98.3 100 100 100 98.3  98.3 100 100 0 100
24 0 51.8 0 0 0 0 44.9 379 25.0 0 57.7 58.3 0 2.5 58.3
Avg.

Gmean 3249  78.61 45.09 38.04 33.12 38.47 34.69 8097 80.23 7893 7545 79.93 3534 80.49 81.55 42.75 46.58 83.97

Avg. Rank  14.60 6.77 1285 13.04 1440 1335 13.73 473 5.19 5.5 6.83 588 13.75  17.06 4.69 1227 11.75 4.60
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Apéndice B
Resultados de clasificacion para
DBSCAN como estrategia de limpieza

Este apéndice resume los resultados de clasificacién del algoritmo DBSCAN como
proceso de limpieza, comparandolos con los resultados de los métodos de bajo-muestreo
del estado del arte, usando los modelos 1NN, J48 y SVM. En las diferentes tablas que
se muestran a continuacién, los valores en negrita resaltan el mejor resultado para cada
par formado por conjunto de datos y algoritmo de bajo-muestreo.

Por otra parte, se incluyen también los resultados correspondientes a las propuestas
de esta tesis basadas en grafos y DBSCAN como estrategias de bajo-muestreo.

Tabla B.1: Media geométrica obtenida por DBSCAN con el clasificador INN

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBSCAN

1 61.2 735 507 830 69.0 789 722 784 732 T35 767 4.3 771 745 82.1 73.5 58.9 62.9
2 100 972 707 100 100 100 100 989 983 96.6 98.7 97.8 99.8 978 100 100 89.6 99.9
3 47.0 744 510 67.0 527 679 529 683 762 735 641 85.2 531 69.6 47.1 51.7  33.0 67.7
4 40.7 76.2 516 531 41.0 671 474 647 600 67.6 68.7 75.6 53.1 78.9 66.1 51.9  66.9 64.8
5 99.6 99.6 100 99.6 99.6 99.6 100 99.6 99.6 99.6 99.6 100 99.6  99.6 98.7 99.6 985 99.6
6 62.3 74.8 462 76.8 676 704 699 666 59.6 58.1 65.9 57.2 672  64.5 62.3 68.4 62.4 57.9
7 86.6 799 653 91.3 866 87.7 836 80.7 843 843 874 81.7 86.6  80.7 81.7 87.4  56.9 89.4
8 86.3 95.0 814 894 8.3 922 8.2 925 100 100 922 92.5 91.9 822 100 83.4 989 86.3
9 98.2 982 945 982 982 982 982 945 946 964 96.6 87.9 99.9 946 100 100 92.2 98.2
10 81.0 770 651 100 80.9 100 79.3 943 943 943 91 92.6 94.0 817 100 99.5 78.1 94.3
11 91.3 91.3 816 913 913 913 100 100 100 100 982 100 91.3 7454 100 100 94.1 91.3
12 4.1 64.5 39.7 627 479 480 542 69.7 693 60.0 651 72.1 570 63.0 61.2 59.8  64.9 37.3
13 81.1 943 752 938 813 940 798 8.2 720 720 912 100 93.3  77.0 100 93.9 443 94.3
14 77.0 59.8 583 80.6 773 805 774 548 775 725 751 7.5 80.2  64.2 52.9 73.0 715 78.3
15 30.1 81.4 306 659 338 726 261 789 7.6 685 773 855 2061 778 81.7 74.9 0 7.9
16 58.8 833 437 80.1 623 713 589 84.3 774 824 771 73.6 78.6  69.1 81.4 72.0 754 55.4
17 47.6 56.6 425 654 542 604 600 645 632 69.9 650 61.5 47.6 514 61.2 69.6  69.2 52.8
18 82.1 100 655 963 87.6 941 887 932 920 96.5 94.6 93.1 82.1  89.6 98.3 844 925 82.8
19 83.7 783 488 844 841 844 842 926 T14 T14 819 100 84.2 783 100 83 83.7 83.7
20 50.6 776 448  66.7 453 614 50.7 739 782 732 786 7.3 583 634 92.9 48.7 448 44.7
21 1.1 69.9 548 8.1 79.0 827 8.6 810 751 814 837 87.1 71.2 759 85.5 76.6 88 70.9
22 100 99.0 96.1 100 100 100 100 100 100 100 99.9 99.0 100 100 100 100 99.3 100
23 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 0 100
24 19.9 53.1 148 20.0 20.0 20.0 200 612 453 635 65.1 43.3 345 645 66.1 39.8  64.0 80.5
Avg.

Gmean 70.85  81.45 61.37 81.32 72.75 80.11 73.76 82.53 80.75 81.47 83.07 83.95 76.11 78.04 84.13 7880 67.80 77.95

Avg. Rank  12.60 881 16.04 6.60 11.19 7.35 1035 7.58 879 846 7.79 7.27 9.77 10.71  6.31 8.96 12.19 10.21
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B. RESULTADOS DE CLASIFICACION PARA DBSCAN COMO
ESTRATEGIA DE LIMPIEZA

Tabla B.2: Media geométrica obtenida por DBSCAN con el clasificador J48

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBSCAN

1 65.1 70.6 602 70.6 658 745 643 732 705 68.6 77.0 70.5 74.3 85.2 85.6 72.9 1.3 60.7
2 96.9 928 803 944 969 975 974 950 961 950 959  96.1 945  95.5 94.7 95.8 776 97.2
3 52.3 60.0 438 66.7 53.1 533 583 46.7 576 456 63.5 57.64 520 81.5 33.3 66.1 4.6 63.0
4 53.1 90.8 224 577 332 580 524 552 730 6l.1 652 794 582 94.1 52.7 66.7 650 64.0
5 100 100 996 999 100 100 100 100 100 100 99.9 100 99.9 99.6 97.5 100 97.0 99.6
6 54.3 645 572 572 652 626 542 716 583 815 674 583 628 78.3 69.8 56.5 684 50.8
7 82.2 73.0 730 8.1 822 86.6 793 84 923 923 89.1 91.7 724  80.7 66.7 82.3 9.0 92.3
8 82.9 875 923 801 829 80.1 8.0 765 875 925 863 95.0 771 875 91.3 85.8 935 80.1
9 96.2 100 945 998 998 961 974 982 964 945 975 92.0 97.1 94.6 95.7 97.5 93.8 96.1
10 99.4 882 953 99.7 937 99.7 971 100 943 943 925 926 99.7 100 81.7 99.5  79.0 99.7
11 90.9 100 816 91.3 909 913 100 91.3 100 100 99.4 100 90.9 100 66.7 91.3  96.3 91.3
12 0 59.6 0 0 0 0 0 66.6 60.6 44.7 53.1 60.6 258 745 61.2 771 643 0
13 98.8 100 853  99.7 995 998 985 943 943 943 939 100 100 100 81.7 99.3 49.5 99.4
14 224 61.2 692 223 0 316 224 748 714 765 721 743 316 84.4 4.0 794 671 21.0
15 15.2 85.9 32.7 624 0 56.8 0 84.8 86.0 79.5 842 91.9 0 83.7 89.0 74.5 0 73.5
16 53.9 78.3 0 60.7 574 654 539 8.3 803 841 782 829 684 882 82.9 87.3 809 56.0
17 48.2 53.8 479 446 446 446 446 599 542 69.7 673 54.3 40.8  79.7 61.2 51.2 68.4 45.2
18 86.3 96.6 778 964 890 939 889 874 941 898 942 909 8.9 920 96.5 884 902 87.3
19 84.4 714 704 845 844 845 835 700 782 782 745 100 84.4 857 100 84.3 724 84.4
20 34.7 75.0 0 433 346 393 321 788 75.0 4 75.5 4.1 57.0 757 91.4 321 459 33.3
21 73.4 729 702 772 733 735 673 826 714 886 819 85.7 714 913 82.2 84.4 80.4 70.4
22 100 100 100 100 100 100 100 100 100 100 100 100 100 99.0 97.5 100 96.8 100
23 98.3 95.0 0 98.3 983 983 966 983 983 950 97.7 983 983  93.1 100 98.3 0 98.3
24 0 47.8 0 0 0 0 0 44.0 400 423 446  56.5 0 68.6 69.7 44.7 525 73.0
Avg.

Gmean 6620 80.20 5640 70.37 6437 70.31 65.50 $0.04 8041 80.92 8129 8345 6856 88.04 7721 7981 6350 7236

Avg. Rank  11.67 8.15 14.63 10.02 11.31 9.31 12 8 790 810 7.81 6.33 11.13 5.52 9.13 775  11.55 10.71

Tabla B.3: Media geométrica obtenida por DBSCAN con el clasificador SVM

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBSCAN

1 0 783 55.0 420 0 37.0 0 784 753 745 TT.T 76.4 44.2 804 81.4 41.8  30.1 0
2 78.0 90.0 456 80.7 78.0 827 8.5 939 960 928 89.7 94.4 91.3 911 99.0 77.2 86.2 89.0
3 0 55.2 0 0 0 0 0 456 478 440 321 49.9 0 72.8 0 0 0 34.2
4 0 68.6 0 0 0 0 0 471 594 542 218 54.2 0 80.4 61.2 0 29.5 33.3
5 99.6 100 996 100 996 996 99.6 100 100 100 100 100 99.6  99.6 100 100 99.9 100
6 0 81.2 0 0 0 0 0 83.3 T41 T48 645 4.5 0 74.8 64.5 0 12.7 0
7 39.2 68.8 40.7 392 392 392 392 843 843 843 876 82.9 39.2  65.3 81.6 61.8 0 87.7
8 63.2 925 923 742 632 742 707 975 975 100 949 94.9 742 922 91.3 86.6  99.0 63.2
9 65.4 719 745 654 654 654 655 794 799 751 731 64.5 654  83.0 100 70.7 25.6 65.4
10 0 81.6 739 0 0 0 0 94.3 816 816 864 84.5 0 81.6 81.6 333 423 13.3
11 90.9 91.3 100 91.3 909 91.3 100 100 100 100 100 100 90.9 91.3 100 91.3 876 91.3
12 0 60.6 0 0 0 0 0 589 67.8 494 473 65.3 0 58.9 75.0 0 60.5 0
13 0 882 752 0 0 0 0 88.2 81.6 81.6 81.8 100 0 81.6 81.6 0 43.1 0
14 74.1 723 734 742 742 742 742 T42 T42 TT.5 733 72.3 742 742 56.6 74.0 70.6 74.2
15 0 782 362 429 152 504 0 76.8 785 762 817 86.6 0 775 81.0 50.3 0 1.4
16 0 82.4 0 0 0 0 0 85.2 823 843 809 79.4 0 81.4 88.2 0 24.6 0
17 0 52.4 0 0 0 0 0 69.7 745 748 56.4 73.0 0 77.5 75.0 0 43.1 0
18 0 98.9 709 33.7 0 399 302 929 941 941 958 94.1 0 90.5 98.3 58.3  92.6 0
19 84.1 782 787 842 84 842 835 926 845 845 841 89.4 84.0 845 100 83.8 828 84.1
20 0 74.1 0 0 0 0 0 69.8 750 69.8 69.6 75.0 0 64.6 94.3 0 0 0
21 0 78.5 0 0 0 0 0 88.4 81.3 871 87.7 914 0 85.7 88.3 0 86.1 0
22 86.9 91.7 679 8.9 8.9 8.9 8.9 979 979 979 942 90.5 86.9 86.9 100 96.9  99.2 97.0
23 98.3 100 983 983 983 983 983 100 100 100 100 100 98.3 983 100 100 0 98.3
24 0 51.8 0 0 0 0 0 449 379 358 30.1 25.0 0 57.7 58.3 0 2.5 20.0
Avg.

5 7993 3534 80.49 81.55 42.75 46.58 42.60

Gmean 3249 7861 45.09 38.04 33.12 3847 34.69 8097 80.23 7893 75.4
Avg. Rank  14.38 6.31 1248 1269 1417 13 1342 4.23 463 494 6.35 548 1344 6.54 438 1196 11.40 11.23
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Tabla B.4: Comparativa de propuestas de bajo-muestreo con el clasificador 1NN

Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU f{CBUS CBIS COSS IG-US MIST-US DBSCAN

1 61.2 735 50.7 83.0 69 789 722 784 732 735 T76.7 74.3 771 745 82.1 73.5 58.9 93.7 75.8 62.9
2 100 972 70.7 100 100 100 100 989 983 96.6 98.7 97.8 99.8 978 100 100 89.6 100 98.8 99.9
3 47.0 744 51.0 67.0 527 679 529 683 762 735 64.1 85.2 53.1  69.6 47.1 51.7  33.0 91.1 63.4 67.7
4 40.7 762 51.6 531 41.0 671 474 647 600 676 68.7 75.6 53.1 789 66.1 51.9  66.9 93.9 68.6 64.8
5 99.6 99.6 100 996 99.6 99.6 100 99.6 99.6 99.6 99.6 100 99.6  99.6 98.7 98.5 99.6 99.6 99.6
6 62.3 748 462 768 676 704 699 666 59.6 581 659 57.2 67.2  64.5 62.3 62.4 94.9 70.7 57.9
7 86.6 799 653 91.3 86.6 87.7 83.6 80.7 843 843 874 81.7 86.6  80.7 81.7 56.9 88.4 96.1 89.4
8 86.3 95.0 814 894 863 922 862 925 100 100 922 92.5 91.9 822 100 98.9 94.9 100 86.3
9 98.2 982 945 982 982 982 982 945 946 964 96.6 87.9 99.9 94.6 100 92.2 98.1 98.2 98.2
10 81.0 77.0 651 100 809 100 793 943 943 943 910 92.6 94.0 817 100 78.1 88.9 94.9 94.3
11 91.3 91.3 816 91.3 91.3 91.3 100 100 100 100 98.2 100 91.3 7454 100 94.1 91.3 92.6 91.3
12 44.1 4.5 397 627 479 480 542 69.7 693 60.0 65.1 72.1 57.0  63.0 61.2 64.9 90.6 70.5 37.3
13 81.1 943 752 938 813 940 798 8.2 720 720 912 100 933 770 100 44.3 94.3 94.9 94.3
14 77.0 59.8 583 806 773 805 774 548 775 725 751 77.5 80.2  64.2 52.9 715 92.2 65.5 78.3
15 30.1 81.4 306 659 3 726 261 789 766 685 773 855 261 778 81.7 0 76.6 82.4 779
16 58.8 83.3 437 80.1 623 713 589 843 774 824 771 73.6 786  69.1 81.4 5.4 88.4 723 55.4
17 47.6 56.6 425 654 542 604 60.0 645 632 699 65.0 61.5 476 514 61.2 69.2 94.9 73.0 52.8
18 82.1 100 655 963 87.6 941 8.7 932 920 965 94.6 93.1 82.1  89.6 98.3 92.5 86.3 97.5 82.8
19 83.7 783 488 844 841 844 842 926 714 714 819 100 842 783 100 83.7 65.5 87.3 83.7
20 50.6 776 448 66.7 453 614 507 739 782 732 786 773 583 634 92.9 44.8 97.2 89.9 44.7
21 711 69.9 548 86.1 79.0 827 80.6 81.0 751 814 837 87.1 712 759 85.5 88.0 93.5 79.2 70.9
22 100 99.0  96.1 100 100 100 100 100 100 100 999 99.0 100 100 100 99.3 100 100 100
23 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 0 98.4 100 100
24 19.9 53.1 148 200 200 200 20.0 612 453 63.5 65.1 43.3 345  64.5 66.1 39.8  64.0 87.7 49.6 80.5
Avg.
Gmean 70.85  81.45 61.37 81.32 7275 80.11 73.76 82.53 80.75 81.47 83.07 8395 76.11 78.04 84.13 7880 67.80 91.68 84.20 77.95
Avg. Rank  14.23 10.19 17.90 7.85 1277 873 11.79 890 10.23 9.83 9.15 846 1127 12.31 7.33 10.42 1381 6.35 6.85 11.63
Tabla B.5: Comparativa de propuestas de bajo-muestreo con el clasificador J48
Original RUS CNN NCL TL ENN OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS IG-US MIST-US DBSCAN
1 65.1 70.6 602 706 658 745 643 732 705 686 77.0 70.5 743 852 85.6 72.9 713 87.9 73 60.7
2 96.9 92.8 803 944 969 97.5 974 950 96.1 950 959 96.1 94.5 955 94.7 95.8 77.6 96.0 96.5 97.2
3 52.3 60.0 438 66.7 531 533 583 46.7 57.6 456 63.5 57.64 52 81.5 33.3 66.1 4.6 94.1 33.4 63.0
4 53.1 90.8 224 577 332 580 524 55.2 73 61.1  65.2 79.4 582  94.1 52.7 66.7 65.0 97.0 82.4 64.0
5 100 100 996 999 100 100 100 100 100 100 99.9 100 99.9  99.6 97.5 100 97.0 100 100 99.6
6 54.3 64.5 572 572 652 626 542 716 583 8l5 674 58.3 62.8 78.3 69.8 56.5 68.4 84.9 70.9 50.8
7 82.2 73.0 730 821 822 866 793 8.4 923 923 89.1 91.7 724 807 66.7 82.3 9 80.7 96.1 92.3
82.9 87.5 923 8.1 829 80.1 8.0 765 87.5 925 86.3 95.0 7.1 87.5 91.3 85.8 93.5 81.4 82.8 80.1
9 96.2 100 945 99.8 99.8 961 974 982 964 945 975 92.0 97.1 94.6 95.7 97.5 93.8 94.3 98.2 96.1
10 99.4 88.2 953 99.7 937 997 971 100 943 943 92.6 99.7 100 81.7 99.5 79 83.1 100 99.7
11 90.9 100 816 913 909 91.3 100 91.3 100 100 99. 100 90.9 100 66.7 91.3 100 100 91.3
12 0 59.6 0 0 0 0 0 66.6 60.6 44.7 53.1 60.6 25.8 74.5 61.2 771 91.3 62.5 0
13 98.8 100 853 99.7 995 998 985 943 943 943 939 100 100 100 81.7 99.3 83.1 100 99.4
14 224 61.2 692 223 0 316 224 748 714 765 721 74.3 316 84.4 4.0 79.4 79.1 64.7 21.0
15 15.2 85.9 327 624 0 56.8 0 848 860 795 842 91.9 0 83.7 89 4.5 78.9 89.4 73.5
16 53.9 78.3 0 60.7 574 654 539 80.3 841 782 68.4 88.2 82.9 87.3 80.9 82.3 77.3 56.0
17 48.2 53.8 479 446 446 446 446 542 69.7 67.3 40.8 61.2 51.2 68.4 96.5 66.6 45.2
18 86.3 96.6 778 964 89 93.9 889 941 898 942 88.9 96.5 88.4  90.2 87.7 95.2 87.3
19 84.4 714 704 845 844 845 835 782 782 745 84.4 100 84.3 72.4 57.1 94.3 84.4
20 34.7 75.0 0 433 346 393 321 75.0 74 75.5 57.0 91.4 32.1 45.9 92.7 88.7 33.3
21 73.4 729 702 772 733 735 673 714 886 819 71.4 82.2 84.4 80.4 90.8 85.3 70.4
22 100 100 100 100 100 100 100 100 100 100 100 97.5 100 96.8 100 100 100
23 98.3 95.0 0 98.3 983 983 96.6 983 950 97.7 98.3 100 98.3 0 95.0 96.6 98.3
24 0 47.8 0 0 0 0 0 40.0 423 446 0 69.7 44.7 52.5 56.6 44.4 73.0
Avg.
Gmean 66.20 80.20 56.40 70.37 70.31 65.59 80.04 80.41 80.92 81.29 8345 6856 88.04 77.21 79.81 63.50 87.10 83.26 72.36
Avg. Rank  13.08 9.40 16.25 11.52 10.73 1340 925 9.15 9.29 9.06 740 12,69 6.5 1046 896 13.17  8.19 6.71 12.17
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B. RESULTADOS DE CLASIFICACION PARA DBSCAN COMO
ESTRATEGIA DE LIMPIEZA

Tabla B.6: Comparativa de propuestas de bajo-muestreo con el clasificador SVM

Original RUS CNN NCL TL ENN OSS EUS EE EEKF SBC CBU fCBUS CBIS COSS IG-US MIST-US DBSCAN

1 0 783  55.0 42.0 0 37.0 0 784 753 76.4 442 804 81.4 418 30.1 93.0 74.8 0
2 78.0 90.0 456 80.7 780 827 84.5 939 96.0 94 913 9.1  99.0 772 862 93.4 92.7 89.0
3 0 55.2 0 0 0 0 0 45.6 478 0 72.8 0 0 0 68.3 43.1 34.2
4 0 68.6 0 0 0 0 0 471 59.4 54.2 0 80.4 61.2 0 295  84.0 67.6 33.3
5 99.6 100 100 996 996 99.6 100 100 100 99.6 100 100 99.9 99.6 100 100
6 0 81.2 0 0 0 0 833 T4l 74.5 4.8 64.5 0 127 879 76.9 0
7 39.2 68.8 39.2 392 392 392 843 843 82.9 65.3 81.6 53.8 96.1 87.7
63.2 92.5 742 632 742 707 975 975 92.2 91.3 922 63.2
9 65.4 719 654 654 654 655 794 799 5 83.0 100 90.3 65.4
10 0 81.6 0 0 0 0 94.3  8L.6 84.5 81.6 81.6 66.7 13.3
11 90.9 91.3 91.3 909 913 100 100 100 100 91.3 100 91.3 91.3
12 0 60.6 0 0 0 0 589 678 65.3 58.9 75.0 0 60.5  84.5 0
13 0 88.2 0 0 0 0 882 816 100 81.6 81.6 0 43.1 T4.5 0
14 4.1 72.3 742 742 742 742 742 T42 72.3 74.2 56.6 74.0  70.6 74.2 4.2
15 0 782 429 152 504 0 76.8 785 86.6 7.5 81.0 50.3 0 73.2 1.4
16 0 82.4 0 0 0 0 852 823 843 809 794 814  88.2 0 24.6 70.8 0
17 0 524 0 0 0 0 69.7 745 748 564  73.0 7.5 75.0 0 43.1 98.3 716 0
18 0 98.9 709 337 0 399 302 929 941 941 958 941 90.5 98.3 583 926 89.4 95.0 0
19 84.1 782 787 842 840 842 835 926 845 845 841 89.4 84.5 100 838 828 60.6 92.6 84.1
20 0 74.1 0 0 0 0 0 69.8 750 698 69.6 75.0 64.6 94.3 0 0 98.1 89.9 0
21 0 8.5 0 0 0 0 0 884 813 871 877 914 85.7 88.3 0 86.1 75.0 83.7 0
22 86.9 917 679 869 869 869 8.9 979 979 979 942  90.5 86.9 100 96.9  99.2 85.9 94.8 97.0
23 98.3 100 983 983 983 983 983 100 100 100 100 100 98.3 100 100 0 98.4 100 98.3
24 0 51.8 0 0 0 0 0 449 379 358 301 25.0 57.7 583 0 2.5 53.6 58.3 20.0
Avg.
Gmean 3249 7861 45.00 38.04 33.12 3847 3469 8097 80.23 7893 7545 79.93 3534 8049 8155 4275 4658 8154 83.97 42.60
Avg. Rank 1623 746 1419 1446 16 1481 1519 521 567 598 754 648 1527 T7.71 521 1360 13.02 7.94 5.13 12.92
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Apéndice C

Resultados de clasificacion para
propuestas de tratamiento de desbalance
de clases, ruido y/o traslape de clases

Este apéndice resume los resultados de clasificacién de las propuestas DBIG-US y
DBMIST-US, comparandolos con los resultados de algunos métodos de bajo-muestreo
del estado del arte, usando los modelos 1NN, J48 y SVM. En las diferentes tablas que
se muestran a continuacién, los valores en negrita resaltan el mejor resultado para cada
par formado por conjunto de datos y algoritmo de bajo-muestreo. Adicionalmente, se
incluyen los resultados comparativos entre las propuestas de esta tesis.
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Tabla C.1: Media geométrica obtenida por DBIG-US con el clasificador 1NN

Original RUS CNN NCL TL ENN  OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US

’

TRATAMIENTO DE DESBALANCE DE CLASES, RUIDO Y/O TRASLAPE

C. RESULTADOS DE CLASIFICACION PARA PROPUESTAS DE
DE CLASES

1 61.2 73.5 50.7 83 69.0 78.9 72.2 78.4 73.2 73.5 76.7 74.3 7.1 74.5 82.1 73.5 58.9 81.9

2 100 97.2 70.7 100 100 100 100 98.9 98.3 96.6 98.7 97.8 99.8 97.8 100 100 89.6 99.9

3 47.0 74.4 51.0 67.0 52.7 67.9 52.9 68.3 76.2 73.5 64.1 85.2 53.1 69.6 47.1 51.7 33.0 88.4
4 40.7 76.2 51.6 53.1 41.0 67.1 474 64.7 60.0 67.6 68.7 75.6 53.1 78.9 66.1 51.9 66.9 90.5
5 99.6 99.6 100 99.6 99.6 99.6 100 99.6 99.6 99.6 99.6 100 99.6 99.6 98.7 99.6 98.5 99.6

6 62.3 74.8 46.2 76.8 67.6 70.4 69.9 66.6 59.6 58.1 65.9 57.2 67.2 64.5 62.3 68.4 62.4 79.3
7 86.6 79.9 65.3 91.3 86.6 87.7 83.6 80.7 84.3 84.3 87.4 81.7 86.6 80.7 81.7 87.4 56.9 96.1
8 86.3 95.0 81.4 89.4 86.3 92.2 86.2 92.5 100 100 92.2 92.5 91.9 82.2 100 83.4 98.9 94.9

9 98.2 98.2 94.5 98.2 98.2 98.2 98.2 94.5 94.6 96.4 96.6 87.9 99.9 94.6 100 100 92.2 98.1

10 81.0 77.0 65.1 100 80.9 100 79.3 94.3 94.3 94.3 91.0 92.6 94.0 81.7 100 99.5 78.1 94.3

11 91.3 91.3 81.6 91.3 91.3 91.3 100 100 100 100 98.2 100 91.3 74.54 100 100 94.1 91.3

12 44.1 64.5 39.7 62.7 47.9 48.0 54.2 69.7 69.3 60.0 65.1 72.1 57.0 63.0 61.2 59.8 64.9 89.2
13 81.1 94.3 75.2 93.8 81.3 94.0 79.8 88.2 72 72.0 91.2 100 93.3 77.0 100 93.9 44.3 94.3

14 77.0 59.8 58.3 80.6 7.3 80.5 77.4 54.8 77.5 72.5 75.1 77.5 80.2 64.2 52.9 73.0 71.5 87.7
15 30.1 81.4 30.6 65.9 33.8 72.6 26.1 78.9 76.6 68.5 77.3 85.5 26.1 77.8 81.7 74.9 0 94.2
16 58.8 83.3 43.7 80.1 62.3 71.3 58.9 84.3 774 82.4 77.1 73.6 78.6 69.1 81.4 72.0 75.4 91.5
17 47.6 56.6 42.5 65.4 54.2 60.4 60.0 64.5 63.2 69.9 65.0 61.5 47.6 51.4 61.2 69.6 69.2 91.5
18 82.1 100 65.5 96.3 87.6 94.1 88.7 93.2 92.0 96.5 94.6 93.1 82.1 89.6 98.3 84.4 92.5 88.3

19 83.7 78.3 48.8 84.4 84.1 84.4 84.2 92.6 71.4 71.4 81.9 100 84.2 78.3 100 83.0 83.7 65.5

20 50.6 7.6 44.8 66.7 45.3 61.4 50.7 73.9 78.2 73.2 78.6 77.3 58.3 63.4 92.9 48.7 44.8 97.8
21 71.1 69.9 54.8 86.1 79 82.7 80.6 81.0 75.1 81.4 83.7 87.1 71.2 75.9 85.5 76.6 88.0 85.7

22 100 99.0 96.1 100 100 100 100 100 100 100 99.9 99.0 100 100 100 100 99.3 100

23 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 0 98.4

24 19.9 53.1 14.8 20.0 20.0 20.0 20.0 61.2 45.3 63.5 65.1 43.3 34.5 64.5 66.1 39.8 64.0 90.0
Avg.

Gmean 70.85 81.45 61.37 81.32 72.75 80.11 73.76 82.53 80.75 81.47 83.07 83.95 76.11 78.04 84.13 78.80  67.80 91.18
Avg. Rank 12.77 9.10 16.10  6.90 11.5 777 10.60  7.98 9.06 8.77 8.10 7.63 10.08 10.98 6.63 9.23 12.42 5.38
1 86.2 89.9 66.1 91.1 90.4 95.1 87.8 94.5 90.4 92.5 89.5 89.7 91.7 85.7 92.3 89.2 88.6 98.7
2 72.0 72.5 58.0 78.9 75.3 83.4 75.5 74.5 83.5 77.0 77.3 86.5 83.3 68.6 66.3 77.8 87.2 91.7
3 60.5 69.0 46.0 73.6 68.2 81.9 68.3 74.0 71.5 81.0 74.5 73.9 80.6 70.4 67.0 65.5 86.6 91.3
4 60.2 74.0 41.7 74.9 63.0 85.3 65.6 69.4 75.5 74.9 70.8 76.4 79.4 65.2 76.4 64.8 78.9 98.1
5 52.5 70.5 35.9 72.3 62.7 82.4 62.0 79.8 72.5 73.5 71.6 84.6 74.0 63.8 86.3 64.4 85.5 94.4
6 89.1 90.4 59.5 98.7 94.8 96.8 95.1 89.9 89.4 93.4 91.6 91.5 98.1 86.1 98.7 90.2 87.6 100

7 80.4 78.0 50.3 86.8 81.6 88.0 81.9 78.5 80.9 76.9 82.6 89.0 87.6 74.0 80.4 80.8 80.4 96.2
8 70.0 74.5 48.6 83.1 75.9 87.5 75.6 75.8 75.4 76.9 76.3 86.8 85.9 67.5 70.0 70.8 81.6 98.4
9 62.6 79.0 434 79.2 68.4 88.6 66.6 71.5 77.5 75.4 74.8 78.7 82.7 67.3 76.1 63.9 89.4 94.5
10 62.5 73.9 41.1 80.4 71.9 87.4 75.3 77.5 74.9 77.0 73.4 82.1 78.7 58.8 74.5 67.3 85.0 96.3
11 93.5 94.9 60.3 98.4 96.7 98.5 95.6 97.0 93.0 92.4 95.1 95.3 98.7 91.8 90.9 94.7 71.9 97.2

12 78.3 7.5 51.9 86.7 83.5 91.8 83.7 83.0 83.5 77.9 83.0 94.7 87.5 75.8 80.4 84.1 79.4 99.5
13 74.1 81.5 46.3 86.0 81.8 89.4 83.1 82.8 83.0 87.0 79.9 90.4 86.1 734 81.0 80.4 45.9 97.4
14 68.1 78.0 48.9 83.4 74.8 89.3 73.4 82.5 78.5 79.0 78.2 83.6 83.9 70.9 74.2 74.2 49.4 95.1
15 64.0 77.0 45.0 78.3 4.7 89.8 75.8 74.6 79.0 77.5 76.8 83.3 82.1 69.4 79.4 72.1 86.2 99.2
Avg.

Gmean 71.60 78.71 49.53 8345 77.58 89.01 77.69 80.35 80.57 80.82 79.69 85.77 85.35 72.58 79.59 76.01  78.91 96.53

Avg. Rank 15.43 11.47 1793  6.07 11 2.93 10.87  9.43 9.07 8.83 9.97 5.17 4.47  15.53 10.2 12.63 8.8 1.2
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Tabla C.3: Media geométrica obtenida por DBIG-US con el clasificador SVM

Original RUS CNN NCL TL ENN  OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US

’

TRATAMIENTO DE DESBALANCE DE CLASES, RUIDO Y/O TRASLAPE

C. RESULTADOS DE CLASIFICACION PARA PROPUESTAS DE
DE CLASES

1 0 78.3 55.0 42.0 0 37.0 0 78.4 75.3 74.5 T 76.4 44.2 80.4 81.4 41.8 30.1 72.1

2 78.0 90.0 45.6 80.7 78.0 82.7 84.5 93.9 96.0 92.8 89.7 94.4 91.3 91.1 99.0 7.2 86.2 94.6

3 0 55.2 0 0 0 0 0 45.6 47.8 44.0 32.1 49.9 0 72.8 0 0 0 66.1
4 0 68.6 0 0 0 0 0 47.1 59.4 54.2 21.8 54.2 0 80.4 61.2 0 29.5 75.6

5 99.6 100 99.6 100 99.6 99.6 99.6 100 100 100 100 100 99.6 99.6 100 100 99.9 100

6 0 81.2 0 0 0 0 0 83.3 74.1 74.8 64.5 74.5 0 74.8 64.5 0 12.7 78.4

7 39.2 68.8 40.7 39.2 39.2 39.2 39.2 84.3 84.3 84.3 87.6 82.9 39.2 65.3 81.6 61.8 0 82.4

8 63.2 92.5 92.3 74.2 63.2 74.2 70.7 97.5 97.5 100 94.9 94.9 74.2 92.2 91.3 86.6 99.0 92.2

9 65.4 71.9 74.5 65.4 65.4 65.4 65.5 79.4 79.9 75.1 73.1 64.5 65.4 83.0 100 70.7 25.6 90.3

10 0 81.6 73.9 0 0 0 0 94.3 81.6 81.6 86.4 84.5 0 81.6 81.6 33.3 42.3 74.5

11 90.9 91.3 100 91.3 90.9 91.3 100 100 100 100 100 100 90.9 91.3 100 91.3 87.6 91.3

12 0 60.6 0 0 0 0 0 58.9 67.8 49.4 47.3 65.3 0 58.9 75.0 0 60.5 57.0

13 0 88.2 75.2 0 0 0 0 88.2 81.6 81.6 81.8 100 0 81.6 81.6 0 43.1 74.5

14 74.1 72.3 73.4 74.2 74.2 74.2 74.2 74.2 74.2 77.5 73.3 72.3 74.2 74.2 56.6 74.0 70.6 1.7

15 0 78.2 36.2 42.9 15.2 50.4 0 76.8 78.5 76.2 81.7 86.6 0 77.5 81.0 50.3 0 91.5
16 0 82.4 0 0 0 0 0 85.2 82.3 84.3 80.9 79.4 0 81.4 88.2 0 24.6 81.9

17 0 52.4 0 0 0 0 0 69.7 74.5 74.8 56.4 73.0 0 77.5 75.0 0 43.1 85.9
18 0 98.9 70.9 33.7 0 39.9 30.2 92.9 94.1 94.1 95.8 94.1 0 90.5 98.3 58.3 92.6 80.8

19 84.1 78.2 78.7 84.2 84.0 84.2 83.5 92.6 84.5 84.5 84.1 89.4 84.0 84.5 100 83.8 82.8 60.6

20 0 74.1 0 0 0 0 0 69.8 75.0 69.8 69.6 75.0 0 64.6 94.3 0 0 98.1
21 0 78.5 0 0 0 0 0 88.4 81.3 87.1 87.7 91.4 0 85.7 88.3 0 86.1 74.1

22 86.9 91.7 67.9 86.9 86.9 86.9 86.9 97.9 97.9 97.9 94.2 90.5 86.9 86.9 100 96.9 99.2 100

23 98.3 100 98.3 98.3 98.3 98.3 98.3 100 100 100 100 100 98.3 98.3 100 100 0 98.4

24 0 51.8 0 0 0 0 0 44.9 37.9 35.8 30.1 25.0 0 57.7 58.3 0 2.5 56.0

Avg.

Gmean 32.49 78.61 45.09 38.04 33.12 3847 34.69 8097 80.23 7893 7545 79.93 3534 80.49 81.55 42.75  46.58 81.17
Avg. Rank 14.56 6.56 1271 1298 14.35 13.29 13.67 4.54 4.94 5.35 6.63 5.77 13.71  6.85 4.65 12.23  11.67 6.54

1 0 51.3 0 0 0 0 0 54.5 47.0 56.8 0 64.0 0 49.5 70.7 0 0 62.4

2 0 41.8 0 0 0 0 0 54.0 41.9 50.4 0 57.2 0 38.5 62.3 0 76.3 60.1

3 0 47.6 0 0 0 0 0 50.3 48.5 52.6 0 59.6 0 52.5 60.4 0 77.3 61.2

4 0 47.5 0 0 0 0 0 48.0 55.3 42.0 0 54.9 0 50.5 68.4 0 22.6 48.5

5 0 52.5 0 0 0 0 0 53.2 43.0 54.8 0 45.7 0 38.4 78.4 0 67.6 18.6

6 0 54.5 0 0 0 0 0 47.1 52.0 48.4 0 41.2 0 48.0 62.6 0 29.5 53.7

7 0 55.8 27.2 0 0 0 0 50.5 58.9 58.6 0 40.5 0 40.0 70.5 0 2.2 60.9

8 0 51.2 0 0 0 0 0 58.6 51.4 56.8 0 64.6 0 41.1 63.6 0 74.5 53.4

9 0 56.9 0 0 0 0 0 54.7 45.7 47.5 0 52.8 0 48.0 69.5 0 84.4 15.6

10 0 57.5 0 0 0 0 0 57.4 57.4 41.4 0 51.3 0 54.7 63.3 0 80.0 58.1

11 0 64.2 0 0 0 0 0 47.4 39.4 57.6 0 65.4 0 49.7 52.2 0 0 68.9
12 0 57.5 49.6 0 0 0 0 59.8 43.0 45.0 0 51.6 0 50.4 55.0 0 32.4 67.2
13 0 61.4 51.3 0 0 0 0 62.0 54.1 56.7 0 65.3 0 54.2 61.7 0 0 53.7

14 0 48.8 33.6 0 0 0 0 48.7 46.3 56.5 0 56.2 0 49.8 71.3 0 0 57.1

15 0 49.4 17.0 0 0 0 0 55.9 55.3 49.6 0 42.7 0 52.1 65.4 0 7 19.6

Avg.

Gmean 0.00 53.19 11.91  0.00 0.00 0.00 0.00  53.47 49.28 51.65 0.00 54.20 0.00 47.83 65.02 0.00 41.59 50.60

Avg. Rank 14.03 5.33 12.2 14.03 14.03 14.03 14.03  4.97 6.37 5.47 14.03 4.6 14.03 6.53 2.13 14.03 6.73 4.4
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Tabla C.5: Media geométrica obtenida por DBMITS-US con el clasificador J48

Original RUS CNN NCL TL ENN  OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBMITS-US

’

TRATAMIENTO DE DESBALANCE DE CLASES, RUIDO Y/O TRASLAPE

C. RESULTADOS DE CLASIFICACION PARA PROPUESTAS DE
DE CLASES

1 65.1 70.6 60.2 70.6 65.8 74.5 64.3 73.2 70.5 68.6 77.0 70.5 74.3 85.2 85.6 72.9 71.3 76.7
2 96.9 92.8 80.3 94.4 96.9 97.5 97.4 95.0 96.1 95.0 95.9 96.1 94.5 95.5 94.7 95.8 77.6 97.5
3 52.3 60.0 43.8 66.7 53.1 53.3 58.3 46.7 57.6 45.6 63.5 57.64 52.0 81.5 33.3 66.1 4.6 64.8
4 53.1 90.8 22.4 57.7 33.2 58.0 52.4 55.2 73.0 61.1 65.2 79.4 58.2 94.1 52.7 66.7 65.0 72.5
5 100 100 99.6 99.9 100 100 100 100 100 100 99.9 100 99.9 99.6 97.5 100 97.0 100
6 54.3 64.5 57.2 57.2 65.2 62.6 54.2 71.6 58.3 81.5 67.4 58.3 62.8 78.3 69.8 56.5 68.4 69.7
7 82.2 73.0 73.0 82.1 82.2 86.6 79.3 88.4 92.3 92.3 89.1 91.7 72.4 80.7 66.7 82.3 9.0 92.3
8 82.9 87.5 92.3 80.1 82.9 80.1 86.0 76.5 87.5 92.5 86.3 95.0 7.1 87.5 91.3 85.8 93.5 82.8
9 96.2 100 94.5 99.8 99.8 96.1 97.4 98.2 96.4 94.5 97.5 92.0 97.1 94.6 95.7 97.5 93.8 98.2
10 99.4 88.2 95.3 99.7 93.7 99.7 97.1 100 94.3 94.3 92.5 92.6 99.7 100 81.7 99.5 79.0 92.3
11 90.9 100 81.6 91.3 90.9 91.3 100 91.3 100 100 99.4 100 90.9 100 66.7 91.3 96.3 100
12 0 59.6 0 0 0 0 0 66.6 60.6 44.7 53.1 60.6 25.8 74.5 61.2 77.1 64.3 55.0
13 98.8 100 85.3 99.7 99.5 99.8 98.5 94.3 94.3 94.3 93.9 100 100 100 81.7 99.3 49.5 95.8
14 224 61.2 69.2 22.3 0 31.6 22.4 74.8 71.4 76.5 72.1 74.3 31.6 84.4 4.0 79.4 67.1 73.0
15 15.2 85.9 32.7 62.4 0 56.8 0 84.8 86.0 79.5 84.2 91.9 0 83.7 89.0 74.5 0 90.5
16 53.9 78.3 0 60.7 57.4 65.4 53.9 83.3 80.3 84.1 78.2 82.9 68.4 88.2 82.9 87.3 80.9 79.3
17 48.2 53.8 47.9 44.6 44.6 44.6 44.6 59.9 54.2 69.7 67.3 54.3 40.8 79.7 61.2 51.2 68.4 62.8
18 86.3 96.6 77.8 96.4 89 93.9 88.9 87.4 94.1 89.8 94.2 90.9 88.9 92.0 96.5 88.4 90.2 96.6
19 84.4 71.4 70.4 84.5 84.4 84.5 83.5 70.0 78.2 78.2 74.5 100 84.4 85.7 100 84.3 72.4 94.3
20 34.7 75.0 0 43.3 34.6 39.3 32.1 78.8 75.0 74.0 75.5 74.1 57.0 75.7 91.4 32.1 45.9 76.0
21 734 72.9 70.2 77.2 73.3 73.5 67.3 82.6 71.4 88.6 81.9 85.7 71.4 91.3 82.2 84.4 80.4 84.6
22 100 100 100 100 100 100 100 100 100 100 100 100 100 99.0 97.5 100 96.8 99.8
23 98.3 95.0 0 98.3 98.3 98.3 96.6 98.3 98.3 95.0 97.7 98.3 98.3 93.1 100 98.3 0 96.6
24 0 47.8 0 0 0 0 0 44.0 40 42.3 44.6 56.5 0 68.6 69.7 44.7 52.5 59.6
Avg.

Gmean 66.20 80.20 56.40 70.37 64.37 70.31 65.59 80.04 80.41 80.92 81.29 83.45 68.56 88.04 77.21 79.81  63.50 83.78
Avg. Rank 11.90 8.52 14.73 1040 11.54 9.71 12.19 8.23 8.23 8.29 8.25 6.5 11.5 5.69 9.25 8 11.88 6.21
1 97.8 92.3 77.9 97.8 97.8 98.3 97.2 95.5 93.9 88.6 92.3 91.9 96.6 88.6 93.2 97.8 87.3 94.4
2 66.7 75.9 74.0 71.4 70.2 87.5 68.5 75.3 83.2 79.7 83.5 90.7 87.3 82.8 73.0 65.5 89.4 85.2
3 26.4 78.0 31.3 74.8 53.4 84.8 68.2 4.7 80.8 82.0 80.9 79.8 83.2 75.3 69.2 49.8 83.7 82.6
4 0 77.5 50.1 46.7 0 76.6 0 74.5 81.4 85.7 79.1 75.9 84.3 75.8 78.4 0 81.2 90.9
5 0 76.5 0 32.6 24.4 72.6 14.1 77.8 80.7 73.0 79.9 74.4 80.1 73.4 92.1 17.3 83.5 86.
6 63.3 85.6 11.6 65.1 66.7 66.9 66.6 83.4 77.5 78.2 81.5 85.9 92.7 79.5 87.5 68.7 82.1 83.9
7 26.4 74.6 59.2 42.9 45.1 71.5 28.2 68.9 79.1 79.6 81.7 4.7 84.0 78.8 82.5 50.2 52.7 97.4
8 0 71.8 0 59.1 47.9 64.3 10.0 T 82.1 75.5 75.8 79.3 84.2 76.2 71.6 14.1 78.4 94.7
9 31.4 771 46.1 59.4 43.1 78.1 22.2 68.5 82.3 76.9 76.2 64.0 91.0 73.9 76.0 28.0 83.9 84.5
10 0 68.2 27.2 22.3 0 67.7 0 71.4 80.1 62.6 75.3 72.3 82.2 62.8 76.4 0 80.4 97.4
11 80.4 93.9 39.0 65.9 65.1 71.6 80.1 91.2 89.0 90.3 92.2 92.1 97.2 91.7 93.9 65.2 35.1 94.6
12 19.9 83.4 60.1 79.7 72.5 87.5 60.7 79.2 83.2 82.8 82.3 90.0 87.6 78.1 84.6 38.0 76.0 91.1
13 28.2 80.6 52.0 82.5 51.8 87.5 51.5 86.7 86.9 85.6 82.0 89.8 89.0 75.0 86.1 24.3 30.0 94.4
14 0 4.7 55.6 57.8 24.4 87.3 14.1 83.7 81.8 79.8 80.2 77.0 88.8 75.7 79.2 19.8 51.3 85.4
15 0 78.4 0 63.9 32.9 88.4 34.2 77.3 82.1 78.2 82.0 76.7 90.8 78.6 81.4 0 76.8 92.8
Avg.

Gmean 29.37 79.23 38.94 6146 46.35 79.37 41.04 79.05 8294 7990 81.66 80.97 8793 T77.75 81.67 3591 7145 90.40

Avg. Rank 15.9 8.33 15.2 12.37  14.17 6.8 14.93 8.73 6.07 8.43 7.03 7.13 2.67 9.77 6.97 15.1 8.8 2.6
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Tabla C.7: Comparativa de propuestas para el tratamiento de desbalance de clases, traslape de clases y/o ruido con el
clasificador 1INN

Original RUS CNN NCL TL ENN  OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US DBMIST-US

’

TRATAMIENTO DE DESBALANCE DE CLASES, RUIDO Y/O TRASLAPE

C. RESULTADOS DE CLASIFICACION PARA PROPUESTAS DE
DE CLASES

1 61.2 73.5 50.7 83.0 69.0 78.9 72.2 78.4 73.2 73.5 76.7 74.3 771 74.5 82.1 73.5 58.9 81.9 75.4
2 100 97.2 70.7 100 100 100 100 98.9 98.3 96.6 98.7 97.8 99.8 97.8 100 100 89.6 99.9 98.4
3 47.0 74.4 51.0 67.0 52.7 67.9 52.9 68.3 76.2 73.5 64.1 85.2 53.1 69.6 47.1 51.7 33.0 88.4 76.3
4 40.7 76.2 51.6 53.1 41.0 67.1 47.4 64.7 60.0 67.6 68.7 75.6 53.1 78.9 66.1 51.9 66.9 90.5 76.9
5 99.6 99.6 100 99.6 99.6 99.6 100 99.6 99.6 99.6 99.6 100 99.6 99.6 98.7 99.6 98.5 99.6 99.6
6 62.3 74.8 46.2 76.8 67.6 70.4 69.9 66.6 59.6 58.1 65.9 57.2 67.2 64.5 62.3 68.4 62.4 79.3 69.2
7 86.6 79.9 65.3 91.3 86.6 87.7 83.6 80.7 84.3 84.3 87.4 81.7 86.6 80.7 81.7 87.4 56.9 96.1 92.1
8 86.3 95.0 81.4 89.4 86.3 92.2 86.2 92.5 100 100 92.2 92.5 91.9 82.2 100 83.4 98.9 94.9 100
9 98.2 98.2 94.5 98.2 98.2 98.2 98.2 94.5 94.6 96.4 96.6 87.9 99.9 94.6 100 100 92.2 98.1 98.2
10 81.0 77.0 65.1 100 80.9 100 79.3 94.3 94.3 94.3 91.0 92.6 94.0 81.7 100 99.5 78.1 94.3 95.4
11 91.3 91.3 81.6 91.3 91.3 91.3 100 100 100 100 98.2 100 91.3  74.54 100 100 94.1 91.3 92.6
12 44.1 64.5 39.7 62.7 47.9 48.0 54.2 69.7 69.3 60.0 65.1 72.1 57.0 63.0 61.2 59.8 64.9 89.2 61.3
13 81.1 94.3 75.2 93.8 81.3 94.0 79.8 88.2 72.0 72.0 91.2 100 93.3 77.0 100 93.9 44.3 94.3 92.7
14 77.0 59.8 58.3 80.6 77.3 80.5 7.4 54.8 77.5 72.5 75.1 77.5 80.2 64.2 52.9 73.0 71.5 87.7 74.5
15 30.1 81.4 30.6 65.9 33.8 72.6 26.1 78.9 76.6 68.5 77.3 85.5 26.1 77.8 81.7 74.9 0 94.2 87.3
16 58.8 83.3 43.7 80.1 62.3 71.3 58.9 84.3 774 82.4 77.1 73.6 78.6 69.1 81.4 72.0 75.4 91.5 79.8
17 47.6 56.6 42.5 65.4 54.2 60.4 60.0 64.5 63.2 69.9 65.0 61.5 47.6 51.4 61.2 69.6 69.2 91.5 66.1
18 82.1 100 65.5 96.3 87.6 94.1 88.7 93.2 92.0 96.5 94.6 93.1 82.1 89.6 98.3 84.4 92.5 88.3 97.1
19 83.7 78.3 48.8 84.4 84.1 84.4 84.2 92.6 71.4 71.4 81.9 100 84.2 78.3 100 83.0 83.7 65.5 87.3
20 50.6 77.6 44.8 66.7 45.3 61.4 50.7 73.9 78.2 73.2 78.6 77.3 58.3 63.4 92.9 48.7 44.8 97.8 78.9
21 71.1 69.9 54.8 86.1 79 82.7 80.6 81.0 75.1 81.4 83.7 87.1 71.2 75.9 85.5 76.6 88.0 85.7 81.1
22 100 99.0 96.1 100 100 100 100 100 100 100 99.9 99.0 100 100 100 100 99.3 100 100
23 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 100 0 98.4 100
24 19.9 53.1 14.8 20.0 20.0 20.0 20.0 61.2 45.3 63.5 65.1 43.3 34.5 64.5 66.1 39.8 64.0 90 80.0
Avg.

Gmean 70.85 81.45 61.37 81.32 72.75 80.11 73.76 82.53 80.75 83.07 8395 76.11 78.04 84.13 78.80  67.80 91.18 85.84
Avg. Rank 13.60 9.83 17.04 744 1233 840 11.33  8.67 9.85 8.81 8.27 10.81 11.83 7.10 9.92 13.25 5.71 6.27
1 86.2 89.9 66.1 91.1 90.4 95.1 87.8 94.5 90.4 89.5 89.7 91.7 85.7 92.3 89.2 88.6 98.7 98.1
2 72.0 72.5 58.0 78.9 75.3 83.4 75.5 74.5 83.5 77.3 86.5 83.3 68.6 66.3 77.8 87.2 91.7 90.6
3 60.5 69.0 46.0 73.6 68.2 81.9 68.3 74.0 71.5 74.5 73.9 80.6 70.4 67.0 65.5 86.6 91.3 89.3
4 60.2 74.0 41.7 74.9 63.0 85.3 65.6 69.4 75.5 70.8 76.4 79.4 65.2 76.4 64.8 78.9 98.1 94.9
5 52.5 70.5 35.9 72.3 62.7 82.4 62.0 79.8 72.5 71.6 84.6 74.0 63.8 86.3 64.4 85.5 94.4 93
6 89.1 90.4 59.5 98.7 94.8 96.8 95.1 89.9 89.4 91.6 91.5 98.1 86.1 98.7 90.2 87.6 100 100
7 80.4 78.0 50.3 86.8 81.6 88.0 81.9 78.5 80.9 82.6 89 87.6 74.0 80.4 80.8 80.4 96.2 96.3
8 70.0 74.5 48.6 83.1 75.9 87.5 75.6 75.8 75.4 76.3 86.8 85.9 67.5 70.0 70.8 81.6 98.4 98.5
9 62.6 79.0 43.4 79.2 68.4 88.6 66.6 71.5 77.5 74.8 78.7 82.7 67.3 76.1 63.9 89.4 94.5 92.7
10 62.5 73.9 41.1 80.4 71.9 87.4 75.3 77.5 74.9 73.4 82.1 78.7 58.8 74.5 67.3 85 96.3 99.1
11 93.5 94.9 60.3 98.4 96.7 98.5 95.6 97.0 93.0 95.1 95.3 98.7  91.8 90.9 94.7 71.9 97.2 97.3
12 78.3 77.5 51.9 86.7 83.5 91.8 83.7 83.0 83.5 83.0 94.7 87.5 75.8 80.4 84.1 79.4 99.5 94.0
13 74.1 81.5 46.3 86.0 81.8 89.4 83.1 82.8 83.0 79.9 90.4 86.1 73.4 81.0 80.4 45.9 97.4 98.1
14 68.1 78.0 48.9 83.4 74.8 89.3 734 82.5 78.5 78.2 83.6 83.9 70.9 74.2 74.2 49.4 95.1 94.0
15 64.0 77.0 45.0 78.3 4.7 89.8 75.8 74.6 79.0 76.8 83.3 82.1 69.4 79.4 72.1 86.2 99.2 98.5
Avg.

Gmean 71.60 78.71 49.53 8345 77.58 89.01 77.69 80.35 80.57 80.82 79.69 85.77  85.35 72.58 79.59 76.01 7891 96.53 95.63

Avg. Rank 16.43 12.47  18.93 7 12 3.87 11.87 1043 10.07 9.83 10.97 6.1 5.4 16.53 11.2 9.8 1.57 1.9
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Tabla C.9: Comparativa de propuestas para el tratamiento de desbalance de clases, traslape de clases y/o ruido con el
clasificador SVM

Original RUS CNN NCL TL ENN  OSS EUS EE BC RBT EEKF SBC CBU fCBUS CBIS COSS DBIG-US DBMITS-US

’

TRATAMIENTO DE DESBALANCE DE CLASES, RUIDO Y/O TRASLAPE

C. RESULTADOS DE CLASIFICACION PARA PROPUESTAS DE
DE CLASES

1 0 78.3 55.0 42.0 0 37.0 0 78.4 75.3 74.5 T 76.4 44.2 80.4 81.4 41.8 30.1 72.1 79.5
2 78.0 90.0 45.6 80.7 78.0 82.7 84.5 93.9 96.0 92.8 89.7 94.4 91.3 91.1 99.0 7.2 86.2 94.6 95.4
3 0 55.2 0 0 0 0 0 45.6 47.8 44.0 32.1 49.9 0 72.8 0 0 0 66.1 57.4
4 0 68.6 0 0 0 0 0 47.1 59.4 54.2 21.8 54.2 0 80.4 61.2 0 29.5 75.6 7.7
5 99.6 100 99.6 100 99.6 99.6 99.6 100 100 100 100 100 99.6 99.6 100 100 99.9 100 100
6 0 81.2 0 0 0 0 0 83.3 74.1 74.8 64.5 74.5 0 74.8 64.5 0 12.7 78.4 76.6
7 39.2 68.8 40.7 39.2 39.2 39.2 39.2 84.3 84.3 84.3 87.6 82.9 39.2 65.3 81.6 61.8 0 82.4 92.0
8 63.2 92.5 92.3 74.2 63.2 74.2 70.7 97.5 97.5 100 94.9 94.9 74.2 92.2 91.3 86.6 99 92.2 100
9 65.4 71.9 74.5 65.4 65.4 65.4 65.5 79.4 79.9 75.1 73.1 64.5 65.4 83.0 100 70.7 25.6 90.3 84.5
10 0 81.6 73.9 0 0 0 0 94.3 81.6 81.6 86.4 84.5 0 81.6 81.6 33.3 42.3 74.5 90.2
11 90.9 91.3 100 91.3 90.9 91.3 100 100 100 100 100 100 90.9 91.3 100 91.3 87.6 91.3 100
12 0 60.6 0 0 0 0 0 58.9 67.8 49.4 47.3 65.3 0 58.9 75.0 0 60.5 57.0 62.0
13 0 88.2 75.2 0 0 0 0 88.2 81.6 81.6 81.8 100 0 81.6 81.6 0 43.1 74.5 91.2
14 74.1 72.3 73.4 74.2 74.2 74.2 74.2 74.2 74.2 77.5 73.3 72.3 74.2 74.2 56.6 74.0 70.6 1.7 73.0
15 0 78.2 36.2 42.9 15.2 50.4 0 76.8 78.5 76.2 81.7 86.6 0 77.5 81.0 50.3 0 91.5 88.7
16 0 82.4 0 0 0 0 0 85.2 82.3 84.3 80.9 79.4 0 81.4 88.2 0 24.6 81.9 82.3
17 0 52.4 0 0 0 0 0 69.7 74.5 74.8 56.4 73.0 0 77.5 75.0 0 43.1 85.9 70.9
18 0 98.9 70.9 33.7 0 39.9 30.2 92.9 94.1 94.1 95.8 94.1 0 90.5 98.3 58.3 92.6 80.8 96.3
19 84.1 78.2 78.7 84.2 84.0 84.2 83.5 92.6 84.5 84.5 84.1 89.4 84.0 84.5 100 83.8 82.8 60.6 92.6
20 0 74.1 0 0 0 0 0 69.8 75.0 69.8 69.6 75.0 0 64.6 94.3 0 0 98.1 72.1
21 0 78.5 0 0 0 0 0 88.4 81.3 87.1 87.7 91.4 0 85.7 88.3 0 86.1 74.1 86.3
22 86.9 91.7 67.9 86.9 86.9 86.9 86.9 97.9 97.9 97.9 94.2 90.5 86.9 86.9 100 96.9 99.2 100 98.5
23 98.3 100 98.3 98.3 98.3 98.3 98.3 100 100 100 100 100 98.3 98.3 100 100 0 98.4 100
24 0 51.8 0 0 0 0 0 44.9 37.9 35.8 30.1 25.0 0 57.7 58.3 0 2.5 56.0 62.1
Avg.

Gmean 32.49 78.61 45.09 38.04 33.12 38.47 34.69 80.97 80.23 7893 7545 79.93 35.34 80.49 81.55 42.75  46.58 81.17 84.30
Avg. Rank 15.52 7.35 13.65 13.92 1531 14.25 14.60 5.25 5.64 6.10 7.48 6.5 14.67  7.65 5.13 13.15  12.63 7.19 4.02
1 0 51.3 0 0 0 0 0 54.5 47.0 56.8 0 64.0 0 49.5 70.7 0 0 62.4 67.5
2 0 41.8 0 0 0 0 0 54.0 41.9 50.4 0 57.2 0 38.5 62.3 0 76.3 60.1 59.4
3 0 47.6 0 0 0 0 0 50.3 48.5 52.6 0 59.6 0 52.5 60.4 0 77.3 61.2 62.3
4 0 47.5 0 0 0 0 0 48.0 55.3 42.0 0 54.9 0 50.5 68.4 0 22.6 48.5 51.1
5 0 52.5 0 0 0 0 0 53.2 43.0 54.8 0 45.7 0 38.4 78.4 0 67.6 18.6 50.3
6 0 54.5 0 0 0 0 0 47.1 52.0 48.4 0 41.2 0 48.0 62.6 0 29.5 53.7 93.5
7 0 55.8 27.2 0 0 0 0 50.5 58.9 58.6 0 40.5 0 40.0 70.5 0 2.2 60.9 54.0
8 0 51.2 0 0 0 0 0 58.6 51.4 56.8 0 64.6 0 41.1 63.6 0 74.5 53.4 53.3
9 0 56.9 0 0 0 0 0 54.7 45.7 47.5 0 52.8 0 48.0 69.5 0 84.4 15.6 0
10 0 57.5 0 0 0 0 0 57.4 57.4 414 0 51.3 0 54.7 63.3 0 80.0 58.1 61.2
11 0 64.2 0 0 0 0 0 474 39.4 57.6 0 65.4 0 49.7 52.2 0 0 68.9 85.8
12 0 57.5 49.6 0 0 0 0 59.8 43.0 45.0 0 51.6 0 50.4 55.0 0 324 67.2 50.6
13 0 61.4 51.3 0 0 0 0 62.0 54.1 56.7 0 65.3 0 54.2 61.7 0 0 53.7 61.9
14 0 48.8 33.6 0 0 0 0 48.7 46.3 56.5 0 56.2 0 49.8 71.3 0 0 57.1 45.2
15 0 49.4 17.0 0 0 0 0 55.9 55.3 49.6 0 42.7 0 52.1 65.4 0 77.0 19.6 27.1
Avg.

Gmean 0.00 53.19 1191  0.00 0.00 0.00 0.00 53.47 49.28 51.65  0.00 54.20 0.00 65.02 0.00 41.59 50.60 54.88
Avg. Rank 15 593 13.17 15 15 15 15 5.5 7.03 6.07 15 5.13 15 2.4 15 7.27 5 5.17
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Apéndice D
Resultados de rendimiento por clase

Este apéndice presenta los resultados obtenidos por cada método de bajo-
muestreo del estado del arte, con respecto a las tasas de Especificidad (tridngulos
rojos) y Sensibilidad (cuadros negros) obtenida unicamente por el clasificador
SVM, para conjuntos de datos reales (Figuras D.2-D.4) y sintéticos (Figuras D.5-
D.7), se incluyen los conjuntos de datos sin preprocesar (Figuras D.1)
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Figura D.1: Precisiéon por clase para los resultados del clasificador SVM

conjuntos de datos sin preprocesar.
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D. RESULTADOS DE RENDIMIENTO POR CLASE
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Figura D.2: Precisién por clase para conjuntos de datos reales con métodos RUS,

CNN, NCL, TL, ENN y OSS.

Conjuntos de datos reales
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D.1 Conjuntos de datos reales
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Figura D.3: Precision por clase para conjuntos de datos reales con métodos BC,
EUS, EE, RBT, EEKF y SBC.
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Figura D.4: Precisién por clase para conjuntos de datos reales con métodos CBU,
fCBU, CBIS y COSS
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D.2 Conjuntos de datos sintéticos

D.2.

Conjuntos de

datos sintéticos
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Figura D.5: Precision por clase para conjuntos de datos sintéticos con métodos

RUS, CNN, NCL, TL, ENN y OSS.

137




D. RESULTADOS DE RENDIMIENTO POR CLASE

subclus 70 6o

subclus 70 Lo
clover 0 clover 0
subelus 50 < subclus 50
clover 3 clover 3
lover 30 - lover 30. A
'] [} A a " sitbelus 30 " N sitbelus 30
a A a & N
clover 50, / A n clover 50, / y
WA o’ A v \
A —ubclus 0 i b belus 0
-8 0. 20 AO 60 80 100 u A 0. 20 A40 60 80 100
clover 60 A {1} clover 60 T
n A
A A . ‘ [} n
A = paw 70 A A paw 70
clover 70 - ™1 . clover 70 y !
. n . .
paw 60 paw 60
paw 0 paw 0
pavio PO pavio P
(a) BC (b) EUS
Subelus 70" supetus 60 subel ’:70 subclus 60
clover 0 clover 0 A
i subclus S0 A mh‘lm 50
clover 30 clover 3
u n A E subclus 30 sigoclus 30
Aw m
clover 50 : . clover R % L
A S fo ] @
A subclus 0 clus 0
mh 020 ﬁ) 60 80 0-20. 40 60 80 100
clover 60 A A = clover ¥ . 7
2 a : \
u A u paw 70 % A
" ’ G
i A i
clover 70 ¥ L] clover 70, y "~
paw 60 A paw 60
paw0 paw 0 A A
paw 50 pawso PO

(c) EE (d) RBT

subclus 70 subelus 60
A A

subelus 70 Lo
clover 0 clover 0
subclus subglus
belus 50 & belus 50
[ : A
clover 30 A clover 39 )
T y
. i sibelus 30 sigeelus 30
am A
dovers_ [ N A clover & /
A .
S belus 0 clus 0
u A 020, & 60 80 100 0-20. 40 60 80 100
clover 60 A clover @ \
CER S <y :
A A ~ paw 70 \ 2 A0
clover 70, y clover 70, y
u | ] - ’ A
paw 60 A paw 60
paw 0 paw 0 A A
paw 50 O

(f) SBC

(e) EEKF
conjuntos de datos sintéticos con métodos

Figura D.6: Precision por clase para
BC, EUS, EE, RBT, EEKF y SBC.
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Figura D.7: Precisiéon por clase para conjuntos de datos sintéticos con métodos

CBU, {CBU, CBIS y COSS.
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