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Resumen

Durante la historia de la Inteligencia Artificial se han desarrollo diversos agentes inteligentes
capaces de jugar juegos de tablero de entre los méas destacados se tiene a DeepBlue para el ajedrez y
AlphaGo para el juego de Go. Sin embargo, estos agentes solo estan enfocados en un solo juego por
lo cual el paso natural es desarrollar agentes capaces de jugar méas de un juego, idea que persigue
el area General Game Playing la cual se enfoca en desarrollar agentes completamente auténomos
que puedan jugar cualquier juego de tablero sin intervencién humana y sin conocimiento previo.
La mayoria de los agentes estan basados en el método de Arbol de Busqueda Monte Carlo que usa
simulaciones Monte Carlo para estimar movimientos prometedores, este método consiste en cuatro
pasos: Seleccién, Expansion, Simulacién y Propagacién Hacia Atras. Los esfuerzos para incrementar
el rendimiento del Arbol de Bisqueda Monte Carlo se enfocan en el paso de simulacién, sin embargo,
es también el paso de Seleccién el que repercute en dicho rendimiento. El paso de seleccién controla
la forma en que se recorre el arbol asociado al juego de tablero, dicho recorrido es guiado por una
Politica de Seleccién de la cual Upper Confidence Bound es la popularmente usada. En esta tesis de
investigacion se presentan dos politicas de seleccién UCBay y UCBaw, las cuales estdan basadas en
Upper Confidence Bound pero estdn pensadas completamente para su aplicaciéon en General Game
Playing. UCBa; y UCBay a diferencia de Upper Confidence Bound aprovechan la estructura del
arbol asociados a los juegos de tablero para determinar para un nodo padre, cuanto se debe explorar
los nodos hijos que representan los movimientos disponibles antes de decidirse por explotar un nodo
hijo con un movimiento prometedor. Upper Confidence Bound controla la exploracién de nodos hijos
por medio de una constante de exploracion, sin embargo, esta constante permanece fija en todo el

arbol sin importar el nimero de nodos hijos. UCBa; y UCBas usan una funcién que depende del
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ntimero de nodos hijos para determinar cudnto se debe explorar por lo cual es variable en toda
la estructura del drbol. Para determinar el rendimiento de UCBa; y UCBas se ha realizado un
comparativo de estas contra Upper Confidence Bound, su variante Upper Confidence Bound Tuned
y la politica que sirve de control Explore Then Commit en 8 juegos de tablero con movimientos por
turnos y para dos jugadores los cuales emulan un escenario completamente General Game Playing.
Los resultados muestran que las politicas UCBa; y UCBay basadas en la idea de variar la etapa
de exploracion de acuerdo con el niimero de nodos hijos logran una mayor cantidad de victorias en
General Game Playing al contrario de la politica cominmente usada UCB cuya etapa de exploracién

depende de un valor fijo.



Introduccion

Desde sus inicios la [Inteligencia Artificial| (LA) ha tenido como uno de sus retos el desarrollo de

agentes inteligentes capaces de jugar juegos de tablero al mismo nivel (o superior) que el del ser
humano [7]. El 4nimo de desarrollar agentes jugadores se debe a que éstos presentan caracteristicas
propias de la inteligencia humana como deduccién, razonamiento, resolucién de problemas, buisqueda
inteligente, representacién del conocimiento, planificacién, aprendizaje, creatividad, percepcion y
procesamiento de lenguaje natural, entre otros [51].

La[[A] ha producido agentes capaces de jugar a nivel de campeones humanos en juegos especifi-
cos como Chinook [43] para Damas (juego para el cual ya existe una estrategia que permite ganar
sin importar las jugadas que realice el contrincante [42]), Deep Blue [9] para el ajedrez y Dark
Knight [30] para Bangi o ajedrez medio chino. Estos agentes especializados han dado buenos resul-
tados en el dominio para el cual fueron disenados, sin embargo, por lo regular un agente que sea
bastante bueno en un juego como el ajedrez podria ser malo jugando damas o en cualquier otro
juego, esto es porque las reglas de un juego son diferentes a otro; lo que permite cuestionar qué tan
inteligentes son estos agentes si solo funcionan en un tnico dominio [51].

Derivado de lo antes expuesto, recientemente, el desarrollo de Agentes Inteligentes se ha enfoca-

do en desarrollar agentes capaces de jugar sin disponer para ello de estrategias aprendidas o a priori,

producto de este interés surge el drea de |General Game Playing| (GGP)). Comunmente en agentes

disenados para jugar un soélo juego, los desarrolladores son quienes analizan y determinan las es-
trategias que permitan tener un buen nivel de juego. En [GGP]los agentes deben ser auténomos, es

decir deben desarrollar sus propias estrategias de juego sin intervencién humana, sin haber jugado

3
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el juego con anterioridad y partiendo tinicamente de las reglas que le son suministradas momentos
antes de jugar [7] 25] 26] [51].

Aunque los agentes en [GGP| no pueden compararse en rendimiento y eficiencia a los agentes
especializados, su utilidad es mayor ya que éstos pueden desempenarse en diferentes dominios, e
incluso las técnicas desarrolladas en[GGP]pueden ser usadas en otras dreas como gestion de procesos

de negocios, comercio electrénico, operaciones militares, entre otros [25, [26].

Un avance importante en el area de ha sido la utilizacién del método |Arbol de Bﬁsqueda|

[Monte Carlo| (ABMC)), idea propuesta por primera vez por Finsson y Bjornsson [20] y usada en

el agente CadiaPlayer, el cual gané tres veces la competencia internacional de [GGP} definiendo el
estado del arte del desarrollo de agentes en [25]. Por lo general el se aplica a juegos
por turnos para dos jugadores, sin embargo, existen versiones para otro tipo de juegos [8].

El es un método que se gufa por simulaciones Monte Carlo [8], usando los resultados de
exploraciones previas para estimar con mejor precisién los valores de los movimientos més promete-
dores [8] [T6]. Para ello el hace uso de un arbol donde cada arista representa un movimiento
posible y cada nodo representa un estado del juego. A cada nodo se le asocia una serie de estadisti-
cas como el nimero de victorias y el nimero de visitas al nodo. En cada iteracién realiza cuatro
pasos [10]: seleccién, expansion, simulacién y propagacion hacia atrds. En el paso de seleccion se
recorre el arbol desde la raiz hasta un nodo que ain tenga nodos hijos por agregar, el recorrido es
guiado por una politica de seleccién que determina qué nodo debe visitarse en cada nivel. En el
paso de expansién un nodo se agrega al arbol. En el paso de simulacién, se realiza una ejecucién del
juego partiendo del nodo hijo, en esta simulacién el agente realiza los movimientos de los jugadores
siguiendo una politica de simulacién hasta terminar el juego. En el paso de propagacion hacia atrés,
el resultado de la simulacién es propagado en todos los nodos visitados actualizando sus estadisticas.

Cada vez que el algoritmo [ABM(C]realiza el paso de seleccién se enfrenta con el siguiente dilema:
;qué nodo se debe visitar?, jaquel que parece ser el mejor hasta el momento? o jnodos menos

prometedores que quizas resulten ser mejores en iteraciones posteriores? Este dilema es conocido

como el dilema de exploracion-explotacién, al cual pertenece el[Problema del Bandido Multi-Armado|

(PBMA) [38, 50, 55]. E1[PBMA|consiste en lo siguiente [5]: dado un conjunto de K mdaquinas traga
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monedas, donde cada una de ellas tiene cierta probabilidad de dar una recompensa, la pregunta
es; jen qué maquina debe jugarse si se desea maximizar la recompensa?, la que ha dado la mayor

recompensa hasta el momento o se debe probar otra maquina con la esperanza de que se obtenga

una mejor recompensa. [Upper Confidence Bound| (UCB]), propuesto por Auer et al. en [5], es el

algoritmo més popular en y se ha usado en [ABMC]| como politica de seleccién con buenos

resultados [20], a esta combinacién se le conoce como |[Upper Confidence Bounds Applied to Trees|

(UCT).

En esta tesis se reporta el desarrollo de dos politicas de seleccion especificas para|General Game

[Playingque toma como base las politicas desarrolladas para el[Problema del Bandido Multi-Armado]

La principal caracteristica de estas politicas es que se adaptan al arbol de juego al hacer uso de una
funcién (en lugar de una constante) que controla la etapa de exploracién con base al nimero de
nodos del nivel del drbol donde se estén aplicando. Para obtener estas dos politicas de seleccién se
realizaron dos experimentos, en los cuales se hicieron uso de una serie de conjuntos de problemas de
bandido con diversas cantidades de méaquinas los cuales emulan el niimero de nodos de un arbol de
juego. Con estos conjuntos y junto a un algoritmo basado en intervalos y al algoritmo de recocido
simulado (algoritmo utilizado en problemas de optimizacién) se obtuvieron las funciones que son
la principal caracteristica de las politicas propuestas en esta tesis. La finalidad de estas politicas
es que, los agentes que las implementen tengan un mejor rendimiento en [GGP] en términos de

victorias, en comparacion con los agentes basados en [UCT]

Justificacion

debido a sus resultados en juegos especificos, es la politica méas utilizada en [11 [12],
esto se debe principalmente a que es independiente del dominio, es decir no requiere de conocer el
juego que se aborde sino cémo es el comportamiento de la distribucién de recompensas del mismo.
Por otro lado, desde la concepcién de [UCB]|se han desarrollado nuevas politicas para PBMA] como

[UCB-Tuned [20], [UCB-V] [3], [UCB-Minimal [36], MOSS| [2], entre otros [§]. Estas politicas no se

han probado en [GGP} esto debido a los buenos resultados obtenidos por [UCB] Sin embargo, estas
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politicas también son independientes de dominio, por lo cual se pueden aplicar a [GGP| pudiendo
presentar mejores resultados que [UCB|

Perick et al. [40] hace un comparativo de varias politicas en con el juego de Tron donde
es quien tiene el mejor desempeno. Derivado de esto, surge la siguiente pregunta de

investigacion: Tomando como referencia las politicas existentes en el [Problema del Bandido Multi-|

;Es posible desarrollar una politica de seleccién que dé un rendimiento superior a[Upper]

[Confidence Bound| en [General Game Playing| en términos de victorias?

Objetivo de tesis

En esta tesis se propone el desarrollo de una politica de seleccién adecuada a [GGP| tomando
como referencias las politicas[UCB| UCB-Tuned y ETC, desarrolladas para[PBMA] con la finalidad

de generar agentes con mejor rendimiento que aquellos que usan a[UCB|como politica de seleccion.

Hipotesis

Una politica de seleccién basada en las caracteristicas de las politicas de activacion del

|[del Bandido Multi-Armado|y que aproveche las caracteristicas del arbol de juego, permitira lograr

un mayor numero de victorias en contexto de [General Game Playing]

Estructura de la tesis
La Tesis cuenta con cinco capitulos, lo cuales tienen el siguiente contenido:

= Capitulo [1| Marco Tedrico: En este capitulo se tratan los diferentes topicos relacionados

con el proyecto de investigacién.

= Capitulo 2| Estado del Arte: En este capitulo se tratan los avances y trabajos relacionados

con el proyecto de investigacion.
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s Capitulo [3] Metodologia: Incluye la metodologia para dar solucién al problema planteado

en esta tesis.

» Capitulo [4] Politicas Propuestas: La descripcién de las politicas desarrolladas para [GGP]
propuestas en esta Tesis, son descritas en este capitulo ademas de los resultados experimen-

tales, mediante los cuales se analiza el rendimiento de dichas propuestas.

= Capitulo [5| Conclusiones: Con las politicas propuestas en la Tesis, asi como las lineas
abiertas de estudio, se incluyen en este capitulo las conclusiones que se obtuvieron de este

trabajo de tesis.
De igual forma, se incluyen los siguientes Anexos:

» Anexo [A] Juegos de Tablero: Donde se describe los juegos de tablero para dos jugadores

que se utilizaron para evaluar la politica propuesta en esta tesis.

» Anexo [Bl Demostracién de Teoremas: En este anexo se muestran las demostraciones de

los teoremas mostrados en el Capitulo [[] Marco Tedrico.

» Anexo [C} Publicaciones Las evidencias de las publicaciones, producto de la realizacién de

esta tesis de investigacion, se muestran en este anexo.
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Capitulo 1

Marco Teorico

En este capitulo se muestran los conceptos, definiciones y teorias referentes al 4rea de
el método de |Arbol de Bisqueda Monte Carlo|y del [Problema del Bandido Multi-|

que servirdn para sustentar los siguientes capitulos.

1.1. General Game Playing

Para Bjornsson y Finnsson [6] es el drea de la que tiene como objetivo crear agentes
inteligentes que puedan aprender de forma automética como jugar habilmente una amplia variedad
de juegos, con solo las descripciones de las reglas de estos.

En se abordan juegos finitos, sincronos y con un nimero fijo de jugadores [26] 25]:

= Se dice que un juego es finito si toma lugar en ambientes con un nimero finito de estados, de
los cuales uno es el estado inicial y uno o mas estados finales. En cada estado los jugadores

disponen de cero o mds acciones (movimientos) cuya respuesta es otro estado del juego.

= Un juego es considerado sincrono cuando todos los jugadores realizan movimientos en todos
los pasos, incluso cuando algin jugador realice un movimiento de no accidén o de no hacer

nada.

= Un juego se dice que tiene un numero fijo de jugadores cuando en todas sus fases el nimero

de jugadores permanece inalterable.
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En general los juegos comtnmente utilizados en [GGP]son los juegos combinatorios estos tienen

las siguientes caracteristicas [45]:
= Son Unicamente para dos jugadores.
= Son por turnos, es decir los jugadores alternan entre sus jugadas.

= El juego debe continuar hasta que algin jugador no pueda hacer un movimiento valido, es

decir son finitos.

= Los jugadores tienen conocimiento de todo lo que sucede en el tablero en cualquier momento,

son juegos con informacién completa.
= No tienen ningin elemento de azar.

Estas caracteristicas se adecuan a los agentes [GGP] ya que se garantiza que el juego termina en
algin punto, el agente responde a las acciones del otro y al tener conocimiento de lo que sucede y
podria suceder en el tablero el agente puede planear sus proximas jugadas sin esperar que exista
intervencion del azar.

Algunos ejemplos de juegos combinatorios son el ajedrez, havannah, othello, domineering, entre
otros. Los juegos de cartas como el pdker no se consideran juegos combinatorios (sin embargo,
también se han abordado en @ [44]), ya que no cumplen con varias de las caracteristicas de los

juegos combinatorios como:
= Involucran azar.
= Los jugadores solo tienen conocimiento de una parte del juego.

= No hacen uso de un tablero.

1.2. Arbol de Biusqueda Monte Carlo

Los juegos combinatorios pueden ser representados por un drbol de juego (otra forma de repre-

sentacién es por medio de maquinas de estados [27]), donde cada nodo representa un estado del
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juego y cada arista representa un movimiento y, en consecuencia, cada nodo hoja representa un
estado final del juego. La Figura [[.I] muestra una parte del drbol de juego para el juego del Gato o
Tic-Tac-Toe, en esta figura se pueden observar los diferentes movimientos que pueden realizar los

jugadores a partir del estado del juego representado por el nodo raiz.

X X o
[}
o X
X X o X X o X X (0]
X [¢] [} X [¢]
[0 X o X X [0 X
X X (9) X X o X X (0] X X [0 X X o X X o
X [0 o X (8] o [0 X [0 X [0 o o [0
[0 X o o X o X o (0] X X [0 X X o X
X X (9) X X (0] X X o X X o
X o o o (9 X [0 [9) X X o (&)
X &) X X o X X (9] X X o X

Figura 1.1: Arbol de Juego parcial para Tic-Tac-Toe

De acuerdo con el arbol de juego de la Figura la mejor jugada que el jugador X puede
realizar es colocar una X en la casilla inferior izquierda con lo cual evitaria perder inmediatamente
vy quizas ganar dependiendo de la respuesta del contrincante.

Un agente puede aprovechar este arbol de juego para generar sus estrategias y ganar el juego,
la idea base radica en que en cada turno el agente consulte el arbol de juego y elija los nodos
que conduzcan a hojas donde se produzcan victorias y evite aquellos nodos que conduzcan a hojas
donde el agente pierda. Es decir, el agente realiza una bisqueda de nodos en cada turno.

En un inicio los agenteshacian uso de algoritmos de bisqueda en drbol como Minimaz [27],
Alfa-Beta [27] y Bisqueda en Profundidad con Profundidad Limitada (BPPL) [27]. Sin embargo,

debido a que existen juegos cuyos arboles de juego son bastante grandes ya sea en anchura, en
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profundidad o ambos, los agentes basados en estos algoritmos resultan bastante ineficientes. No

es hasta la llegada del método [Arbol de Biisqueda Monte Carlo| (ABMC)) donde los agentes @

pudieron enfrentar este tipo de drboles y aumentaron su rendimiento. El éxito de[ABMC]|se debe a

lo siguiente:

» Se puede aplicar en cualquier momento ya que el nodo rafz del arbol usado por ABMC]| puede

ser cualquier estado del juego.

» A diferencia de otros métodos [ABMC] no requiere expandir por completo el drbol de juego.
Al ser un método probabilistico, ABMC] explora el drbol hasta cierto nivel y hace uso de

estadistica para determinar qué tan probable es que un nodo conduzca a una victoria.

= No requiere de conocimiento previo como el método Minimax. Lo tinico que requiere saber es

cuantas veces se ha visitado cada nodo y cuantas victorias se han logrado en dicho nodo.

Seleccion Expansién

A

)

Propagaciéon Hacia Atréds
Simulacién

Figura 1.2: Arbol de Busqueda Monte Carlo

En su ejecucién [ABMC] consiste en cuatros pasos (ver Figura|l.2)): Seleccién, Expansién, Simu-

lacién y Propagaciéon Hacia Atras. Estos pasos son repetidos en ese orden hasta que se cumpla un
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criterio de parada, que puede ser por tiempo de ejecuciéon o nimero de iteraciones. El Algoritmo

muestra los pasos de cuyo criterio de parada es nimero de iteraciones.

Algoritmo 1: Arbol de Busqueda Monte Carlo
Entrada: s un nodo que representa un estado del juego

Salida: ¢ un movimiento

1 mientras simulaciones < mazimo hacer

2 v < Seleccidn(s);

3 r < Simulacién(v);

4 simulaciones < simulaciones + 1;
5 Propagacién Hacia Atras(v,r);

6 devolver Movimiento (s)

Seleccion En este paso el método recorre el drbol desde el nodo raiz hasta encontrar un nodo que
aun tenga hijos y que no estén en el drbol (Algoritmo . Una vez encontrado este nodo, se llama

al paso de Expansién.

Algoritmo 2: Arbol de Bisqueda Monte Carlo: Seleccién
Entrada: v un nodo que representa un estado del juego

1 mientras v no es hoja hacer

2 si v no completamente expandido entonces
3 L devolver Expandir (v)

4 en otro caso

5 L v < PoliticaSeleccion(v)

6 devolver v

El recorrido que realiza el paso de Seleccién esta guiado por una politica de seleccion, la cual
indica qué nodo debe ser explorado en cada nivel. En su forma maés bésica, la politica de seleccién

consiste en elegir el nodo que tenga la mayor razén entre victorias y visitas, puede verse este proceso

en el Algoritmo
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Algoritmo 3: Arbol de Bisqueda Monte Carlo: Politica Seleccién
Entrada: v un estado del juego

1 mejor < nulo;
2 mazr < —1;

3 para cada hijo de v hacer

hijo.victorias ,

4 t hijo.visitas

5 si maxz < t entonces
6 mazx < t;

7 mejor < hijo;

8 devolver mejor

En cada iteracién, en el paso de seleccién, el método [ABMC] se enfrenta a la siguiente decision:
;qué nodo debe visitarse, el nodo que hasta el momento ha dado el mayor nimero de victorias
o algun otro nodo menos prometedor que quizas en futuras interacciones dé mejores resultados?
Lo anterior se conoce como el Dilema de Explotacion-Exploracién donde la idea es encontrar un
equilibrio entre explorar las acciones disponibles mientras se elige la mejor acciéon tan a menudo

como sea posible [5].

Expansién En este paso se agrega un nodo hijo (que atin no estd en el drbol) del nodo encontrado

en el paso de seleccién, este proceso se muestra en el Algoritmo

Algoritmo 4: Arbol de Bisqueda Monte Carlo: Expansién
Entrada: v un estado del juego

1 v/ < nuevo hijo de v;
2 v .padre < v;

3 devolver v’

Simulacién Partiendo del estado representado por el nodo recién agregado, el método realiza los

movimientos de los jugadores de manera aleatoria hasta lograr un resultado.
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Algoritmo 5: Arbol de Biisqueda Monte Carlo: Simulacién
Entrada: v un estado del juego

1 mientras v no es hoja hacer

2 L v < Elegir de forma aleatoria un nodo hijo de v;

3 devolver resultado de v

Propagacion Hacia Atras En este paso el resultado de la simulacién es propagado en todos los
nodos visitados actualizando sus estadisticas, es decir se incrementa el ntimero de visitas y en caso

de que la simulacidn resulte en una victoria también se incrementan las victorias (ver Algoritmo @

Algoritmo 6: Arbol de Busqueda Monte Carlo: Propagaciéon Hacia Atras
Entrada: v un estado del juego

Entrada: r resultado

1 mientras v no sea nulo hacer

2 v.visitas <— v.visitas + 1;

3 si resultado es victoria entonces
4 L v.victorias < v.victorias + 1;
5 v < v.padre;

Eleccion de movimiento Una vez que el método termina, el movimiento que el agente debe

realizar se elige entre los hijos del nodo raiz de acuerdo con alguno de los siguientes criterios [8]:
= Hijo Maximo Se elige el nodo con el mayor nimero de victorias.
= Hijo Robusto Se elige el nodo con el mayor nimero de visitas.

= Hijo Maximo-Robusto Se elige el nodo con el mayor nimero de victorias y de visitas. Se
debe tener en cuenta que el nodo debe cumplir con las dos condiciones, en caso de que ningtin

nodo cumpla estas dos condiciones se debe aplicar nuevamente [ABMC] hasta que un nodo

satisfaga dichas condiciones.
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= Promedio de Victorias Se elige el nodo con el mayor promedio de victorias respecto al

numero de visitas.

= Por Politica Se elige el nodo en base a la politica de seleccién que se usé en el paso de

Seleccién.

1.3. Problema del Bandido Multi-Armado

Como se mencioné anteriormente, [ABMC]| debe lidiar con el Dilema de Explotacién-Exploracién

en el paso de Seleccién. El [Problema del Bandido Multi-Armado| también lidia con este dilema y

debido a su semejanza se han utilizado las técnicas desarrolladas en PBMA en el paso de seleccién
de[ABMC] En esta seccion se definen algunos conceptos de probabilidad los cuales serdn ttiles para
entender el PBMA] y los algoritmos planteados para atacar el dilema de explotacién-exploracién

desde este enfoque.

1.3.1. Conceptos basicos de Probabilidad

En teoria de la probabilidad se define un experimento como cualquier accién o proceso cuyo
resultado este sujeto a la incertidumbre, por ejemplo, el lanzamiento de una moneda o un dado
de seis caras. Se conoce como espacio muestral al conjunto de todos los resultados posibles de
un experimento. Para el lanzamiento de una moneda, el espacio muestral es conformado por dos
elementos {cara, cruz}, para el caso del lanzamiento de un dado el espacio muestral es {1,2, 3,4, 5,6}.

Se define como evento al subconjunto de los resultados del espacio muestral, siendo un evento
simple aquel evento formado por solo un resultado y evento compuesto al evento formado por
mas de un resultado. Ejemplo de un evento en el lanzamiento de un dado seria obtener un nimero
par, en este caso obtener un ndmero del subconjunto {2,4,6}. La probabilidad de un evento A
consiste en asignar a dicho evento un ntmero P (A4) como una medida precisa de la oportunidad de

que el evento A ocurra. Para el evento A de obtener un niimero par en el lanzamiento de un dado

P (A) = 0.5.
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Se define como variable aleatoria a una funcién que tome como dominio un espacio muestral
Sy como rango al conjunto de niimeros reales. Se conoce como variable aleatoria Bernoullli a
aquella variable aleatoria cuyos tnicos dos valores posibles son {0,1}. Una variable aleatoria se dice
que es discreta si tiene un nimero contable de valores posibles es decir constituyen un conjunto
finito. En cambio, si la variable aleatoria tiene un nimero infinito de valores posibles no contables
se dice que es continua. En este sentido, dos variables aleatorias son independientes si el hecho
de conocer el valor de una no proporciona informacién del valor que obtendrd la otra.

La distribucién de probabilidad es una funcién que establece la probabilidad de que la varia-
ble aleatoria X tome el valor posible z, esto es p (z) = P(X = z). La distribucién de probabilidad

debe cumplir las siguientes condiciones:
= p(r) =0

= >, p(@)=1

La media (también conocido como valor esperado, expectativa o esperanza) de una varia-
ble aleatoria discreta X con distribucién de probabilidad p(z) se define como p = E[X] =
> . 2p(x). De este modo, la media para una suma de variables aleatorias discretas como: pu =

E[X1+Xo+- + X =E[Xi] + E[X5] +--- + E[X,,].

1.3.2. Definicién del Problema del Bandido Multi-Armado

El[PBMA] consiste en lo siguiente: supéngase que se tienen un conjunto de K mdquinas traga-
monedas, cada una de las cuales tiene una probabilidad p; de dar una recompensa (en el &mbito de
las tragamonedas puede ser un objeto de valor). Dicha probabilidad es desconocida e independiente
de las otras maquinas, si se tienen n rondas y si solo se puede activar una maquina a la vez, ;cual
maquina debe activarse en cada ronda con la finalidad de maximizar la cantidad de recompensas
obtenidas?

Formalmente Auer et al. [5] define al por las variables aleatorias X;, con 1 <7 < K

y n > 1, donde cada i es el indice de cada mdquina tragamonedas. Activaciones sucesivas de
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una maquina ¢ producen recompensas X; 1, X;,, - -, las cuales son independientes e idénticamente

distribuidas de acuerdo con una ley desconocida con una expectativa p; también desconocida.
Una politica de activacién es un algoritmo que indica qué méquina activar en cada ronda en

[PBMA] por lo general la politica de activacién se basa en las activaciones previas y las recompensas

obtenidas. Se han propuesto diversas politicas para[PBMA|siendo [Upper Confidence Bound| (UCBY)

la mds popularmente usada [35], debido principalmente a su simplicidad y rendimiento.
La eleccién de un nodo en el paso de seleccién del método [ABMC]| es equivalente a elegir una
maquina tragamonedas en[PBMA|[g], esto es que cada nodo puede ser representado por una maquina

tragamonedas con lo siguiente:

= El ntimero de victorias del nodo corresponde al nimero de veces en que una maquina ha dado

una recompensa.

= El ntimero de simulaciones del nodo corresponde al niimero de veces en que la maquina se ha

activado.

Gracias a esta equivalencia se pueden utilizar las politicas de activacién en[PBMA]como politicas

de seleccién en [ABMC] siendo la mds popular [UCB] cuyo uso se conoce como [UCT]

1.3.3. Upper Confidence Bound

La principal dificultad del [PBMA] radica en que se desconoce la media de cada una de las

maquinas, sin embargo, puede estimarse usando la Desigualdad Chernoff-Hoeffding.

Desigualdad Chernoff-Hoeffding[5l, 29] . Sean X;, X»,---, X,, variables aleatorias indepen-

dientes con X; € [0,1], # = 2 > j=1X; es la media empirica y p = E[7]. La desigualdad de

T n

Chernoff-Hoeffding establece que para todo € > 0:

Pz+e<u)< e~ 2ne” Pz—e>p) < e~ 2ne” (1.1)

Es decir que la probabilidad de que la media de un conjunto de variables aleatorias indepen-

dientes sea superior (o inferior) a la media empirica méds (o menos) cierto valor € esta acotada
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exponencialmente.

Adaptando la Desigualdad Chernoff-Hoeffding al [PBMA]se tiene para la maquina i:

2
P(Zir, + e < pi) < e 2T (1.2)

donde Z; 1, es el promedio de recompensas obtenidas de la méquina i de las T; veces que se ha

activado y u; es la media desconocida de la maquina .
Es decir que la probabilidad de que la media de la maquina ¢ sea superior al promedio de las
2Ti6?

recompensas obtenidas mas cierto valor es a lo mucho e~

Auer et al. [5] propone que esta probabilidad debe decaer conforme el nimero de rondas ¢

incrementa, esto puede ocurrir al hacer:
P(Zig, + e < p) <e 2T =172 >0 (1.3)

y de esta manera se puede obtener el valor de ¢;:

alogt
i = 1.4
«=\"F (1.4

por lo cual (1.2) queda como:

logt
P (:c ) et < ui> <2 (1.5)
’ T;
o lo que es lo mismo
_ alogt —oa
P ;T + T <pi )l >1-—t (16)

es decir se tiene una probabilidad mayor a 1 —¢~2%* de que el estimado de la media: 7, 1, +

alogt

7 sea inferior a la media real y;.
p

Por lo anterior al tener un ¢ lo suficientemente grande, se tiene una alta posibilidad de que se
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B . 2alogt <
X4, T; > My
: \/ T, H

por lo cual, siguiendo un enfoque elitista, en cada ronda debe activarse la maquina ¢ cuyo estimado

cumpla

sea el mayor al del resto de maquinas esto se conoce como|Upper Confidence Bound|y se describe

en el algoritmo [7]

Algoritmo 7: Upper Confidence Bound

Entrada: K maquinas y 7" Rondas
1 Activar cada maquina una sola vez;
2 parat <+ K+ 1 aT hacer
3 Activar la maquina ¢ que maximice;

4

alogt

T, +

1.3.4. Control de la Explotacién y la Exploracién en UCB

El control de la explotacién y exploracién en se da en la estimacién de la media, la cual

puede dividirse en dos términos:

alogt
T;

T, +

~—~—

Término de Explotacién  Término de Exploracién

Se puede observar que, en especifico, el balance entre la explotacién y la exploracién se da
de acuerdo con el nimero de veces que la maquina ha sido activada, es decir depende del valor
de T;. Después de cierto niimero de rondas ¢, si la maquina ¢ ha sido pocas veces activada el
término exploracién tendrd un valor alto lo que indicard que es necesario més activaciones para
determinar qué tan buena es. En cambio, si la maquina ha sido activada frecuentemente el término de

exploracién tenderd a 0 dejando que la decisiéon de qué tan buena es la méquina recaiga inicamente

en el promedio de recompensas que dicha maquina ha dado.
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Es necesario observar que el valor de o también influye en el término de exploracién. Original-
mente la constante de « entiene un valor de 2 [5] el cual actualmente se considera un estandar.
Sin embargo, se ha propuesto que un valor de % produce un mejor resultado [38], no obstante, para
ciertos autores el valor de dicha constante debe ser determinado en base al problema a abordar

pudiendo incluso a tener un valor de 0 [g].

1.3.5. Arrepentimiento Esperado de UCB

Aver et al. [5] y Munos et al. [38] definen el arrepentimiento acumulado como la pérdida
obtenida, en términos de recompensas, debido a que la politica no siempre activa la maquina éptima
(la maquina con mayor probabilidad de dar una recompensa) sino una subéptima. Entonces, una

politica de activacion tiene como objetivo minimizar el arrepentimiento acumulado.

El arrepentimiento acumulado en la ronda T para K maquinas se define como

T
R(T)=Tu _Z;Xj W= mix
]:

El arrepentimiento esperado o la pérdida que una politica de activacién obtendrd al no activar

siempre la mejor maquina formalmente se define como:
t
ER(T)] =Y E[T]A;  Ai=p —p  Ti=)» 1{I;=i}
; =

donde T; es el nimero de veces que la maquina ¢ ha sido jugada y A; es la diferencia entre la media

de la maquina 6ptima p* y la media p; de la maquina :.

Para Auer et al. [5] el arrepentimiento esperado para con o = 2, estd dado por el siguiente

teoremas

Teorema 1 (Arrepentimiento Esperado para UCB con o = 2). Si la politica es ejecutada

en K mdquinas (K > 1) con distribuciones de recompensas arbitrarias (p1,---pr), pi € [0,1], el
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arrepentimiento esperado en la ronda T es a lo mucho

InT n 12
A; 3

R(T)< ) 8 A

:A; >0
Jamieson [32] da un arrepentimiento general de m para cualquier valor de a:
Teorema 2 (Arrepentimiento Esperado General para UCB ). Si la politica [UCB| es ejecutada

en K mdquinas (K > 1) con distribuciones de recompensas arbitrarias (p1,---pr), pi € [0,1], el

arrepentimiento esperado después de cada ronda T es a lo mucho

InT 2
R(T) < Z4a2_+aflAi a>0

La demostracion de estos teoremas se puede ver en el apéndice

1.3.6. Otras Politicas de Activacion

Aunque [UCB]es la politica mas usada tanto en [PBMA] como en ABMC, se han propuesto otras

politicas entre las que destacan las siguientes.

Upper Confidence Bound Tuned. Auer [5] propone [UCB-Tuned|como una mejora a en
la cual la fase de exploracion se ve influida por la varianza muestral de las maquinas como puede

observarse en el algoritmo

Se debe observar que (1.8) es la varianza muestral donde s es el nimero de veces que se ha
activado la médquina y ¢ el nimero de veces que todas las maquinas han sido activadas. Debe
b 1 tant lazad funcién de minimizacién entre el valor * y 1
observarse que la constante a es remplazada por una funcién de minimizacién entre el valor 7 y la

varianza muestral lo que permite que la fase de exploracién se adapte de acuerdo a esos valores.

En el ambito de los juegos de tablero UCB-Tuned se ha aplicado en juegos como Go, Otelo y
Tron [§], pero no en GGP.



1.3. PROBLEMA DEL BANDIDO MULTI-ARMADO

23

Algoritmo 8: Upper Confidence Bound Tuned

Entrada: K maquinas y T Rondas
1 Activar cada maquina una sola vez;
2 parat<+ K+ 1 aT hacer
3 Activar la maquina ¢ que maximice;

4

logt , (1
xi,nw i { 3.5 (1)} (1.7

- _ 2logt
ij (8) = (S Zm?‘r> - x?,s + S (18)
T=1

Upper Confidence Bound With Variance (UCB-V) . Propuesto por Audibert et al. [3] es

la politica [UCB]la cual usa la varianza de las méquinas para determinar la miquina a activar, ver

algoritmo [9]

Algoritmo 9: Upper Confidence Bound With Variance

Entrada: K maquinas y 7" Rondas
1 Activar cada maquina una sola vez;
2 parat <+ K+ 1 aT hacer
3 Activar la maquina ¢ que maximice;

4

202Clogt  3Clogt
+c

1.

Ti T,

Para (1.9), O'JQ» representa la varianza de la maquina j y las constantes (,c > 0 son parametros

de afinacién que permiten controlar el comportamiento del algoritmo.

Upper Confidence Bound Minimal (UCB-Minimal) . Maes et al. [36] proponen un enfoque

sistemdtico para la obtencién automatica de politicas que sean simples y tengan un buen rendi-

miento, del cual resulta [UCB-Minimall politica que puede verse como una versién sencilla de [UCB]|
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ya que solo requiere del promedio de las recompensas y el niimero de activaciones con lo cual ha

dado buenos resultados en diferentes instancias del [PBMAI

Algoritmo 10: Upper Confidence Bound Minimal
Entrada: K maquinas y T Rondas

1 Activar cada maquina una sola vez;
2 parat <+ K+ 1 aT hacer
3 Activar la maquina ¢ que maximice;

4

Debe observarse que esta politica atin depende de una constante c¢ la cual debe determinarse de

manera empirica.

Minimax Optimal Strategy in the Stochastic Case (MOSS) . Politica inspirada en

que de igual forma toma como referencia la desigualdad de Hoeffding [2] (algoritmo [LT)).

Algoritmo 11: Minimax Optimal Strategy in the Stochastic Case
Entrada: K maquinas y 7" Rondas

1 Activar cada maquina una sola vez;
2 parat <+ K+ 1 aT hacer
3 Activar la maquina ¢ que maximice;

4

TiT, +

(1.11)

La diferencia principal entre [MOSS]y [UCB]| radica en que cuando una maquina se ha activado

mas de % veces, solo se toma en cuenta el promedio de recompensas de dicha maquina.
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De acuerdo con [2], el arrepentimiento de [MOSS|esta dado por:

R(T)< 2K Y i (ln (Tﬁ) ’1) (1.12)

A.
i:A;>0 v

[Explore-Then-Commit| (ETC|) . Esta politica no sigue la idea planteada por sino que
tiene la particularidad de que tiene una etapa de exploracién pura donde cada maquina es activada
una cierta cantidad m de veces antes de iniciar con una etapa de explotacién donde la maquina a

activarse serd de acuerdo a el promedio de sus recompensas, proceso que puede verse en el algoritmo

L2

Algoritmo 12: Explore-Then-Commit

Entrada: K méquinas y T' Rondas
1 Activar cada maquina una sola vez;
2 parat< K+ 1 aT hacer
3 Activar la maquina ¢ tal que;

4

(t méd K)+1 sit<mK
i = (1.13)

max; Ti, T, ift >mK

1.4. Algoritmo de Recocido Simulado

El algoritmo de |[Recocido Simulado| (RS)) es un algoritmo de bisqueda para problemas de opti-

mizacién cuya particularidad es la implementacién de aleatoriedad con la finalidad de evitar caer en
minimos/méximos locales [41] ademds de poder encontrar el minimo/méximo global sin importar
la configuracién inicial [37]. El nombre de surge del proceso fisico de templado de metales, el
cual consiste en calentar los metales a una alta temperatura para posteriormente enfriarlos poco a
poco [41].

En cada iteracién [RS| en lugar de escoger una solucién que mejore a la solucién actual, escoge

una solucién vecina de manera aleatoria, si esta solucién mejora a la solucién actual se acepta
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como nueva solucién, en caso contrario se acepta de acuerdo con una cierta probabilidad [41]. El
proceso anterior puede verse mas claramente en el algoritmo [13| el cual estd enfocado a problemas

de minimizacién.

Algoritmo 13: Recocido Simulado

Entrada: T},;.iq; Temperatura Inicial
Entrada: n Numero de iteraciones
Entrada: S;,;cia Solucién Inicial

1 Tactual — Tinicial;
2 Sactual — Sinicial;
3 parat<« 1 at<mn por I hacer
4 Svecino < obtenerVecino(Sactual);
5 si valor(Sactuat) > valor(Syecino) €ntonces
6 L Sactual — Svecino;
7 en otro caso
e valor(Sactuat) —valor(Svecino) .
8 Sactual < Svecino de acuerdo a una probabilidad exp P— ;
9 Toctual < esquemaEn friamiento (Tinicial);

10 devolver Sy cival

De acuerdo con [37] la eficacia del algoritmo de recocido simulado depende de dos pardmetros:

Temperatura Inicial Esta no debe ser muy alta para evitar que[RS|requiera de un tiempo excesivo

de célculo, pero tampoco debe ser muy baja para evitar caer en minimos/mdximos locales.

Esquema de Enfriamiento La velocidad de enfriamiento repercutird en la calidad de la solucion
y el tiempo necesario para encontrarla. Un enfriamiento rdpido repercute en una solucién de
baja calidad por el contrario un enfriamiento lento requeria de un mayor tiempo de célculo.

Se han propuesto diversos esquemas de enfriamiento [37]:

Enfriamiento Logaritmico Un esquema de enfriamiento que converge lentamente al mini-

mo global lo que repercute en el tiempo de calculo.

- Cc
~log (1+1)

Ty

donde ¢ es una constante positiva dependiente del problema y ¢ corresponde a la inter-
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accion.

Enfriamiento Geométrico El esquema de enfriamiento geométrico es mas rapido que el
enfriamiento logaritmico:
t
Tt = Tinicialﬁ
donde § es una constante entre 0 y 1, si se desea un enfriamiento lento § debe tomar un
valor cercano a 1.

Enfriamiento Lineal Al igual que el enfriamiento geométrico, el enfriamiento lineal es mas

rapido que el enfriamiento logaritmico:

— t
Tt - Tinicial —-n

donde n es un pardmetro de decaimiento. Debe observarse que tanto el enfriamiento

geométrico como el lineal converge a un minimo muy cercano al minimo global.

Enfriamiento Aritmético-Geométrico Esquema inspirado en la procesiéon Aritmético-
Geométrico y se define como:

Tt+1 = aTt + b

donde a debe ser diferente de 1 y b debe ser diferente de 0.



28

CAPITULO 1. MARCO TEORICO



Capitulo 2

Estado del Arte

La politica de seleccién del ABMC] indica, en cada nivel, qué nodo se debe recorrer en el arbol
del juego. En la literatura se pueden encontrar diferentes formas de aplicar las politicas de seleccién
para influenciar este recorrido y balancear la exploracién y la explotacion, muchas de estas mejoras
se basan en el dominio en que se aplican [§].

Usar [UCB] como politica de seleccion, tiende a que ABMC]se enfoque en la exploracién antes de
la explotacion lo cual es beneficioso cuando se tienen arboles de juego con un factor de ramificacién
pequeiio, sin embargo, cuando el factor de ramificacién es grande, [UCB| tenderd a explorar los no-

dos de los primeros niveles dejando sin explorar nodos que se encuentren en niveles mas profundos.

[Urgente Jugar Primero| (UJP)) [24], originalmente ideada para el juego de GO, se ha propuesto

como una forma de fomentar la exploracién temprana de nodos en niveles profundos, la idea base
consiste en asignar un valor fijo a nodos no visitados y usar el valor [UCB]| de nodos visitados; de
esta manera visitard los nodos con mayor valor. Un valor [UJP] alto fomentara la explora-
cién de cada movimiento, sin embargo, un valor bajo provocard la explotaciéon temprana de nodos
prometedores de acuerdo con los resultados obtenidos por las simulaciones.

En ocasiones cuando tiene que lidiar con arboles de juego con un factor de ramificacién grande
se puede observar que muchos movimientos son similares, lo que conduce a que [ABMC] tenga que

realizar una cantidad mayor de simulaciones para poder distinguir entre estos movimientos [§].

29
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Una idea para tratar con factores de ramificaciones grandes es agrupar los movimientos similares y
usar una politica como [UCB| para: primero elegir un grupo y posteriormente elegir de ese grupo el
movimiento [54]. Esta idea se ha aplicado en el juego de Go y Amazonas probando que con grupos

de movimientos se puede reducir el factor de ramificacién [54] [18].

Otra forma de influir en el recorrido del arbol de juego, y de las simulaciones, es hacer uso de los
Movimientos Decisivos, movimientos que conducen a una victoria inmediata, y Movimientos
Anti-Decisivos, movimientos que evitan que el contrincante haga un movimiento decisivo. Asi
el recorrido debe hacerse de la siguiente forma, si el jugador tiene un nodo que represente un
movimiento decisivo se selecciona este nodo, sino se usa [UCB| de manera usual. Los Movimientos
Decisivos y Anti-Decisivos se han probado en los juegos Hex y Havannah, y se ha observado un

incremento en el nimero de victorias de los agentes [53].

En [ABMC] los juegos se representan por medio de una estructura tipo drbol sin embargo, dada
la naturaleza de los juegos, muchos de los nodos representan un mismo estado del juego [8, [18].
Childs et al. [I8] propone el uso de tablas de transposicién para almacenar informacién acerca
de los estados del juego y compartir en iteraciones sucesivas cuando [ABMC]| encuentre un estado
ya almacenado en la tablas. Las tablas de transposicién se han usado en [GGP)|en juegos de un solo

jugador que en combinacién con han probado mejorar el rendimiento de los agentes [39].

[Todos los Movimientos como el Primero| (TMP)) es una mejora originalmente pensada

para el juego GO el cual consiste en mantener las estadisticas de todos los movimientos usados
durante el paso de simulacién [§]. proporciona una forma sencilla de compartir conocimien-
tos entre nodos relacionados en el arbol de juego lo que da como resultado una estimacién rapida
pero sesgada de los valores de los nodos, la cual a menudo puede determinar el mejor movimiento
después de una pequena cantidad de simulaciones y por ende mejorar el rendimiento del algoritmo
de bisqueda [23]. «—TMP [28] combina la idea de con al mantener dos conjuntos de
estadisticas en cada nodo: uno con las estadisticas estandar de y el otro con las estadisticas

obtenidas por las simulaciones, de esta manera el valor del nodo corresponde a « veces las estadisti-

cas de las simulaciones més a—1 veces las estadisticas estandar. [Estimacion del Valor de Accion|

Rapidal (EVAR]) [28], originalmente propuesto para Go [22], es una variante de a—TMP donde
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cada nodo tiene su propio « el cual inicia en 1 y decrementa conforme el nimero de las simulaciones
en el nodo incrementa. [10] es una generalizacién de cuyo principio es utilizar los
valores [EVAR] de nodos superiores ya que estos tiene mayor precisién al tener un mayor nimero de
simulaciones, en lugar de un nodo inferior con solo unas cuantas simulaciones. [EVARG] requiere de
una constante de referencia que determine cudntas simulaciones son necesarias para considerar que
un nodo puede influir en sus descendientes, si esta constante vale 0, [EVARG]| se comporta exacta-
mente igual que [EVAR] de aqui que se considere una generalizacién de este. [EVARG] resulta tener
un mejor desempeno que en los juegos Atari-Go, Knightthrough, Domineering y Go [10].

[Técnica de Muestreo de Movimientos-Promedio| (TMMP)) o Heuristica Histérica es

una técnica que se basa en los movimientos previamente usados para guiar el paso de seleccién en
[8] esta técnica parte de la idea de que, independientemente del dominio, los movimientos
que son buenos en un estado pueden serlo en otros [20] de aqui que también sea usada en el paso
de simulacién. mantiene un registro de los movimientos realizados y es usado para guiar
la busqueda de [ABMC] de acuerdo con un muestreo de Gibbs, esta técnica fue implementada en el

agente CADIAPlayer campeén de General Game Playing [20].

Una de las mejoras que se ha realizado en [ABMC] es el ajuste de la constaste de exploracién
en [UCB] generalmente este ajuste se hace en base al conocimiento que se tenga del dominio donde
se aplique. Chaslot et al. [15] establece que la constante de exploracién es 0 para el juego de
Go cuando se utiliza m junto con la técnica lo que ha incrementado las victorias de
su agente MoGo [I5] y la misma idea se ha aplicado al agente Fuego [I]. Arneson et al. [I] extiende
esta idea al juego Hex con el agente MoHex e igualmente a los agentes MoGo y Fuego, donde la
identificaciéon de nodos prometedores se deja a y el trabajo de explotacién de nodos
prometedores se deja a[UCB] Al establecer la constante de exploracién en 0 se logra un incremento

en las victorias por MoHex [I].

Kozelek [34] propone dos enfoques de ajuste en linea a la constante de exploracién de en el
juego Arimaa. En su primer enfoque Decaer con el Tiempo la constante de exploraciéon empieza
con una valor alto para fomentar la exploracién y conforme el niimero de simulaciones aumenta

el valor decrementa con la finalidad de fomentar la explotacién. El segundo enfoque Basado en
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Varianza, que parte de la idea de que entre méas pequena sea la varianza més estable serd el nodo y
consecuentemente menor debe ser la constante de exploracion. Kozelek establece que estos enfoques
lograron un 60 % de victorias sobre con una constante fija (0.2) cuando se tiene un tiempo de
ejecucién pequeno.

El uso de y sus mejoras en el juego de Go ha provocado que se tengan que ajustar
diversos pardmetros, entre los que se encuentra la constante de exploracién de [UCB| para lograr

un rendimiento maximo, generalmente esta tarea si se realiza de manera manual puede ser dificil

y requerir de bastante tiempo. Chaslot et al. [I7] propone el uso de [Método de Entropia Cruzadal

(IMEC) para llevar a cabo este ajuste de manera automética. Chaslot et al. usa [MEC| para ajustar
11 pardametros de su agente MANGO, para el cual se usé un lote de 500 juegos de Go encontrando
que para este juego la constante de exploracién de[UCB|debe ser de 0.43. Los resultados que Chaslot
et al. obtuvo muestran que MANGO con los parametros ajustados gracias a [MEC| pudo vencer a
GNU Go y a MANGO sin pardmetros ajustados. Chaslot et al. recalca que [MEC] puede aplicarse
a cualquier agente que se base en [ABMC|y por ende a cualquier juego, como ejemplo podemos

encontrar aplicado al juego SameGame [52]. Kocsis et al. [33] propone otro enfoque para

la optimizacion de multiples parametros al usar [Aproximacion Estocastica de Perturbacion|

Simultaneal (AEPS)) en combinacién con [Propagacion Resistente] (PRJ), esta combinacién se

aplic6 en los juegos Omaha Hi-Lo Poker (variante del Texas hold’em) y Lineas de Accién. Otra
técnica para la optimizacién de parametros aplicado a el juego de Go pero para la politica de

simulacién se puede encontrar en el trabajo de Silver y Tesauro [46] donde proponen el algoritmo

[Balanceo de Simulacidon]el cual es posteriormente extendido a tableros de 9 x 9 en el trabajo de

Huang et al. [31].

Debido a la variedad de juegos que se pueden abordar por [GGP] una optimizacién fuera-de-linea
basada en las caracteristicas de cada uno de ellos es inviable, sin embargo, se pueden encontrar tra-

bajos de optimizacién de pardmetros en-linea. Sironi y Winands [49] proponen tratar la optimizacién

de pardmetros en como un [Problema de Bandido Multi-Armado Combinatorio| (PB-

IMACJ) el cual es una variante del [PBMA|donde las recompensas estdn dadas por una combinacién

de acciones en lugar de una sola accién. Sironi y Winands en cada iteracién de [ABMC]|determinan
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qué valores de los pardametros se usaran en dicha iteracion, esto de acuerdo con una politica de
y después de los cuatro pasos de el resultado obtenido por la simulacién se utiliza
para actualizar las estadisticas sobre la calidad de la combinacién elegida de valores de parametros.
Sironi y Winands compararon las politicas de PBMAC} Politica de Bandido Multi-Armado,
Expansion Jerarquica, Monte-Carlo Ingenuo e Informacién Lateral Lineal para optimizar
la constante de exploracién de[UCB] la constante de referencia de EVARG] la constante de a—TMP
y el pardmetro € de la estrategia e-greedy a usar en lugar del muestreo Gibbs en Los re-
sultados obtenidos por Sironi y Winands muestran que Monte-Carlo Ingenuo e Informacién Lateral
Lineal son las politicas que mejor rendimiento obtienen en la optimizacién en-linea, aunque en
general tienen un rendimiento inferior que la optimizacién fuera-de-linea, sin embargo, consideran
que es una alternativa viable cuando una optimizacion fuera-de-linea no es posible. Posteriormente
Sironi et al. [47] comparan las politicas de m Algoritmo Evolutivo, Algoritmo Evolu-
tivo de Bandido de N-Tuplas y Estrategia Evolutiva de Adaptaciéon de la Matriz de
Covarianza, Monte-Carlo Ingenuo e Informacién Lateral Lineal como politicas de optimizacién de
parametros en-linea en Los resultados obtenidos por Sironi et al. [47] muestran que cuando
se optimizan tnicamente dos parametros las politicas comparadas tiene un rendimiento similar o
superior a una optimizacién fuera-de-linea. Cuando se optimizan cuatro parametros el rendimiento
de las politicas es inferior a la de una optimizacién fuera-de-linea, siendo mas deficientes cuando se
optimizan seis parametros. Sin embargo, se sigue considerando una buena alternativa en dominios
como [GGP] en especial Algoritmo Evolutivo de Bandido de N-Tuplas al tener el mejor rendimien-
to de las politicas comparadas. Finalmente Sironi y Winands [48] estudian el comportamiento de

aleatorizar los pardmetros de control de bisqueda para [ABMC]| en [GGP| determinando que dicha

aleatorizacién de parametros puede diversificar la bisqueda.
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Capitulo 3

Metodologia

En este capitulo se muestran los pasos metodoldgicos secuenciales (ver imagen [3.1)) que se si-

guieron para obtener la politica de seleccién especifica para General Game Playing.

Politicas Ganadora:

Politica Propuesta |
- . PrOpueStaL-

Figura 3.1: Metodologia

Cada uno de los pasos mostrados en el diagrama sera descritos a detalle en las siguientes sec-

ciones.
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3.1. Comparativa de politicas del PBMA en GGP

Para desarrollar una politica de seleccién adecuada para [GGP| que se base en las politicas de
[PBMA] fue necesario comparar e identificar el rendimiento de estas con la finalidad de identificar
las caracterfsticas que puedan aprovecharse en [GGP]

El objetivo de comparar las politicas de PBMA] radica en identificar qué politicas obtienen el
mayor nimero de victorias en el d&mbito de [GGP| Para ello se realizaron dos torneos donde las

politicas se enfrentan en distintos juegos de tableros bajo las siguientes consideraciones:

» Para la realizacién de los torneos se crearon agentes que hacen uso de ABMC]|e implementan

las politicas de PBMA] como politicas de seleccién.
= Se hace uso de distintos juegos de tablero para dos jugadores.

= Por cada juego, los agentes se enfrentan 3 veces a 100 partidas por vez, para un total de 300

partidas.

= En cada nueva partida los agentes cambiaron de rol, con la finalidad de que los torneos sean
equilibrados en juegos donde cierto rol tenga ventaja. Esto es: un agente que jugd blancas en

la partida anterior jugara megras en la siguiente.
= En caso de que en alguna partida se dé un empate se considera que ambos agentes han perdido.

= Para medir el rendimiento de las politicas se consideré el total de victorias que los agentes

lograron, asi como el promedio de los 3 enfrentamientos, la mediana y su desviacién estandar.

Los torneos tienen las mismas condiciones antes mencionadas con la siguiente diferencia; en el
primer torneo los agentes estdn limitados a 100 simulaciones del método [ABMC] por cada turno,
en el segundo torneo los agentes estan limitados a 1,000 simulaciones. Estas limitaciones estan
pensadas para identificar el comportamiento de las politicas cuando se tienen recursos limitados y
si el comportamiento se mantiene cuando dichas condiciones cambian.

Para la realizacién de los torneos se hace uso del framework GGP-Baseﬂ el cual estd escrito

Thttps://github.com/ggp-org/ggp-base
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en el lenguaje de programacién Java. Se elije GGP-Base ya que permite desarrollar agentes [GGP}
dispone de distintos juegos de tablero y permite la realizacion de torneos lo que es ideal para el
comparativo de las politicas de

Otra razén para la eleccion de GGP-Base, radica en que al estar escrito en Java el cual es
un lenguaje de programacién orientado a objetos, el cual permite desarrollar un agente padre que
implemente el método [ABMC]| y desarrollar agentes hijos que hereden del agente padre pero que
implementen una politica de seleccién propia, en este caso una politica del PBMA] Lo anterior
garantiza que la tnica diferencia de rendimiento entre los agentes se deba a la politica de seleccién

implementada y no a algin otro factor lo que permite que el comparativo sea lo mas justo posible.

3.2. Desarrollo de la politica para GGP

Después de realizar el comparativo de las politicas de[PBMA] se identificaron aquellas que obtu-
vieron el mayor nimero de victorias. Estas politicas se tomaron como referencia para el desarrollo
de la politica para [GGP] la cual se construye considerando la estructura y caracteristicas de las
politicas ganadoras.

Para el desarrollo de la politica propuesta se utilizé un escenario PBMA] que emula un escenario

[GGP] para ello se tuvieron en cuenta los siguientes lineamientos:

= Se usé una serie de problemas [PBMA| en especifico los propuestos por Auer et al. [5] los

cuales fueron usados para probar el rendimiento de las politicas UCB y UCB-Tuned.

» Se gener6 una serie de problemas [PBMA] cuyo nimero de méquinas esté basado en el factor
de ramificaciéon de distintos juegos de tablero para dos jugadores. Esta serie de problemas
[PBMA] estd pensado para emular un escenario [GGP] con lo cual se esperaba determinar el
comportamiento que tendria la politica propuesta en dicho escenario. Estos problemas[PBMA]

tienen las siguientes caracteristicas:

e El niimero de méquinas de cada[PBMA] corresponde al factor de ramificacién de un juego

de tablero.
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e A cada maquina se le asigna una probabilidad aleatoria de dar una recompensa.

= La politica propuesta se compard con las politicas ganadoras en estos escenarios bajo las

siguientes condiciones:

e La politica propuesta y las politicas ganadoras se ejecutaron 100 veces en cada [PBMA]

de cada uno de los escenarios.
e Cada ejecucién estuvo limitada a 100,000 rondas.

e El rendimiento de las politicas estd basado en el porcentaje promedio de veces que se
active la maquina éptima en las 100,000 rondas. Se registré el promedio de veces que se
activa la maquina éptima ya que en [GGP)]esto equivaldria a identificar el nodo del drbol

de juego que da el mayor niimero de victorias.

= Este comparativo en estos escenarios se repite hasta que la politica propuesta tenga un mayor
rendimiento que la politica de [PBMA] que logré el mayor niimero de victorias en [GGP|] En
caso de que la politica propuesta no supere a la politica ganadora, se modifica y se repite el

comparativo.

3.3. Comparativa de la politica propuesta en GGP

Una vez que la politica propuesta haya superado a las politicas ganadoras en el escenario[PBMA]

se identificé su rendimiento en [GGP} para ello se realizé un nuevo comparativo.

El comparativo fue idéntico al propuesto en la seccion 3.1} En resumen, se realizaron dos torneos
en donde la politica propuesta se compard con el resto de las politicas. En cada torneo las politicas
se enfrentaron en diversos juegos de tableros 3 veces a 100 partidas cada vez. En un torneo las
politicas estaban limitadas a 100 simulaciones de [ABMC]| por turno, en el segundo tornero este

limite fue de 1, 000.
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3.4. Analisis estadistico de la politica propuesta

Una vez finalizado el comparativo anterior se determind si la politica propuesta es adecuada en
[GGP] de acuerdo con los resultados obtenidos. El rendimiento de las politicas se mide de acuerdo
con el total, promedio y mediana de victorias que cada una de las politicas logre. De esta manera
la politica propuesta sera adecuada para [GGP)si logra tener la mayor cantidad de victorias en la
mayoria de los juegos, asi como el promedio de victorias mas alto.

Ademsds, se realiz6 un andlisis estadistico con las pruebas de Friedman y de Wilcoxon para
determinar que la diferencia entre los resultados obtenidos por la politica propuesta y las politicas ya
establecidas no se deba al azar, asi como confirmar que la politica propuesta superan las existentes,

con lo que se podria afirmar que la politica es apta para [GGP}
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Capitulo 4

Politicas Propuestas

4.1. Comparativa de politicas del PBMA en GGP

Perick et al. [40] llevaron acabé un comparativo empirico entre distintas politicas de seleccion de
[ABMC]| para determinar cual tiene el mejor desempertio en el juego para dos jugadores y movimiento
simultdneos Tron. Las politicas comparadas fueron las siguientes: [UCB] [UCB-Tuned] [UCB-V] [3,
[36], OMC [14], [2], e-greedy [50], EXP3 [4], Thompson Sampling [13] y

PBBM [19]. Debido a las caracteristicas del juego Tron de ser en tiempo real y de movimientos

simultaneos, para el comparativo, Perick et al. tomaron las siguientes condiciones:

Arbol de Juego El método generalmente es aplicado a juegos con dos jugadores cuyos
movimientos los realizan en turnos. Tron es un juego donde los participantes realizan movi-
mientos de manera simultdnea, por lo cual Perick et al. modificé a [ABMC] para tratar los
movimientos de ambos jugadores como si de uno se tratasen, para lograr que cada nodo del
arbol de juego represente la seleccién de un par de movimientos en lugar de uno solo como

comunmente se realiza.

Simulaciones Al enfocarse a un inico juego, Perick et al. hace uso del conocimiento del domino

para mejorar las simulaciones en [ABMC|y asemejar a agentes mds realistas. Comtinmente las

41
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simulaciones se llevan a cabo al realizar movimientos aleatorios, sin embargo, para Tron los

movimientos a realizar se deciden en base a probabilidades.

Afinacién de Constantes Debido a que varias de las politicas hacen uso de constantes (UCB]

UCB-V| [UCB-Minimal], e-greedy, Thompson Sampling y EXP3), cuyo valor puede alterar

su desempeno, Perick et al. realizé una serie de experimentos para determinar qué valor
deben tomar para obtener el maximo rendimiento posible en el juego de Tron. Para cada
politica se crearon una serie de agentes cada uno con un valor posible para la(s) constante(s),
posteriormente estos agentes se enfrentaron a un agente el cual toma el valor de referencia dado
en la literatura para la politica. Para los enfrentamientos se usé el juego de Tron 20 x 20, para
el criterio de parada se determiné por tiempo (100ms para un procesador de 2.5Ghz)
y la eleccién de movimiento se determiné por el nodo hijo robusto (ver [5). El ntiimero de
enfrentamientos realizados quedo indeterminado deteniéndose tinicamente cuando se lograron

10,000 enfrentamientos sin empates.

Bajo estos lineamientos Perick et al. comparé las politicas usando las mismas condiciones que
se implementaron para afinar las constantes de las politicas. De este comparativo se determiné que
la. politica es la politica con mejor desempefio ya que es la que mayor porcentaje de
victorias presenta y fue la tinica que logro vencer al resto de politicas. En segundo lugar, se encuentra
[UCB] con un porcentaje de victorias cercano a De estos resultados se concluye que

es la mejor politica para el juego de Tron.
Francisco-Valencia et al. [2I] compararon el desempeno de [UCB|y [UCB-Tuned| como politicas

de seleccion el [ABMC] en el dmbito de [GGP} Para ello se usaron 3 juegos de tablero para dos
jugadores: Breakthrough 6 x 6, Knightthrough 8 x 8 y Connect Four 6 x 8. El comparativo realizado

por Francisco-Valencia et al. fue de acuerdo con las siguientes condiciones:

» Se crearon dos agentes [GGP| basados en [ABMC] los cuales implementaron las politicas de

seleccién [UCB| y [UCB-Tuned]

» Se eligié Por Politica el método para elegir el movimiento a realizar una vez que [ABMC]

termine. Esto es, que se usaron las politicas [UCB]y [UCB-Tuned| para elegir el movimiento.
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= El comparativo se llevé acabo en dos fases de acuerdo con los siguientes criterios:
e Por cada juego los agentes se enfrentaron 3 veces a 100 partidas por juego, dando un
total de 100 partidas.
e En la primera fase los agentes fueron limitados a 100 iteraciones del [ABMC|
e En la segunda fase el [ABMC]| se limit6 a 1,000 iteraciones.

Los resultados obtenidos por el comparativo realizado por Francisco-Valencia et al. muestran

que un agente basado en [ABMC]| que usa como politica de seleccién y con una eleccién

de movimiento basado en politica, logra una mayor cantidad de victorias que un agente basado

en las mismas caracteristicas pero en su lugar usa como politica de seleccién a [UCB] en especial

cuando [ABMC]se limita a 100 iteraciones, lo que indica que para[GGP|la politica[UCB-Tuned] tiene

un mejor desempeno en este ambito.

4.1.1. Comparativo

Los trabajos de Perick et al. [40] y Francisco-Valencia et al. [21] sugieren que las politicas

[Tuned)y [UCB]son la opcién que elegir para desarrollar agentes para|[General Game Playing] En esta

seccién se realiza un comparativo similar al de Francisco-Valencia et al. sin embargo, se incrementé
el niimero de juegos, se cambié la eleccién movimiento a Por Promedio y se agrega la politica [ETC|
al comparativo. Para el comparativo se realizaron dos torneos donde las politicas se enfrentaron en

8 juegos de tableros para dos jugadores bajo las siguientes consideraciones:

» Se crearon tres agentes implementando [ABMUC]y las politicas [UCB] [UCB-Tuned] y [ETC|

= Se hizo uso de los siguientes juegos de tablero para dos jugadores:

o Atari Go 7 x 7
e Breakthrough 6 x 6
e Breakthrough with Holes 6 x 6

e Breakthrough Suicide 6 x 6
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e Knight-Through 8 x 8
e Knight Fight 10 x 10
e Two-Player Free-For-All Zero-Sum

e Sheep and Wolf
Estos juegos se encuentran implementados en el framework GGP-Base EI

= Por cada juego, los agentes se enfrentardn 3 veces a 100 partidas por vez, para un total de

300 partidas por par de agentes.

= En cada nueva partida los agentes cambiaran de rol, esto es: un agente que jugé blancas en
la partida anterior jugara negras en la siguiente. Esto con la finalidad de que los torneos sean

equilibrados en juegos donde cierto rol tenga ventaja.

= En el caso de que en alguna partida se dé un empate se considerarda que ambos agentes han

perdido (esto aplicara también en las simulaciones del [ABMC)).

= Para medir el rendimiento de las politicas se tomara el total de victorias que los agentes

logren, asi como el promedio de los 3 enfrentamientos y su desviacién estandar.

Se decidi6 usar [ETC| en el comparativo principalmente porque no pertenece a la familia de

politicas [UCB]y [UCB-Tuned], y contrario a estas, tiene una etapa fija de exploracién después de la

cual [ETC] se vuelve una politica de explotacién pura al solo escoger el nodo del drbol de juego con
el mayor promedio de victorias. Para este comparativo la constante de [ETC]|se establecié en 2, es
decir que cada nodo del arbol serd visitado dos veces y posteriormente se elegird aquel con mayor

numero de victorias con relacién al nimero de visitas.

Thttp://games.ggp.org/base
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4.1.2. Atari Go7x 7

La tabla [I1] y figura [£.I] muestran la cantidad de victorias que las politicas lograron en sus
enfrentamientos. En dicha tabla se puede observar que la politica con mejor rendimiento, en términos
de victorias, es [ETC|ya que en total logra 333 victorias de las 600 partidas posibles, en especifico
cuando [ABM(C] se limita a 100 simulaciones, esta cantidad de victorias se incrementa a 363 cuando
ABMC]se limita a 1,000 simulaciones. En segundo lugar, se encuentra la politica[UCB]la cual obtiene
293 victorias y 295 con [ABMC]limitado a 100 y 1,000 simulaciones respectivamente. La politica con
peor rendimiento es yva que de las tres politicas es la que obtiene el menor nimero de
victorias, en especifico 274 y 242 con [ABMC] limitado a 100 y 1,000 simulaciones respectivamente.
Adicionalmente, los rendimientos de las politicas se pueden observar en la figura donde se
confirma que [ETC] es la politica que logra el mayor nimero de victorias y se va incrementado

cuando se aumentan el nimero de simulaciones.

100 Simulaciones 1000 Simulaciones
Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned
1 106 97 97 91 127 82
2 102 119 79 106 121 73
3 85 117 98 98 115 87
Total 293 333 274 295 363 242
Promedio 97.67 £11.15 111 +£12.17 91.33 +10.69 98.33 +7.51 121 +£6.0 80.67 +7.09

Tabla 4.1: Victorias de UCB, ETC y UCB-Tuned en Atari Go
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300

200

100

Total de Victorias
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B1100 Simulaciones 11000 Simulaciones

Figura 4.1: Victorias Totales de UCB, ETC y UCB-Tuned en Atari Go



46 CAPITULO 4. POLITICAS PROPUESTAS

La tabla[f.2]y la figura[f.:2lmuestran el porcentaje promedio de victorias que cada politica obtiene
al enfrentarse al resto de politicas a 100 partidas. En esta tabla y figura se observa que [ETC] es
la 1nica politica que logra vencer a sus dos contrincantes sin importar el niimero de simulaciones
al que este limitado El porcentaje mds bajo obtenido por [ETC| se da cuando se enfrenta
a[UCB-Tuned| con [ABMC] limitado a 100 simulaciones donde solo logra vencer a este un promedio

de 53.67 %, sin embargo, este porcentaje se ve incrementado a un 64.33% cuando el nimero de
simulaciones aumenta a 1,000. Respecto al encuentro entre [ETC|y [UCB] se puede observar que es
el primero quien obtiene un mayor porcentaje de victorias con un 57.33 % y 56.67 % cuando [ABMC
estd limitado a 100 y 1,000 simulaciones, respectivamente. Del encuentro entre [UCB|y [UCB-Tuned]
es m quien obtiene el mayor porcentaje de victorias con 55 % en ambos casos de lo que

indica que no hay variaciones si se aumenta el nimero de simulaciones.

100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 42.67 £8.96 55.00 +8.19 UCB 43.33 +£4.16 55.00 +3.61
ETC 57.33 +8.96 53.67 +3.51 ETC 56.67 +4.16 64.33 +6.43
UCB-Tuned 45.00 £8.19 46.33 +3.51 UCB-Tuned 45.00 £3.61 35.67 +6.43

Tabla 4.2: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Atari Go
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Figura 4.2: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Atari Go

En resumen, los resultados indican que [ETC]es la politica con mejor rendimiento en Atari Go al

obtener 363 victorias y vencer a[UCB|y[UCB-Tuned|en 56.67 % y 64.33 % partidas respectivamente.

Recordando que [ETC|es una politica de explotacién con solo una fase inicial de exploracién, ya que
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en este caso en particular cada nodo solo sera explorado dos veces para posteriormente escoger solo
los nodos con mayor nimero de victorias respecto al ntimero de visitas, lo que va de acuerdo con
lo expuesto en [I5] que en Go y en su variante Atari Go las politicas enfocadas a explotacién son

las que tienen mejor rendimiento.

4.1.3. Breakthrough 6 x 6

Se puede observar en la tabla [4:3] y en la figura [£.3] que cuando se tiene un ntimero bastante
limitado de simulaciones es la politica ETC quien tiene mejor rendimiento sin embargo, este decae
drésticamente conforme el niimero de simulaciones incrementa pasando de 379 a 205 victorias (ver

figura [4.3)). Cuando [ABM(] est4 limitado a 1,000 simulaciones es la politica [UCB-Tuned] la cual

tiene el mejor rendimiento al lograr el mayor nimero de victorias.

100 Simulaciones 1000 Simulaciones
Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned
1 94 124 82 120 59 121
2 99 124 T 124 57 119
3 84 131 85 100 89 111
Total 277 379 244 344 205 351
Promedio 92.33 £7.64 126.33 +4.04 81.33 +4.04 114.67 +12.86 68.33 +17.93 117 +5.29

Tabla 4.3: Victorias de UCB, ETC Y UCB-Tuned en Breakthrough 6 x 6

400 [ : 379 — 7

Total de Victorias

UCB ETC UCB-Tuned
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Figura 4.3: Victorias de UCB, ETC Y UCB-Tuned en Breakthrough 6 x 6

Respecto a los encuentros entre las politicas, de acuerdo a la tabla[.4] [ETC|es quien logra vencer

tanto a [UCB| como [UCB-Tuned] cuando se tiene 100 simulaciones, ya que en 100 partidas [ETC|
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las derrotard él 60.33% y 66 % respectivamente, sin embargo, cuando el nimero de simulaciones
aumenta a 1, OOOsolo logra vencer en el 36.33 % y 32 % de las partidas. Con 1, 000 simulaciones
[UCH] es la politica quien vence tanto a [ETC|y [UCB-Tuned] con lo cual tiene el mejor rendimiento,
sin embargo, debe observarse que la diferencia entre [UCB|y [UCB-Tuned]es de solo el 1%, también

debe observarse que es la politica con mayor crecimiento en rendimiento ya que como
puede observase en la figura al enfrentarse a [UCB|en 100 simulaciones logra vencer un 47.33 %
sin embargo esto incrementa a 49 % y para el caso del enfrentamiento con pasa de un 34 % a
un 68 %.

En general, el rendimiento de[ETC|decae conforme el nimero de simulaciones en[ABMC|aumenta

al contrario de cuyo rendimiento aumenta incluso mds drésticamente que [UCB| dando

indicios de que probablemente logre vencer a esta politica si se aumenta ain més el nimero de

simulaciones, por estas razones ara fines de esta tesis consideramos que [UCB d| es quien
) y

tiene el mejor rendimiento en Breakthrough 6 x 6.

100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 39.67 +£3.21 52.67 £5.03 UCB 63.67 +9.07 51.00 +4.58
ETC 60.33 +3.21 66.00 =1.00 ETC 36.33 +£9.07 32.00 +9.85
UCB-Tuned 47.33 £5.03 34.00 + 1.00 UCB-Tuned 49.00 +£4.58 68.00 +9.85

Tabla 4.4: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Breakthrough 6 x 6
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Figura 4.4: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Breakthrough 6 x 6
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4.1.4. Breakthrough with Holes 6 x 6

De los resultados mostrados en la tabla [L.5] y en la figura [£5] se puede observar que [ETC| en
100 simulaciones es quien logra el mayor rendimiento ganando en 321 partidas, sin embargo, en
1,000 simulaciones solo logra vencer en 194 partidas. en 100 simulaciones tiene el
peor rendimiento al lograr inicamente en 286 partidas, pero su rendimiento se incrementa cuando

el nimero de simulaciones aumenta a 1,000 obteniendo el mejor rendimiento al vencer en 358

partidas.
100 Simulaciones 1000 Simulaciones

Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned
1 93 109 98 110 67 123

2 102 109 89 122 65 113

3 98 103 99 116 62 122
Total 293 321 286 348 194 358
Promedio 97.67 £4.51 107 £3.46 95.33 £5.51 116 £6.00 64.67 £2.52 119.33 +£5.51

Tabla 4.5: Victorias de UCB, ETC Y UCB-Tuned en Breakthrough with Holes 6 x 6
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Figura 4.5: Victorias de UCB, ETC Y UCB-Tuned en Breakthrough with Holes 6 x 6

De la tabla[4.6] y la figura [4.6] se observa que en 100 simulaciones €s mejor ya que en pro-

medio logra un mayor porcentaje de victorias que [UCB|y[UCB-Tuned]sin embargo, este desempeiio

decae en 1,000 simulaciones al no lograr superar a ninguna politica. En 1,000 simulaciones [UCBH]

logra vencer tanto a [ETC| como a sin embargo, a este 1ltimo solo logra vencerlo por

un porcentaje minimo. El comportamiento presentado por las politicas en Breakthrough with Holes
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6 x 6 es bastante similar al presentado en Breakthrough ya que se observa que en pocas simulaciones
[ETC] es quien tiene el mejor rendimiento, pero conforme el nimero de simulaciones aumenta [UCB]

y presentan mejor rendimiento siendo el segundo con el mayor crecimiento.

100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 45.33 +£4.51 52.33 +0.58 UCB 65.33 +3.21 50.67 +3.21
ETC 54.67 +4.51 52.33 +5.86 ETC 34.67 +£3.21 30.00 =+ 4.00
UCB-Tuned  47.67 +£0.58 47.67 +5.86 UCB-Tuned 49.33 +3.21 70.00 +4.00

Tabla 4.6: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Breakthrough with Holes 6 x 6
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Figura 4.6: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Breakthrough with Holes 6 x 6

4.1.5. Breakthrough Suicide 6 x 6

Los resultados (ver tabla y la ﬁgura@ muestran que la politica con mejor rendimiento en
Breakthrough Suicide 6 x 6 es [UCB] ya que es la que logra la mayor cantidad de victorias de los
tres enfrentamientos por ejemplo cuando [ABMC]se limita a 100 y 1,000 simulaciones con 321 y 326
victorias respectivamente. La politica con el segundo mejor desempeno es cuyo nimero
de victorias supera a pero no a[UCB|ya que en 100 simulaciones solo obtiene 305 victorias
y en 1,000 simulaciones obtuvo 292. Respecto a como maximo obtiene 282 victorias cuando
[ABMC] se limita a 1,000 simulaciones con lo cual obtiene el peor rendimiento.

Respecto al porcentaje de victorias que las politicas logran al enfrentarse al resto y el cual puede

observarse en la tabla [4.8] y en la figura [4.8] se observa que la politica con mejor rendimiento es



4.1. COMPARATIVA DE POLITICAS DEL PBMA EN GGP 51

100 Simulaciones 1000 Simulaciones
Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned
1 109 86 105 114 88 98
2 119 83 98 104 93 103
3 93 105 102 108 101 91
Total 321 274 305 326 282 292
Promedio 107 +£13.11 91.33 £11.93 101.67 +3.51 108.67 +£5.03 94 +6.56 97.33 +£6.03

Tabla 4.7: Victorias de UCB, ETC y UCB-Tuned en Breakthrough Suicide 6 x 6
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Figura 4.7: Victorias en de UCB, ETC Y UCB-Tuned Breakthrough Suicide 6 x 6

[UCBH] quien tiene el mejor rendimiento al vencer a sus dos contrincantes teniendo su porcentaje

mas bajo de partidas ganadas cuando se enfrenta a en 100 simulaciones al obtener un

51.33 % y su porcentaje més alto al enfrentarse a[ETC|en 100 simulaciones con 55.67 %. Respecto

a [UCB-Tuned] solo logra vencer a[ETC]| con lo cual es la segunda politica con mayor porcentaje de

partidas ganadas con un méximo de 53 %.

100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 55.67 £85 51.33 £5.13 UCB 55.33 +4.04 53.33 £4.73
ETC 44.33 +£8.5 47.00 + 3.46 ETC 44.67 +4.04 49.33 £+ 2.52
UCB-Tuned 48.67 +5.13 53.00 + 3.46 UCB-Tuned 46.67 +4.73 50.67 +2.52

Tabla 4.8: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Breakthrough Suicide 6 x 6

Por lo cual en el juego Breakthrough Suicide 6 x 6 la politica con mejor rendimiento es [UCB]al

lograr el mayor ntimero de victorias y el porcentaje de partidas ganadas sin importar el nimero de

simulaciones a las que se limite ABMC]
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Figura 4.8: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Breakthrough Suicide 6 x 6

4.1.6. Knight-Through

De acuerdo con la tabla[L.9]junto con la figura[£.9)se observa que [ETC] tiene el mejor desempefio
tanto si ABMC se limita a 100 simulaciones como a 1,000 simulaciones ya que logra salir victorioso
en 316 y 392 partidas respectivamente. [ABMC] es la segunda politica con mejor desempeio cuando
se tienen 100 simulaciones al lograr vencer en 296 partidas, pero su desempeno decae a 244 victorias

cuando el niimero de simulaciones se incrementa a 1,000 donde [UCB-Tuned| obtiene el segundo lugar

al obtener 264 victorias.

100 Simulaciones 1000 Simulaciones
Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned
1 106 103 91 76 127 97
2 96 105 99 78 137 85
3 94 108 98 90 128 82
Total 296 316 288 244 392 264
Promedio 98.67 +6.43 105.33 +2.52 96 +4.36 81.33 £7.57 130.67 +5.51 88 +£7.94

Tabla 4.9: Victorias de UCB, ETC Y UCB-Tuned en Knight-Through

En la tabla y en la figura se muestra el porcentaje de partidas ganadas por cada
politica y en las cuales se puede observar cémo vence tanto a [ABMC| como a

en especial cuando se tiene 1,000 simulaciones, al alcanzar el 65.67 % y 65 % respectivamente. En
segundo lugar, se encuentra la politica qué aunque en 100 simulaciones pierde contra

[ABMC]si obtiene un mayor porcentaje cuando se enfrenta a[ETC|
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Figura 4.9: Victorias de UCB, ETC Y UCB-Tuned en Knight-Through

De acuerdo con los resultados obtenidos y al igual que en Atari Go, en Knight-Through las
politicas basadas en explotacién pura son las que mejor desempeno tienen, por lo cual [ETC]|es la

mejor politica en este juego.

100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 45.67 £2.52 53.00 £+ 7.00 UCB 34.33 £3.51 47.00 +10.82
ETC 54.33 +£2.52 51.00 +£4.36 ETC 65.67 +3.51 65.00 +6.00
UCB-Tuned  47.00 £7.00 49.00 +4.36 UCB-Tuned 53.00 +10.82 35.00 +6.00

Tabla 4.10: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Knight-Through
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Figura 4.10: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Knight-Through
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4.1.7. Sheep and Wolf

En los resultados mostrados en la tabla y figura se observa que la politica con mayor
ntmero de victorias es[UCB-Tuned] sin importar si ABMC este limitado a 100 o 1,000 simulaciones
ya que obtiene 317 y 332 victorias respectivamente. En segundo lugar, se encuentra [UCB]| con un
desempeno similar a pero inferior al obtener 8 victorias menos que en
100 simulaciones y 7 victorias menos que en 1,000 simulaciones. es la politica

con peor desempeno logrando un méaximo de 274 victorias cuando se tienen 100 simulaciones, 43

menos que [UCB-Tuned]y su minimo de 243 victorias en 1,000 simulaciones, 89 victorias menos que
UCB-"Tuned]
100 Simulaciones 1000 Simulaciones

Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned

1 105 91 104 109 81 110

2 101 90 109 109 79 112

3 103 93 104 107 83 110

Total 309 274 317 325 243 332

Promedio 103.00 £2.00 91.33 £1.53 105.67 +2.89 108.33 +£1.15 81.00 £2.00 110.67 +1.15

Tabla 4.11: Victorias de UCB, ETC Y UCB-Tuned en Sheep and Wolf

Total de Victorias
DO
S
S
T

UCB ETC UCB-Tuned

B1100 Simulaciones 11000 Simulaciones

Figura 4.11: Victorias de UCB, ETC Y UCB-Tuned en Sheep and Wolf

La tabla[f.12]y la figura[£.12) muestran los porcentajes de partidas que cada politica logra ganar,
donde se observa que [ETC| no logra vencer ni a [UCB|ni a [UCB-Tuned| cuando se enfrenta a ellas

ya que su méaximo porcentaje de partidas ganadas es de 46.33 % cuando se enfrenta a [UCB-Tuned
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en 100 simulaciones. es quien logra vencer a sus dos contrincantes: [ETC|y a[UCB] con

53.67 % y 52 % respectivamente cuando se tiene 100 simulaciones y 58.67 % y 52 % cuando se tienen

1,000, se puede observar que la diferencia entre victorias de [[CB|y [[UCB-Tuned| se mantiene en

2% tanto en 100 y 1,000 simulaciones lo que indica que, aunque el rendimiento de las dos politicas

es bastante similar, es superior.
Por lo tanto, para el juego Sheep and Wolf la politica con mejor desempertio es al

obtener el mayor nimero de victorias, asi como obtener un porcentaje de partidas ganadas mayor

que [ETC|y [UCB]

100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 55.00 +1.00 48.00 +1.73 UCB 60.33 +0.58 48.00 £ 1.00
ETC 45.00 +1.00 46.33 +1.15 ETC 39.67 4+ 0.58 41.33 +1.53
UCB-Tuned 52.00 +1.73 53.67 +1.15 UCB-Tuned 52.00 +1.00 58.67 +1.53

Tabla 4.12: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Sheep and Wolf
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Figura 4.12: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Sheep and Wolf

4.1.8. Tic-Tac-Toe Large

La tabla y figura muestran que en 100 simulaciones la politica con mayor ntimero de

victorias es [UCB] al obtener 308 victorias con respeto al resto de politicas. En segundo lugar, se

encuentra[UCB-Tuned] con 20 victorias menos que[UCB] En tercer lugar y con el peor desempeiio de

las tres, se encuentra la politica[ETC|al lograr solo 273 victorias. En 1,000 simulaciones la diferencia
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en el desempeno de las politicas se mantiene similar a 100 simulaciones al tener en primer lugar a

[UCB]| con 400 victorias, seguida por con 378 victorias y en tercer lugar [ETC| con solo

104, se puede observar que el rendimiento de [ETC|disminuye al incrementar el nimero de victorias.

100 Simulaciones 1000 Simulaciones
Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned
1 98 99 93 135 34 120
2 95 93 102 137 32 130
3 115 81 93 128 38 128
Total 308 273 288 400 104 378
Promedio 102.67 +10.79 91.00 £9.17 96.00 +5.20 133.33 +£4.73 34.67 £3.06 126.00 +5.29

Tabla 4.13: Victorias de UCB, ETC Y UCB-Tuned en Tic-Tac-Toe Large
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Figura 4.13: Victorias de UCB, ETC Y UCB-Tuned en Tic-Tac-Toe Large

De la tabla[4.14] y la figura [£.14] se observa que tanto en 100 simulaciones y 1,000 simulaciones
[UCH]| obtiene el mayor porcentaje de victorias que sus contrincantes. solo obtiene un
porcentaje mayor de victorias al enfrentarse a ya que se ve superado en 57.67% y 2% al
enfrentarse a [UCB|en 100 y 1,000 simulaciones respectivamente. [ETC| no logra vencer ni a [UCB]
y en especial cuando se tiene 1,000 simulaciones siendo su méximo porcentaje de
victorias de 19 % al enfrentarse a

Respecto al porcentaje de empates, el mayor niimero se da en el enfrentamiento entre [UCB|y
en 100 simulaciones al ser del 5 % sin embargo en 1,000 simulaciones este porcentaje se reduce
al 1.33%. En el enfrentamiento de entre [UCB| y [UCB-Tuned| el porcentaje de empates se reduce

conforme el nimero de simulaciones incrementa quedando en 1.34 %. Respecto al enfrentamiento
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de [ETC] y [[CB-Tuned] el porcentaje de empates incrementan en 0.33% cuando se incrementa
el nimero de simulaciones, sin embargo, el porcentaje de victorias de se incrementa

drasticamente.
En general se puede observar que[UCB]es la politica con mejor desempertio en Tic-Tac-Toe Large
seguida muy de cerca por la politica [UCB-Tuned]

Sheep and Wolf

100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 51.00 £7.81 51.67 +3.06 UCB 83.00 +5.00 50.33 +1.53
ETC 44.00 +6.08 47.00 +3.61 ETC 15.67 +4.73 19.00 £1.73
UCB-Tuned 46.00 +4.36 50.00 +4.36 UCB-Tuned 48.33 +£2.08 77.67 +3.21

Tabla 4.14: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Tic-Tac-Toe Large
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Figura 4.14: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Tic-Tac-Toe Large

4.1.9. Two-Player Free-For-All Zero-Sum

De acuerdo con la tabla y la figura que muestra los resultados en el juego de Two-
Player Free-For-All Zero-Sum, tiene el mejor desempeiio cuando se tiene pocas simulaciones
ya que obtuvo 27 y 19 victorias mas que [UCB]y [UCB-Tuned] respectivamente. En segundo lugar,
esta [UCB-Tuned] que logro obtener 8 victorias mas que [UCB| En 1000 simulaciones el desempeno
de[ETC] decae al solo obtener 208 victorias. En primer lugar, se encuentra[UCB-Tuned]el cual logro

348 victorias, aunque muy seguido de cerca por [UCB]| quién logro 344 con lo cual podria decirse que
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el rendimiento de ambas politicas es bastante similar.

100 Simulaciones 1000 Simulaciones
Enfrentamientos UCB ETC UCB-Tuned UCB ETC UCB-Tuned
1 100 104 94 114 64 122
2 96 105 97 115 72 113
3 91 105 104 115 72 113
Total 287 314 295 344 208 348
Promedio 95.67 +£4.51 104.67 +0.58 98.33 +5.13 114.67 +£0.58 69.33 £4.62 116 +5.2

Tabla 4.15: Victorias de UCB, ETC Y UCB-Tuned en Two-Player Free-For-All Zero-Sum
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Figura 4.15: Victorias de UCB, ETC Y UCB-Tuned en Two-Player Free-For-All Zero-Sum

Para el caso de porcentaje de victorias en 100 simulaciones [ETC] tiene el mejor desempefio a
vencer a [UCB|y [UCB-Tuned| con el 52.67% y 52 % de las partidas respectivamente (ver figura
, debe observase que de acuerdos a los resultados mostrados en la tabla [£.16|[ETC| y [UCBH]
empatan en el 0.33% partidas y de igual forma [ETC|y [[CB-Tuned| también empatan en 0.33 %
partidas. En 1, 000 simulaciones [ETC| decae en rendimiento al obtener un porcentaje por debajo de
los obtenidos por [UCB| y [UCB-Tuned| siendo su méximo de 35.67 % al enfrentar a Aunque
[UCB] vence a[UCB-Tuned] su rendimiento es bastante similar ya que la diferencia del porcentaje de
victorias ganadas por ambas politicas es de solo 0.66 %, lo que parece indicar que ambas politicas

presentan un buen rendimiento en Two-Player Free-For-All Zero-Sum pero es es quien

tiene mayor crecimiento cuando se incrementan el nimero de simulaciones.
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100 Simulaciones 1000 Simulaciones
UCB ETC UCB-Tuned UCB ETC UCB-Tuned
UCB 47.00 £2.65 48.67 +2.89 UCB 64.33 +3.06 50.33 +3.51
ETC 52.67 +2.89 52.00 +2.65 ETC 35.67 £ 3.06 33.67 +3.06
UCB-Tuned 50.67 +2.52 47.67 +2.89 UCB-Tuned 49.67 +3.51 66.33 +3.06

Tabla 4.16: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Two-Player Free-For-All Zero-
Sum
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Figura 4.16: Porcentaje de Victorias de UCB, ETC Y UCB-Tuned en Two-Player Free-For-All
Zero-Sum

4.1.10. Conclusiones del Comparativo

La tabla[4.17] resume los resultados de comparar las politicas [ETC| [UCB|y [UCB-Tuned]en los 8

juegos elegidos. En esta tabla se muestran el nimero de victorias que cada politica obtuvo en cada

juego y la suma total de victorias en todos los juegos, asi como el promedio, desviacion estandar y
mediana.

Tomando tinicamente el total de victorias obtenidas como parametro para determinar la politica
con mejor desempertio, se determina que cuando [ABMC] est4 limitado a 100 simulaciones, [ETC]| es
la mejor politica ya que obtiene 2,484 victorias en total, 100 victorias méds que [UCB]y 187 mds
que (ver ﬁgura. Cuando estd limitado a 1,000, es la mejor politica
ya que obtiene 2,626 victorias, 61 victorias mas que y 635 victorias sobre (ver
figura |4.17)).

Tomando el promedio de victorias como parametro para medir el desempeno, se puede observar

que en 100 simulaciones [ETC] presenta el mayor promedio con 310.5 victorias, en segundo lugar,
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100 Simulaciones 1,000 Simulaciones

UCB ETC UCB-Tuned UCB ETC UCB-Tuned
Atari-Go 293 333 274 295 363 242
Breakthrough Small 277 379 244 344 205 351
Breakthrough Small 293 321 286 348 194 358
with Holes
Breakthrough Small 321 274 305 326 282 292
Suicide
Knight-Through 296 316 288 244 392 264
Sheep and Wolf 309 274 317 325 243 332
Tic-Tac-Toe Large 308 273 288 400 104 378
Two-Player Free-For-All 287 314 295 344 208 348
Zero-Sum
Total 2384 2484 2297 2626 1991 2565
Promedio 298.00 +£13.97 310.50 +36.69 287.13 £21.74 328.25 +£45.12 248.88 +£94.29 320.63 +48.84
Mediana 294.5 315 288 335 225.5 340

Tabla 4.17: Total de Victorias de UCB, ETC Y UCB-Tuned en 8 juegos de tablero
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Figura 4.17: Total de Victorias de UCB, ETC Y UCB-Tuned en 8 juegos de tablero

esta [UCB] con 294.5 victorias y en tercer lugar [[CB-Tuned] con 288 victorias. Para el caso de 1,000

simulaciones [UCB] presenta el promedio de victorias més alto con 328.25, seguido muy de cerca por
con 320.63 victorias y en tercer lugar se encuentra [ETC| con 248.88 victorias.

La figura [£.18 muestra qué tan dispersas estén las victorias que se obtuvieron con las politicas

[UCB] [ETC] y [UCB-Tuned] en 100 simulaciones. En la figura [£.18] se puede observar que [ETC]| tiene

el mayor rango de valores, sin embargo, es necesario observar que la mediana de [ETC|es mayor que

casi el 100 % de los valores de [UCB-Tuned|y més grande que el 75 % de los valores de lo que

confirma que [ETC] tiene el mejor desempeno cuando [ABMC] est4 limitado a 100 simulaciones.

Se puede observar un diagrama de cajas para las politicas [UCB], [ETC| y [UCB-Tuned] cuando
[ABMC] est4 limitado a 1,000 simulaciones en la figura [1.19] En este diagrama se observa que [ETC]|
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Figura 4.18: Grafica de cajas de UCB, ETC y UCB-Tuned en 100 simulaciones

presenta el mayor rango de valores y la mediana mas baja por lo cual el rendimiento de es el
inferior en 1, 000 simulaciones. El rango més bajo es el presentado por cuya mediana es

ligeramente superior a la de[UCB] sin embargo, debe observarse que el valor méximo de[UCB-Tuned]
es inferior al de [UCB] De este diagrama se puede inferir que tanto [UCB]y [UCB-Tuned) tienen un

rendimiento ligeramente similar.
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Figura 4.19: Gréfica de cajas de UCB, ETC y UCB-Tuned en 1,000 simulaciones

En conclusién, como resultado de estos comparativos se determind que la politica con mejor
desempeno en 100 simulaciones es ya que obtiene el mayor ntmero de victorias, asi como
el mayor promedio y mediana. En 1,000 simulaciones la politica con mejor desempeno es [UCB] al
obtener el mayor nimero de victorias y promedio. Estas dos politicas [ETC| y [UCB]serén las que se

utilizaran para desarrollar una politica de seleccion propia de GGP.
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4.2. Desarrollo de las politicas para GGP

Del comparativo previo se observé que la politica ETC es la adecuada cuando se tiene pocas

simulaciones, sin embargo, cuando al método ABMC se le permite un mayor niimero de simulaciones
[UCB] presenta un mejor desempefio seguida muy de cerca por

Debe recordarse que ETC es una politica de explotacion que tiene una fase inicial y fija de
exploracién, caso contrario de UCB que realiza un balance entre la explotacién y exploraciéon que
depende del valor de « y que afecta a su rendimiento (ver seccién , por lo cual si el valor de
dicha « es 0 0 un valor muy pequetio, [UCB]se comportard como una politica de explotacién similar
a ETC. Por lo anterior surge la idea de variar el valor de a en[UCB] para que se comporte como una
politica de exploracién pura cuando sea necesario, algo similar a lo que realiza donde
el valor de « es remplazada por una funcién de minimizaciéon que depende de la varianza muestral

de las recompensas y cuyo valor méaximo es 1/4.

Otro punto para considerar es el factor de ramificacion del arbol de juego el cual depende de la
complejidad del juego a tratar. Por ejemplo, tomemos el juego del Gato, en un inicio el arbol de
juego en el primer nivel tendrd 9 nodos, los cuales tendran 8 nodos hijos y estos a su vez tendran
7 nodos hijos y estos tendran 6 hijos y asi sucesivamente. Al ejecutar ABMC y [UCB] en este arbol,
para determinar qué movimiento debe realizar el jugador, la politica se enfrentara en el primer nivel
a un PBMA de K = 9 mdquinas (nodos), después se enfrentard a un PBMA de K = 8 mdquinas
en el segundo nivel, a otro de K = 3 maquinas y asi de manera sucesiva conforme se desciende en

el arbol.

Como se ha mencionado el rendimiento de [UCB|depende del valor elegido para «, por lo cual es
posible que cierto valor pudiera funcionar para ciertos valores de K pero no para otros valores, dicho
esto, en el drbol de juego [UCB] podria tener un buen rendimiento en ciertos niveles, pero quizds
en otros niveles su rendimiento podria ser bajo. De lo anterior se puede plantear una modificacién
a la politica [UCB]| la cual en lugar de tener un valor fijo de « serd sustituida por una funcién que
dependa del valor de K tal como se muestra en el algoritmo [I4] de esta manera el rendimiento de

[UCB] se adaptard al valor de K.
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Algoritmo 14: Upper Confidence Bound
Entrada: K maquinas y T Rondas

1 Activar cada maquina una sola vez;

2 parat< K+ 1aT hacer

3 Activar la maquina ¢ que maximice;

4

a(K)logt

T, + T
1

4.2.1. Estimacién de o (K)

Para estimar el a (K) adecuado en se realizaron una serie de experimentos con diferentes
valores de K y de « para ello se utilizaron los algoritmos [L5|y

La idea base del algoritmo es generar un problema de bandido con K ma&aquinas y probar
con distintos valores de « para posteriormente determinar cudl es el que presenta mejor
rendimiento. Se elijen los valores para K entre 2 y 100 ya que se considerd que estos valores son
suficientes para determinar la existencia de una relacién entre el niimero de méquinas y los valores

de a que repercute en el rendimiento de

Algoritmo 15: Estimacién de UCB usando Intervalos
Entrada: N € (2,10, 20, 30, 40, 50, 60, 70, 80, 90, 100
1 A < conjunto de valores de acuerdo al algoritmo con los siguientes valores 0.5, 0.0 y 10
como entrada;
2 para cada K € N hacer
3 para cada a € A hacer
4 para 1 a 1,000 hacer
5
6

m < un problema del bandido multi-armado de K maquinas;
ejecutar en m, 100 veces usando el valor de « limitado a 100,000 rondas y

se obtiene el arrepentimiento acumulado promedio;

7 se registra el arrepentimiento global de los 1,000 problemas del bandido
multi-armado

Para determinar los valores de a a probar con cada problema del bandido, se hace uso del
algoritmo el cual basicamente genera n numeros dentro de un intervalo, para este caso se

generan 10 numeros en el intervalo de [0,0.5], estos valores son tomados en base a [UCB-Tuned
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donde el valor maximo de « es 0.25 y el minimo posible 0. Se debe observar que los valores dados
por el algoritmo [16| son generados de manera logaritmica esto es para encontrar el valor a lo mas

adecuado y ajustado posible.

Algoritmo 16: Generador de Intervalos para «

Entrada: h Limite Superior
Entrada: [ Limite Inferior
Entrada: ¢ Cantidad de valores a generar, limite inferior y superior incluidos
Salida: A + conjunto de valores
1 add h and [ to A;

2 paran < 2 a c hacer
h—1.

3 t— =5
4 add t a A;
5 h +t;

De los experimentos realizados se obtuvieron los valores mostrados en la tabla En dicha
tabla se resalta el arrepentimiento minimo que se encontré para cada valor de K. La figura [4.20
muestra el arrepentimiento de [UCB] para los distintos valores de «, en el eje horizontal aparece el
nimero de maquinas K y en el eje vertical el valor de o y los puntos muestran el valor de a que

logra el menor arrepentimiento.

0.1 .

Valores de «

0oL ! ! ! ! ! ! ! ! ! =
10 20 30 40 50 60 70 80 90 100

Valores de K

—— Arrepentimiento

Figura 4.20: Valores de o con menor arrepentimiento de acuerdo al nimero de maquinas

Es claramente visible, tanto en la tabla como en la figura, que el valor empirico de o que usa en

problemas de bandido con maquinas con distribuciones de Bennoulli tiende a disminuir a medida
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o K =2 K =10 K =20 K =30
0.5 32.87599291 209.433417 423.780227 630.8991716
0.25 18.25833432 116.3316074 234.4191165 350.0860386
0.125 31.07831557  100.3666093 141.7456925 198.039642
0.0625 161.4920474 355.7119161 247.7846574 211.5564137
0.03125 636.3839619 953.3177813 425.8911306 280.8125353
0.015625 1281.800731 1375.111881 655.3645169 429.7325413
0.0078125 1803.720134 1784.99521 889.4018378 977.6450387
0.00390625 2278.344067 2108.183699 1061.458508 690.2367994
0.001953125 | 2749.906634 2245.065439 1174.408295 809.2446594
0.0 5369.546394 2620.839196 1507.323117 1044.84556
o K =40 K =50 K =60 K =170
0.5 845.3930708 1049.563145 1250.438559 1450.08613
0.25 466.4261567 577.2316381 693.2197042 805.4396666
0.125 260.9195798 326.8615694 388.4936043 450.8379373
0.0625 199.2319155  210.0140709 233.0756098 260.0195909
0.03125 212.1632531  194.9900322 196.0247022 197.1115065
0.015625 292.9511996 243.9314031 224.7826637 208.8158847
0.0078125 396.9141287 336.145405 290.6328965 247.1634022
0.00390625 523.3516516 413.8622618 368.051293 329.898228
0.001953125 | 616.1031126 506.9338643 433.0838539 375.4479823
0.0 825.5027413 664.8322039 585.4101464 535.919935
o K =80 K =90 K =100

0.5 1649.434009 1838.99005 2035.291679

0.25 917.4059381 1021.637086 1132.683732

0.125 513.5874116 580.1546486 643.1948647

0.0625 291.4136499 320.3191704 349.0558798

0.03125 208.3208038  222.3790973 237.7055589

0.015625 202.4926674  198.2595873 202.0549332

0.0078125 241.2048555 222.9236336 214.0053779

0.00390625 293.981931 263.759107 250.5537191

0.001953125 | 336.6977931 309.7463854 296.9842329

0.0 471.9239373 437.4116567 418.3437997

Tabla 4.18: Arrepentimiento para distintos valores de & y niimero de maquinas
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que aumenta el nimero de méquinas. Un claro ejemplo es con los valores de K = 2 y K = 100,
donde o = 0.25 obtiene el mejor arrepentimiento para el primero, pero presenta uno de los peores
arrepentimientos para el segundo.

En la figura[£.20]se puede observar que no hay diferencia entre los valores de « para ciertos valores
de K, debido a esto y con la finalidad de afinar los valores de « se repiti6é el mismo procedimiento
pero esta vez se alimenta el algoritmo [16| con el valor superior e inferior de los mejores valores de
« que se obtuvieron en el procedimiento anterior, por ejemplo para K = 2 se utilizaron a« = 0.5 y
a = 0.125, y de esta manera para el resto de valores de K.

De manera similar al proceso anterior, los valores de a que producen el menor arrepentimiento
para cada valor de K de acuerdo con la tabla fueron graficados y se muestran en la figura[4.21
Se puede observar en dicha figura que se confirma el mismo fenémeno de que; « tiende acercarse a
0 conforme K incrementa, lo que indica que a mayor nimero de méquinas una politica debe tender
a explotar mds que explorar ya que al acercar a a 0 en [UCB]el término de exploracién dejard de

influir (ver seccién |1.3.4)).

S
N

Valores de «
(e}
—

10 20 30 40 50 60 70 80 90 100
Valores de K

Figura 4.21: Arrepentimiento para distintos valores ajustados de o y nimero de maquinas

Con la finalidad de comprobar que los valores para « obtenidos por el algoritmo de intervalos
no sean minimos locales se hizo uso del algoritmo de recocido simulado bajo las siguientes

condiciones:

= La temperatura inicial se establece en 100 la cual en experimentos previos comprobd dar los

mejores resultados.
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« K=2 K =10 « K =20
0.5 32.29595484 208.4764212 | 0.25 236.129853
0.3125 20.97042004 139.172423 0.15625 156.6299361
0.21875 17.61600766  104.2993211 | 0.109375 137.6470701
0.171875 19.06865144 91.28716343 | 0.0859375 151.206586
0.1484375 22.78609835  87.86604227 | 0.07421875 180.317461
0.13671875 28.8911964 94.73105065 | 0.068359375 | 213.1020488
0.130859375 | 28.56183449 92.85356597 | 0.065429688 | 225.2814384
0.127929688 27.2924094 100.2050342 | 0.063964844 | 232.9142235

0.126464844

30.59359036

98.29225507

0.063232422

232.5736422

0.125 31.09418382 99.728747 0.0625 2479711618
o K =30 K =40 o K =50
0.125 198.7659014 265.0043682 | 0.0625 209.379642
0.078125 169.0664802 198.696205 0.0390625 192.6971214
0.0546875 219.2341173  197.7570584 | 0.02734375 200.6171752
0.04296875 228.1514161 201.0941101 | 0.021484375 212.145916

0.037109375
0.034179688
0.032714844
0.031982422
0.031616211

251.6520821
249.5441946
268.673412
275.0394893
258.8199039

199.7605299
210.2559352
213.0502394
214.4262525
221.7838157

0.018554688
0.017089844
0.016357422
0.015991211
0.015808105

230.2994546
236.3387839
249.5591561
240.2662121
250.1445775

0.03125 282.1265379 212.7791208 | 0.015625 238.2748248
o K =60 K =10 o K =380

0.0625 235.2669231 260.5479903 | 0.03125 212.5866831
0.0390625 189.6965079 203.3562005 | 0.01953125 | 190.5264806
0.02734375 | 189.2839767 196.4012438 | 0.013671875 | 200.3341841

0.021484375
0.018554688
0.017089844
0.016357422
0.015991211
0.015808105

198.5768633
204.3621865
209.8752994
206.2688755
214.5388827
224.3645533

198.4901067
200.4352023
209.3092474
202.3254408
206.7862197
203.9689737

0.010742188
0.009277344
0.008544922
0.008178711
0.007995605
0.007904053

216.2662349
213.868842
225.5514602
225.5422196
228.2774061
228.550089

0.015625 207.5672402 201.9280646 | 0.0078125 235.5341334
o K =90 K =100

0.03125 223.0388033 243.9334951

0.01953125 | 196.7055075  207.7824428

0.013671875
0.010742188
0.009277344
0.008544922
0.008178711
0.007995605
0.007904053
0.0078125

199.2360492
209.5776894
210.151884
218.7214327
218.4004633
229.4354545
225.6945476
223.1142452

201.8324488
203.2222353
211.8104162

214.686273
208.7410358
218.1692104
218.9222873
214.8502284

Tabla 4.19: Valores de a y funciones aproximadas
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K Intervalos Recocido Simulado Diferencia Absoluta
2 0.21875 0.231920917666258 0.013170918
10 0.1484375 0.150946812286281 0.002509312
20 0.109375 0.110409398029701 0.001034398
30 0.078125 0.0925477513275956 0.014422751
40 0.0546875 0.0414137549344286 0.013273745
50 0.0390625 0.0353988664320534 0.003663634
60 0.02734375 0.028712263957292 0.001368514
70 0.02734375 0.0226200347452994 0.004723715
80 0.01953125 0.0173697109028678 0.002161539
90 0.01953125 0.0182521667064247 0.001279083
100 | 0.013671875 0.0104088991784998 0.003262976

Promedio 0.00553369

Tabla 4.20: Valores de a obtenidos por Intervalos y Recocido Simulado

s El esquema de enfriamiento elegido fue enfriamiento geométrico con 8 = 0.9.

= Kl valor inicial de « para el conjunto de méquinas, se establecié de manera aleatoria entre 0

y 1.

= Los a vecinos se generaron aleatoriamente entre agetqar +0.1 ¥ Qgetuar — 0.1 con limite superior

1 y limite inferior 0.

= Para determinar la calidad oz como solucidn, se uso, al igual que en el algoritmo de intervalos, el
arrepentimiento promedio que se obtiene al ejecutar 100 veces a UCB con « en 1000 problemas

de bandido de K méquinas a 100000 rondas.

Bajo las condiciones anteriores se obtuvieron los resultados mostrados en la tabla y en la
figura

De la tabla[4.20]y la figura[4.22]se puede observar que los valores obtenidos son bastante similares
a los obtenidos por el algoritmo de intervalos teniendo una diferencia promedio de 0.0055 con lo cual
se puede afirmar que ambos algoritmos convergen de manera similar y que los valores obtenidos
por el algoritmo de intervalos no son minimos locales. Es necesario aclarar que en las siguientes

secciones se usaran los valores obtenidos por el algoritmo de intervalos.
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o
o

Valores de «
(e}
—

10 20 30 40 50 60 70 80 90 100
Valores de K

—— Intervalos —— Recocido Simulado

Figura 4.22: Valores de a obtenidos por Intervalos y Recocido Simulado

4.2.2. Andlisis de Resultados

Con los valores empiricos encontrados en los experimentos se plantearon dos funciones que

aproximan a los valores de « que dieron el mejor rendimiento:

o (K) = % (4.1)

La figura muestra las funciones oy (K) y as(K) y cémo ambas aproximan la relacién entre
K y los valores a empiricos con el mejor rendimiento de acuerdo a la tabla

Estas dos funciones estan pensadas bajo dos condiciones:
» que mantengan lo mds posible la simplicidad de [UCB]
= mantener el comportamiento de que los valores tiendan a 0 conforme K incrementa.

Con estas dos funciones se generan dos politicas de activacién basadas en [UCB| las cuales se
muestran en los algoritmos [T7] y [I8]
Se espera que estas politicas tengan mejor rendimiento en [GGP)| que la versién de [UCH] origi-

nalmente propuesta por Auer et al. [5]. Cabe resaltar que la principal caracteristica y aportacién
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Valores de «

0p ! ! ! ! ! ! ! ! ! i
10 20 30 40 50 60 70 80 90 100
Valores de K

—— Arrepentimiento ——

L
K 2K

Figura 4.23: Funciones que aproximan a los valores encontrados de «

Algoritmo 17: Upper Confidence Bound «y

Entrada: K maquinas y 7' Rondas
1 Activar cada maquina una sola vez;
2 parat < K +1 aT hacer
3 Activar la maquina ¢ que maximice;
4

logt

T, +

es que: estas politicas se adaptaran al niumero de méquinas a las cuales se enfrenten, lo que en el
dmbito de [GGP] consiste en adaptarse al ntmero de nodos, por ejemplo para el drbol de la figura
4.24] si se usara [UCB] en su versién original en todos los niveles la constante de «, que controla
el balance entre la explotacién y exploracion, siempre serd igual a 2 lo que de acuerdo a los datos
empiricos que se obtuvieron no tendria un buen rendimiento (ver tabla, en cambio las politicas

UCBo;]| y [UCBag] se adaptaran al niimero de nodos, en el primer nivel para la, constante
€

;1 , ;. L.
serd 5 y para [UCBag|serd § que son valores proximos a los valores 6ptimos encontrados en los

experimentos, el segundo nivel del arbol para el nodo derecho las constantes seran é Y ¢ respec-

tivamente y para el nodo izquierdo seran i y § v de esta manera para el resto del arbol como se

puede observar en la figura[d.24] En la proxima seccién se probardn estas politicas en el d4mbito de

[GGP)| para determinar si las politicas [UCBa;] y [UCBag] obtienen un mejor rendimiento que [UCB]
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Algoritmo 18: Upper Confidence Bound a,
Entrada: K maquinas y T Rondas

1 Activar cada maquina una sola vez;

2 parat< K+ 1aT hacer

3 Activar la maquina ¢ que maximice;

4

Figura 4.24: Funcionamiento de UCBa; y UCBay

4.3. Comparativa de las politicas propuestas en GGP

En esta seccién se muestra el rendimiento de las politicas [UCBa;| y [UCBas| con respecto a las

politicas UCB, UCB-Tuned y ETC, para ello se realizé un comparativo bajo las mismas condiciones
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y juegos que en la seccién Cabe resaltar que para comparar el rendimiento de las politicas
propuestas con respecto a UCB, UCB-Tuned y ETC, se tomaran en cuenta los resultados que estas

tltimas obtuvieron en el comparativo anterior.

4.3.1. Atari-Go

Respecto a la cantidad de victorias que las politicas logran, se puede observar en la tabla [£:2]
y figura cuando [ABMC] est4 limitado a 100 simulaciones, es la politica con el mayor
nimero al obtener 711 victorias, 99 victorias mds que la politica [ETC] la cual en el comparativo

anterior obtuvo el mayor nimero de victorias en este juego.

100 Simulaciones 1,000 Simulaciones

UCB ETC  UCB-Tuned UCBa; UCBay UCB ETC UCB-Tuned UCBa; UCBas
1 177 188 173 241 221 161 215 156 233 235
2 167 210 157 227 239 189 204 139 235 233
3 153 214 170 243 220 168 200 158 236 238
Total 497 612 500 711 680 518 619 453 704 706
Promedio  165.67  204.00 166.67 237.00 226.67 172.67  206.33 151.00 234.67 235.33
o +12.06 £14.00 +8.5 +8.72 +10.69 +14.57 £7.77 +10.44 +1.53 +2.52

Tabla 4.21: Victorias de UCBa; y UCBag en Atari Go

Con respecto a la limitacién de 1,000 simulaciones de [ABMC] se puede considerar que ambas

politicas [UCBa1] y [UCBay] tiene el mejor rendimiento ya que ambas obtienen el mayor nimero de

victorias con 704 y 706 respectivamente, 85 y 87 victorias por encima de las logradas por [ETC|

71T 704 630 706

Total de Victorias

UCB ETC UCB-Tuned UCBay UCBay

B1100 Simulaciones 11000 Simulaciones

Figura 4.25: Victorias de UCBa; y UCBasy en Atari Go
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La tabla [£.22] muestra el porcentaje que las politicas [[CBa;]y [[CBag] logran al enfrentarse al
resto. En esta tabla se muestra que tanto en 100 y 1,000 simulaciones, la politica tiene

el mejor desempeiio que las politicas UCB, [UCB-Tuned] y [ETC|, al obtener un mayor porcentaje

de partidas ganadas que estas, siendo el mds bajo (55.67 %) cuando se enfrenta a en 1,000

simulaciones, y el porcentaje més alto el de 66.33 % al enfrentarse a[UCB-Tuned|igualmente cuando

ABMC] estd limitado a 1,000 simulaciones, como se puede observar en la figura [4.26]

100 Simulaciones

UCB ETC UCB-Tuned UCBo; UCBas
UCBa; 65.00 £5.69 57.67 +£1.15 64.00 +5.51 50.33 +2.08
UCBas 67.00 £2.52 49.33 £2.65 60.67 +4.16 49.67 +2.08
1000 Simulaciones
UCB ETC UCB-Tuned UCBay UCBagy
UCBa; 63.33 £5.69 5567 +£1.15 66.33 +5.51 49.33 +2.08
UCBas 62.33 +2.52 59.00 £2.65 63.33 +4.16 50.67 +2.08
Tabla 4.22: Porcentaje de Victorias de UCBa; y UCBas en Atari Go
100 Simulaciones
100
80 50.67 #0
60
40
64
20
0
1,000 Simulaciones
100

80
60
40
20

66.33

e

. UCBOél

UCBa; BUCBEETC B UCB-Tuned

Figura 4.26: Porcentaje de Victorias de UCBa; y UCBay en Atari Go
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Respecto a[UCBag], cuando estd limitado a 100, no logra vencer a[ETC|ya que solo sale
victoriosa en solo 49.33 % partidas, sin embargo, logra vencer tanto a UCB como [UCB-Tuned| al

vencer a ambas en mds del 60 % de las partidas como se observa en la figura En el caso de
que [ABMC(]|est4 limitado a 1,000, mejora su rendimiento ya que logra vencer el 59 % de las
partidas a[ETC] a diferencia del caso de 100 simulaciones, y de igual forma logra vencer en mds del
60 % a las politicas UCB y

Respecto al enfrentamiento entre UCBay y el desempeno podria considerarse similar
como se puede observar en la figura ya que la diferencia entre el porcentaje de partidas que
cada una gana es de solo 0.66 % en 100 simulaciones y 1.34 % en 1,000 simulaciones.

De los resultados obtenidos se puede observar que en el juego de Atari-Go las politicas [UCBq;]

y tiene un mejor desempeiio que UCB, [UCB-Tuned]y [ETC}

4.3.2. Breakthrough 6 x 6

Acorde con los resultados mostrados en la tabla y la figura se observa que cuando
estd limitado a 100 simulaciones, las politica[UCBa;| y [UCBas| tienen el mejor rendimiento
que [ETC] la politica con el mayor ntmero de victorias de acuerdo al comparativo anterior, en
especifico logro 46 victorias méas que [ETC|y obtuvo 10 victorias por encima de las
logradas por

100 Simulaciones 1,000 Simulaciones

UCB ETC UCB-Tuned UCBa; UCBay UCB ETC  UCB-Tuned UCBa; UCBas
1 166 218 166 236 214 174 104 182 271 269
2 175 217 147 232 229 183 103 185 265 264
3 153 224 160 237 226 165 131 173 256 275
Total 494 659 473 705 669 522 338 540 792 808
Promedio  164.67  219.67 157.67 235.00 223.00 174.00 112.67 180.00 264 269.33
o +11.06  +3.79 +9.71 +2.65 +7.94 +9 +15.89 +6.24 +7.55 +5.51

Tabla 4.23: Victorias de UCBa; y UCBas en Breakthrough 6 x 6

En el caso de 1,000 simulaciones obtiene 252 victorias mds que politica
con el mejor desempeno en este caso de acuerdo con el comparativo anterior, y obtuvo 260

victorias més que por lo cual las politicas propuestas tienen el mejor desempeiio a

lograr un mayor nimero de victorias.
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800

600

400

Total de Victorias

200

UCB ETC UCB-Tuned UCBoy UCBay

B0100 Simulaciones 181000 Simulaciones

Figura 4.27: Victorias de UCBa; y UCBay en Breakthrough 6 x 6

Respecto al porcentaje de partidas ganadas, [UCBay] vence a[UCB] [ETC|y [UCB-Tuned] tanto en

100 y 1,000 simulaciones siendo el porcentaje minimo de 57 % de partidas ganadas al enfrentarse

a en 100 simulaciones y el maximo de 77.67 % al enfrentarse a en 1,000 simulaciones,

estos resultados pueden observarse en la tabla[£.24] y de manera gréfica en la figura [£.28

100 Simulaciones
UCB ETC UCB-Tuned UCBao;y UCBas
UCBa; 60.67 +6.24 57.00 £1.15 63.00 =1.15 54.33 +3.51
UCBasy 67.00 =1.53 49.67 £1.00 60.67 £2.52 45.67 +3.51
1000 Simulaciones
UCB ETC UCB-Tuned UCBay UCBasy
UCBay 70.00 =6.24 77.67 +£1.15 67.67 =1.15 48.67 +3.51
UCBas 70.67 £1.53 78.00 +1.00 69.33 £2.52 51.33 £3.51

Tabla 4.24: Porcentaje de Victorias de UCBa; y UCBasy en Breakthrough 6 x 6
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39.33 =

100 Simulaciones
100
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Figura 4.28: Porcentaje de Victorias de UCBa; y UCBay en Breakthrough 6 x 6

obtiene un mayor porcentaje de partidas ganadas que [UCB| y [UCB-Tuned] pero solo
logra ganar en 49.67% de las partidas a [ETC] sin embargo, su rendimiento, mejora con 1,000

simulaciones quedando su minimo de partidas ganadas en 69.33 % al enfrentarse a [UCB-Tuned| y

su méaximo de 78 % al enfrentarse a[ETC

En el enfrentamiento entre [UCBay]y [UCBag| de acuerdo a la figura [£:28] se observa que [UCBa]
obtiene el 54.33 % porcentaje de partidas ganadas en 100 simulaciones y obtiene el 51.33 %

en 1,000 simulaciones, por lo cual se considera que la mejor politica en Breakthrough 6 x 6 cuando

[ABMC]est4 limitado a 100 simulaciones es[UCBag]y cuando[ABMC]|est4 limitado a 1,000 es[UCBag]

4.3.3. Breakthrough with Holes 6 x 6

En el juego Breakthrough with Holes 6 x 6, politica con mejor desempeno cuando [ABMC] se
limita a 100 simulaciones, es la que logra 89 victorias mds que [ETC|la politica con mejor

desempertio en el comparativo anterior, ver tabla[4.25]y figura [£.29]



4.3. COMPARATIVA DE LAS POLITICAS PROPUESTAS EN GGP 7

Para el caso de 1,000 simulaciones la politica [UCBag] obtiene 820 victorias mds que la politica

que obtuvo la mayor cantidad de victorias en este juego de acuerdo con el comparativo

anterior.
100 Simulaciones 1,000 Simulaciones

UCB ETC UCB-Tuned UCBa; UCBasy UCB ETC UCB-Tuned UCBa; UCBas
1 182 195 184 219 220 172 108 177 285 258
2 201 194 186 208 211 184 113 177 261 265
3 182 182 185 222 229 177 103 180 274 266
Total 565 571 555 649 660 533 324 534 820 789
Promedio  188.33  190.33 185.00 216.33  220.00 177.67 108.00 178.00 273.33  263.00
o +10.97 +7.23 +1.00 +7.37 +9.00 +6.03  +5.00 +1.73 +12.01  +4.36

Tabla 4.25: Victorias de UCBay y UCBas en Breakthrough with Holes 6 x 6

800

600

400

200

Total de Victorias

UCB

ETC

UCB-Tuned UCBo; UCBas

Bm100 Simulaciones H11000 Simulaciones

Figura 4.29: Victorias de UCBa; y UCBasy en Breakthrough with Holes 6 x 6

Respecto al desempeno de la politica se puede observar que logran obtener un mayor
porcentaje de victorias que [UCB] [ETC|y [UCB-Tuned] sin importar la cantidad de simulaciones del

[ABMC] pero se puede observar que su desempefio es mejor conforme el nimero de simulaciones

aumenta alcanzando un 80 % al enfrentarse a [ETC| esto puede ser observado en la tabla y de

manera grafica en la figura [£.30]
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100 Simulaciones
UCB ETC UCB-Tuned UCB-a UCBas
UCBay 56.33 £3.06 57.00 £5.29 52.33 +3.06 50.67 +£6.03
UCBasy 53.00 £3.51 59.67 £1.53 58.00 £2.00 49.33 £6.03
1000 Simulaciones
UCB ETC UCB-Tuned UCB-ay UCBas
UCBa; 69.67 =3.06 80.00 £5.29 71.33 +£3.06 52.33 +£6.03
UCBas» 68.67 +3.51 76.67 +£1.53 70.00 =2.00 47.67 £6.03

Tabla 4.26: Porcentaje de Victorias de UCBa; y UCBasy en Breakthrough with Holes 6 x 6
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100 Simulaciones

|

1,000 Simulaciones

31.33 0
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Figura 4.30: Porcentaje de Victorias de UCBa; y UCBay en Breakthrough with Holes 6 x 6

La figura [£.30] muestra el desempetio de en el cual se puede observar que también logra

obtener un porcentaje de victorias méas alto que las politicas [UCB] [ETC| y [UCB-Tuned] teniendo

un méaximo de 76.67 % al enfrentarse a [ETC| cuando [ABMC]se limita a 1,000 simulaciones.

Del enfrentamiento entre [UCBa1] y [UCBas] se puede observar que en 100 simulaciones el ren-

dimiento entre las politicas es bastante similar, sin embargo, una vez limitado [ABMC] a 1,000

simulaciones se observa que tiene el mejor desempetio quien vence a en 52.33% de
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las partidas.
Para el juego Breakthrough with Holes 6 x 6 las politicas [[CBay] y [UCBag| tienen el mejor
desempeiio que las politicas [UCB], [ETC| y [UCB-Tuned] siendo la mejor.

4.3.4. Breakthrough Suicide 6 x 6

De la tabla y figura se observa que si [ABMC] se limita a 100 simulaciones, [[CB

no supera a la politica UCB que en el comparativo anterior obtuvo la mayor cantidad de victorias,

caso contrario de la politica que logra superar a UCB tnicamente con 2 victorias.

100 Simulaciones 1,000 Simulaciones

UCB ETC  UCB-Tuned UCBa; UCBas UCB ETC UCB-Tuned UCBa; UCBas
1 212 178 200 199 211 194 190 178 229 209
2 220 182 177 199 222 181 190 193 223 213
3 197 210 207 188 198 197 205 168 223 207
Total 629 570 584 586 631 572 585 539 675 629
Promedio  209.67  190.00 194.67 195.33  210.33 190.67  195.00 179.67 225.00 209.67
o +11.68 +17.44 +15.7 +6.35 +12.01 +8.50 +8.66 +12.58 +3.46 +3.06

Tabla 4.27: Victorias de UCBa; y UCBay en Breakthrough Suicide 6 x 6

Para el caso de 1,000 simulaciones las politicas propuestas incrementan su desempeno ya que
obtiene 103 victorias méds que UCB, lo mismo ocurre con que obtuvo 57 victorias
por encima de UCB, sin embargo, debe observarse que la politica [ETC| también incrementa su

desempeiio al obtener 13 victorias mas que UCB pero no logra superar a[UCBa1]y [UCBas]

675

|
629 631 629

Total de Victorias

UCB ETC UCB-Tuned UCBay UCBasy

B1100 Simulaciones B11000 Simulaciones

Figura 4.31: Victorias de UCBa; y UCBasy en Breakthrough Suicide 6 x 6
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Respecto al porcentaje de partidas ganadas de acuerdo a la tabla [£:28) y la figura en 100
simulaciones supera a UCB y [ETC| pero no lograr obtener un porcentaje mayor que [UCB-]
sin embargo, el desempeno incrementa en 1,000 simulaciones ya que logra vencer tanto a
UCB y [ETC]| como a[UCB-Tuned| dando el minimo de porcentaje de partidas ganadas al enfrentarse
a[ETC] con un 52 %.

100 Simulaciones
UCB ETC UCB-Tuned UCB-aq UCBas
UCBo; 45.33 £5.29  49.67 £3.61 51.00 +6.66 49.33 £ 0.58
UCBasy 52.00 +£2.65 51.67 £3.61 56.00 £2.00 50.67 +0.58
1000 Simulaciones
UCB ETC UCB-Tuned UCB-aq UCBasy
UCBay 63.00 £5.29 52.00 =3.61 58.67 +6.66 51.33 £0.58
UCBas 55.00 £2.65 47.00 £3.61 59.00 £=2.00 48.67 +0.58

Tabla 4.28: Porcentaje de Victorias de UCBa; y UCBasy en Breakthrough Suicide 6 x 6
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Figura 4.32: Porcentaje de Victorias de UCBa; y UCBay en Breakthrough Suicide 6 x 6

Para el caso de la politica [UCBag] cuando [ABMC] estd limitado a 100 simulaciones, la politica

logra obtener un mayor porcentaje de victorias que[UCB] [ETC|y[UCB-Tuned] sin embargo, cuando
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se limita a 1,000 simulaciones, solo logra vencer a[UCB]y[UCB-Tuned] sin embargo,
a[ETC| solo logra vencerla en 47 % de las partidas.

Respecto al enfrentamiento entre [UCBa;|y [UCBag| se observa que en 100 simulaciones el ren-
dimiento de ambas politicas podria considerarse similar, ya que solo supera a en

un 1.34% como se observa en la figura [4.32] sin embargo, en 1,000 simulaciones esta diferencia

incrementa a 2.66 % dando la ventaja a

Por los resultados obtenidos se puede considerar que tiene el mejor rendimiento en
Breakthrough Suicide 6 x 6 cuando [ABMC] tiene como limite 100 simulaciones, seguida muy de
cerca por la politica [UCB] para el caso de 1,000 simulaciones es la politica [UCBa4]la que presenta

el mejor desempeno.

4.3.5. Knight-Through

De acuerdo a la tabla y figura se observa que las politicas propuestas tienen mejor

desemperio que la politica[ETC|la cual obtuvo la mayor cantidad de victorias, en especifico al limitar

a[ABMC|a 100 simulaciones la politica[UCBa;], obtiene 257 victorias mas que[ETC|y [UCBag]obtuvo
263 mas que dicha politica.

100 Simulaciones 1,000 Simulaciones

UCB ETC UCB-Tuned UCBa; UCBay UCB ETC UCB-Tuned UCBa; UCBas
1 161 175 163 249 252 148 201 156 244 251
2 151 171 166 243 269 130 219 138 234 279
3 149 168 148 279 256 139 204 145 265 247
Total 461 514 477 771 s 417 624 439 743 s
Promedio 153.67 171.33 159.00 257.00 259 139.00 208.00 146.33 247.67 259
Promedio +6.43 +3.51 +9.64 +19.29  +8.89 +9.00 +9.64 +9.07 +15.82  +17.44

Tabla 4.29: Victorias de UCBa; y UCBas en Knight-Through

Para el caso de [ABM(] limitado a 1,000 simulaciones, la politica, logra 119 victorias
por encima de y obtiene 153 victorias mds que

La tabla y la figura [4.34] muestran el rendimiento de la politica en estas se puede
observar que la politica propuesta vence a[UCB] [ETC|y[UCB-Tuned] en més del 60 % de las partidas

sin importar el nimero de simulaciones de ABMC] el mayor porcentaje de victorias se da cuando

UCBa;l enfrenta a en 100 simulaciones donde logra vencer a esta ultima en 74 % de las
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Figura 4.33: Victorias de UCBa; y UCBas en Knight-Through

partidas.
100 Simulaciones
UCB ETC UCB-Tuned UCB-o4 UCBasy
UCBa; 74.00 £4.51 70.33 £3.00 65.33 +2.08 47.33 £9.61

UCBas 71.00 £8.72 63.67 £1.53 71.67 =7.00 52.67 +9.61
1000 Simulaciones
UCB ETC UCB-Tuned UCB-ay UCBas
UCBa; 71.33 £4.51 61.00 £3.00 69.67 +2.08 45.67 +£9.61
UCBas 71.00 =8.72 61.67 £1.53 72.00 =7.00 54.33 £9.61

Tabla 4.30: Porcentaje de Victorias de UCBay y UCBas en Knight-Through

Al igual que[UCBa;] [UCBaslogra vencer a las politicas vy Tuned en més del 60 % de
las partidas, siendo el porcentaje més alto de 72 % al enfrentar [UCB-Tuned|en 1,000 simulaciones.

Al enfrentar a[UCBa1]y [UCBas] se puede observar que es la segunda politica es la que tiene el
mejor rendimiento ya que vence en 52.67 % partidas y en 54.33 % partidas cuando [ABMC

estd limitado a 100 y 1,000 simulaciones respectivamente.

Para Knight-Through los resultados muestran que la politica [UCBag] tiene el mejor desempetio
ya que mantiene el mismo nimero de victorias sin importar la cantidad de simulaciones y ademés

de vencer en una mayor cantidad de partidas al resto de politicas.
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Figura 4.34: Porcentaje de Victorias de UCBa; y UCBag en Knight-Through

4.3.6. Sheep and Wolf

La tabla [I.31] y la figura [£.35] muestran los resultados de las politicas en el juego de Sheep and
Wolf, de estos se observa que [UCBaq] y [UCBag] obtienen una mayor cantidad de victorias que la
mejor politica de acuerdo al comparativo anterior en este caso

100 Simulaciones 1,000 Simulaciones

UCB ETC UCB-Tuned UCBa; UCBas UCB ETC UCB-Tuned UCBa; UCBay
1 202 188 202 207 201 204 148 208 219 221
2 196 184 205 209 206 206 149 211 222 212
3 196 186 196 211 211 202 144 200 223 231
Total 594 558 603 627 618 612 441 619 664 664
Promedio  198.00  186.00 201.00 209.00 206.00 204.00 147.00 206.33 221.33 221.33
o +3.46  +2.00 +4.58 +2.00 +5.00 +2.00 +2.65 +5.69 +2.08 +9.50

Tabla 4.31: Victorias de UCBa; y UCBas en Sheep and Wolf

Para el caso de 100 simulaciones obtuvo 24 victorias més que [UCB-Tuned| y [UCBas]
obtuvo 15 victorias por arriba de las logradas por [UCB-Tuned] Cuando[ABMC]est4 limitado a 1,000
simulaciones, ambas politicas [UCBa;1| y [UCBas] obtuvieron 45 victorias més que
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Figura 4.35: Victorias de UCBa; y UCBag en Sheep and Wolf

Respecto al porcentaje de partidas ganadas se puede observar que UCBay logra vencer a[UCBH]

[ETC|y [UCB-Tuned] sin importar el niimero de simulaciones, de acuerdo a las tablas[1.31]y la figura

el rango de partidas ganadas por UCBa; esta entre 52 % y 53 % a excepcién del enfrentamiento
con [ETC] con [ABMC] limitado a 1,000 simulaciones donde UCBe; alcanza el 68 % de partidas

ganadas.
100 Simulaciones
UCB ETC UCB-Tuned UCBoy UCBas
UCBo; 53.00 +£2.65 52.67 =1.00 52.67 +2.08 50.67 +1.53

UCBasy 52.00 +3.51 52.67 £3.61 52.00 £3.06 49.33 +1.53
1000 Simulaciones
UCB ETC UCB-Tuned UCB-aq UCBasy
UCBay 52.00 £2.65 6800 =1.00 51.67 +2.08 49.67 +1.53
UCBas 52.33 £3.51 66.00 =3.61 5267 +3.06 50.33 +£1.53

Tabla 4.32: Porcentaje de Victorias de UCBa; y UCBas en Sheep and Wolf

Al igual que UCBa;, UCBas vence en mas partidas a [UCB], [ETC|y [[UCB-Tuned] en el rango
de 52 % a 52.67 % partidas, a excepcién de en que logra 66 %.

De los enfrentamientos entre UCBa; y UCBay se puede observar que el rendimiento es bastante
similar siendo la diferencia de 1.34 % cuando |ABMC]se limita a 100 simulaciones dando la ventaja
a UCBa; y para el caso de 1,000 simulaciones esta diferencia se reduce a 0.66 % dando la ventaja

a UCBas.
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Figura 4.36: Porcentaje de Victorias de UCBa; y UCBay en Sheep and Wolf

De los resultados observados se puede asumir que las politicas propuestas tienen el mejor desem-
peno en el juego de Sheep and Wolf, debe observarse que debido a la naturaleza del juego, los agentes
tienden a ganar siempre si juegan como Lobo, y tienden a perder si juegan como ovejas, y de acuer-
do a los lineamientos del comparativo los agentes jugaran 50 % de las partidas como lobo y 50 %
como ovejas, por lo cual si una politica obtiene méas de 50 % de partidas ganadas significa que logro
vencer jugando como oveja como el caso de las politicas propuestas por eso se considera que tiene

un buen desempeno.

4.3.7. Tic-Tac-Toe Large

De acuerdo a la tabla [£.33] y la figura cuando [ABMC] est4 limitado a 100 simulaciones,
no logra obtener la suficiente cantidad de victorias como para superar a [UCB] la mejor

politica de acuerdo al comparativo anterior, quedando 19 victorias por debajo de las 594 victorias

logradas por [UCB] Por el contrario, supera en 28 victorias a [UCB] teniendo el mejor
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desempeno en 100 simulaciones.

100 Simulaciones 1,000 Simulaciones

UCB ETC  UCB-Tuned UCBa; UCBas UCB ETC UCB-Tuned UCBa; UCBas
1 185 194 188 189 215 215 65 183 230 245
2 196 181 185 199 205 211 78 202 234 227
3 213 172 190 187 202 211 78 201 228 225
Total 594 547 563 575 622 637 221 586 692 697
Promedio  198.00  182.33 187.67 191.67 207.33 212.33  73.67 195.33 230.67 232.33
o +14.11 +£11.06 +2.52 +6.43 +6.81 +2.31 £7.51 +10.69 +3.06 +11.02

Tabla 4.33: Victorias de UCBay y UCBasg en Tic-Tac-Toe Large

Para el caso de 1,000 simulaciones las politicas propuestas tienen el mejor desempeno ya que

obtiene 55 victorias mas que [UCB]y obtuvo 60 victorias méds que [UCB]

637
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Figura 4.37: Victorias de UCBa; y UCBay en Tic-Tac-Toe Large

La tabla y la figura muestran que cuando estd limitado a 100 simulaciones,
obtiene un mayor porcentaje de victorias que [ETC|y [UCB-Tuned] excepto con [UCB]} En el
enfrentamiento contra logra 50 % de partidas ganadas contra los 47.67 % del
ambas empatan en 4.33 % partidas. logra ganar en 49.33 % partidas cuando se enfrenta

a quien logra ganar 48.33 % partidas, y ambas empatan en 2.34 % partidas. Cuando
enfrenta solo logra ganar 47.67 % de las partidas contra las 48.33 % que logra [UCB| aun
as{, empatan en 4 % partidas.

Para el caso de 1, 000 simulaciones, [UCBa;|logra vencer a[UCB] [ETC|y [UCB-Tuned] al obtener

un porcentaje de partidas ganadas, mayor que 55 % incluso llegando a 74 % cuando se enfrenta a
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100 Simulaciones
UCB ETC UCB-Tuned UCBay UCBas
UCBay 47.67 £2.08 50.00 =2.65 49.33 +3.79 44.67 +£1.73
UCBas 50.00 +2.31 50.00 =551 53.67 £4.04 53.67 +3.06
1000 Simulaciones
UCB ETC UCB-Tuned UCBoy UCBas
UCBagy 55.33 £2.08 74.00 +2.65 5833 +3.79 43.00 £1.73
UCBasy 56.33 £2.31 73.67 £5.51 57.67 £4.04 44.67 +3.06

Tabla 4.34: Porcentaje de Victorias de UCBay y UCBas en Tic-Tac-Toe Large

ETC| pero de observarse que la cantidad de empates incrementé llegando a un méximo de 6.67 %

en el enfrentamiento con [JCB-Tunedl
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Figura 4.38: Porcentaje de Victorias de UCBq; en Tic-Tac-Toe Large

Para el caso de esta politica obtiene un mayor porcentaje de victorias que [UCB]

y sin importar que [ABMC] este limitado a 100 o 1,000 simulaciones, con un minino
de 50% en el enfrentamiento contra y en 100 simulaciones y el mdximo de 73.67% a

enfrentarse a [ETC|en 1,000 simulaciones. Respecto a los empates, el maximo niimero de empates
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de ocurre en el enfrentamiento contra donde empatan en 8 % de las partidas.
Al enfrentar a contra se puede observar que en 100 simulaciones vence
en 53.67% partidas a y empatan en 1.66%. Cuando se incrementa las simulaciones a
1,000 simulaciones las politicas empatan en 12.33 % sin embargo, sigue teniendo el mayor
porcentaje de partidas ganadas.
Para el juego Tic-Tac-Toe Large la politica tiene el mejor rendimiento, ya que logra el

mayor numero de victorias y el mayor porcentaje de partidas ganadas al enfrentar el resto de las

politicas.

4.3.8. Two-Player Free-For-All Zero-Sum

Para el juego Two-Player Free-For-All Zero-Sum, cuando [ABMC] se limita a 100 simulaciones,
las politicas propuestas obtiene una mayor cantidad de victorias, que [ETC]| la politica que en el

comparativo anterior obtuvo la mayor cantidad de victorias, en especifico[UCBaj]logra 115 victorias

y [UCBag| 117 més que [ETC|

100 Simulaciones 1,000 Simulaciones

UCB ETC UCB-Tuned UCBa; UCBas UCB ETC UCB-Tuned UCBa; UCBay
1 187 180 178 239 213 162 117 162 275 281
2 191 186 183 208 228 164 114 163 269 287
3 166 189 191 223 231 158 123 164 263 285
Total 544 555 552 670 672 484 354 489 807 853
Promedio  181.33  185.00 184.00 223.33 224.00 161.33 118.00 163.00 269.00 284.33
o +13.43 +4.58 +6.56 +15.5 +9.64 +3.06 +4.58 +1.00 +6.00 +3.06

Tabla 4.35: Victorias de UCBa; y UCBay en Two-Player Free-For-All Zero-Sum

Para el caso de 1,000 simulaciones, en el comparativo anterior obtuvo la mayor
cantidad de victorias, sin embargo, su desempeno queda por debajo de las politicas propuestas ya
que obtiene 318 victorias mas que [UCB-Tuned| y [UCBag| obtuvo 364 victorias mds que
UCB-Tuned|

La tabla y la figura [4.40] muestran que obtiene un mayor porcentaje de partidas

ganadas que [UCB| [ETC]|y [UCB-Tuned] tanto cuando [ABMC] esta limitado a 100 simulaciones como
a 1,000 simulaciones. El porcentaje de partidas ganadas por méas bajo se da al enfrentar

a|[UCB]| con |[ABMC]limitado a 100 simulaciones en especifico vence a|[UCB-Tuned|el 55.33 % de las
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Figura 4.39: Victorias de UCBa; y UCBay en Two-Player Free-For-All Zero-Sum

partidas. El porcentaje méas alto se da cuando vence a [UCB-Tuned| en el 76.33 % de las

partidas cuando [ABMC] estd limitado a 1,000 simulaciones.

Two-Player Free-For-All Zero-Sum

100 Simulaciones

UCB ETC UCB-Tuned UCBay UCBas
UCBa; 59.00 £1.73 59.00 =4.62 55.33 +4.16 50.00 + 2.65
UCBasy 55.00 +4.00 60.33 +1.53 58.67 =2.89 50.00 +2.31
1000 Simulaciones
UCB ETC UCB-Tuned UCBay UCBasy
UCBay 75.00 +1.73 73.67 +4.62 76.33 +=4.16 44.00 +2.65
UCBas 77.00 £4.00 76.33 £1.53 75.67 +2.89 55.33 +£2.31

Tabla 4.36: Porcentaje de Victorias de UCBa; y UCBas en Two-Player Free-For-All Zero-Sum

La figura[£.40| muestra de manera grafica el porcentaje de partidas que[UCBag]logra ganar, en la

misma se puede observar que la politica propuesta vence a[UCB] [ETC|y[UCB-Tuned|sin importar el

nimero de simulaciones a los que se limite[ABMC]| El porcentaje més bajo de partidas ganadas por

se da en el enfrentamiento con [UCB| al que logra vencer en 55% partidas cuando [ABMC

estd limitado en 100 simulaciones. El porcentaje més alto de 77 % se da cuando vence a
[UCB]| con [ABMC] limitado a 1,000 simulaciones.

La figura [£.40] muestra como las politicas propuestas logran el mismo porcentaje de partidas

ganadas al enfrentarse entre si cuando [ABMC] est4 limitado a 100 simulaciones, sin embargo, una
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Figura 4.40: Porcentaje de Victorias de UCBa; y UCBa; en Two-Player Free-For-All Zero-Sum

vez esta limitante se establece en 1,000 simulaciones, se observa que logra obtener el mayor
porcentaje de partidas ganadas sobre

De acuerdo a los resultados obtenidos la politica con mejor rendimiento en T'wo-Player Free-For-
All Zero-Sum es la politica propuesta yva que logra obtener la mayor cantidad de victorias

y el mayor porcentaje de partidas ganadas al enfrentar al resto de politicas.

4.4. Analisis Estadistico De Las Politicas Propuestas

En la tabla y figura se muestran la cantidad de victorias que cada politica logrd en
cada uno de los juegos con [ABMC] limitado a 100 y 1,000 simulaciones.

En el comparativo anterior la politica [ETC| resulto tener la mayor cantidad de victorias cuando
[ABMC]estaba limitado a 100 simulaciones, sin embargo, las politicas propuestas obtienen una mayor
cantidad de victorias, ya que [UCBay] obtiene 5,294 victorias, 708 victorias mds que [ETC] y en el

caso de as logra 5,329 victorias que corresponde a 743 victorias por encima de las 4,856 victorias
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logradas por [ETC|

100 Simulaciones

UCB ETC UCB-Tuned UCBa; UCBas
Atari-Go 497 612 500 711 680
Breakthrough Small 494 659 473 705 669
Breakthrough Small with Holes 565 571 555 649 660
Breakthrough Small Suicide 629 570 584 586 631
Knight-Through 461 514 477 771 T
Sheep and Wolf 594 558 603 627 618
Tic-Tac-Toe Large 594 547 563 575 622
Two-Player Free-For-All Zero-Sum 544 555 552 670 672
Total 4378 4586 4307 5294 5329
Promedio 547.25 £58.77 57325 +44.14 538.38 £49.05 661.75 +66.48 666.13 +50.8
Mediana 554.50 564.00 553.50 659.50 664.50

1,000 Simulaciones

UCB ETC UCB-Tuned UCBay UCBa»
Atari-Go 518 619 453 704 706
Breakthrough Small 522 338 540 792 808
Breakthrough Small with Holes 533 324 534 820 789
Breakthrough Small Suicide 572 585 539 675 629
Knight-Through 417 624 439 743 T
Sheep and Wolf 612 441 619 664 664
Tic-Tac-Toe Large 637 221 586 692 697
Two-Player Free-For-All Zero-Sum 484 354 489 807 853
Total 4295 3506 4199 5897 5923
Promedio 536.88 £+ 70.37 438.25 £154.05 524.88 £62.03 737.13 £62.26 740.38 £77.7
Mediana 527.50 397.50 536.50 723.50 741.50

Tabla 4.37: Total de Victorias de UCB, ETC, UCB-Tuned, UCBa; y UCBas

Para cuando [ABMC] estd limitado a 1,000 simulaciones, en el comparativo anterior UCB fue la
politica que logroé la mayor cantidad de victorias, en este nuevo comparativo esta politica logro 4,295
victorias, sin embargo, logra 5897 victorias y obtuvo 5,923, con lo cual superan a
UCB y por ende al resto de politicas.

De esta manera si solo se tiene en cuenta el total de victorias, las politicas propuestas en esta
tesis tienen el mejor rendimiento en GGP.

Tomando el promedio de victorias que obtuvo cada politica, de acuerdo a la tabla [4.37] se
observa que las politicas propuestas [UCBa;]y [UCBagl logran una mayor cantidad de victorias, por

ejemplo para el caso de[ABMC]| limitado a 100 las politicas[UCBa;|y [UCBag] obtienen en promedio

661.75 y 666.13 victorias por juego respectivamente, cantidades superiores a las 573.25 victorias

en promedio que logra la politica [ETC] El mismo fenémeno ocurre cuando [ABMC] est4 limitado a
1,000 simulaciones ya que, la politica UCB la cual dio el mejor promedio en el comparativo, en este

comparativo obtiene 536.88 victorias en promedio, sin embargo, obtuvo 737.13 victorias en
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Figura 4.41: Total de Victorias de UCB, ETC, UCB-Tunde, UCBa; y UCBay

promedio y obtuvo 741.50 por lo cual las politicas propuestas tienen el mejor promedio de
victorias que las politicas propuestas.

La figura[4.42] muestra un diagrama de cajas para las victorias que las politicas obtuvieron cuan-
do [ABM(| estaba limitado a 100 simulaciones. En esta gréifica se puede observar que las medianas
de las dos politicas propuestas son superiores al 100 % de los datos obtenidos por las politicas UCB,

[ETC] y [UCB-Tuned] por lo cual se puede considerar que estas politicas propuestas tienen mejor

rendimiento que las politicas mencionadas. Respecto a la dispersion de los datos se observa que la
politica con menor rango es (si no se toma en cuenta el dato atipico que presentaEI) y la
politica [ETC]| sin embargo, las victorias de [ETC|son inferiores a las de El rango de datos
més grande esta dado por sin embargo su dato minino es superior al 75% de datos de
y al 50% de UCB y En base a la dispersiéon de datos se puede considerar que

[UCBa;] y [UCBasy) tienen el mejor desempeiio, el primero por lograr datos superiores a los de las
politicas UCB, [ETC| y [UCB-Tuned] y se considera que tiene mejor desempeiio que estas

politicas por las mismas razones que y ser una de las politicas con menor rango lo que

indica que el nimero de victorias que esta politica logre serd muy similar entre juegos.

La figura muestra un diagrama de cajas de las victorias de las politicas del comparativo

pero para el caso en el cual [ABMC] estd limitado a 1,000 simulaciones. En esta grafica se puede

2Se considera dato atipico aquel que es mayor a el tercer cuartil mas 1.5 veces el rango intercuartil
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Figura 4.42: Grafica de cajas para 100 simulaciones

observar que las victorias logradas por las politicas propuestas [UCBa;| y [UCBaal son superiores

a las logradas por UCB, [ETC] y [UCB-Tuned] como se puede observar en los valores minimos de

las politicas propuestas y los valores méximos de las politicas con las que se compararon. Otro
punto que observar es que los rangos de las victorias que las politicas obtuvieron se redujeron
mostrando unos datos mas consistentes, pero como se mencioné las victorias logradas por UCB,

ETC|y [UCB-Tuned] son inferiores a las logradas por las politicas propuestas.

UCBOéQ r !

UCB-Tuned | — 1 .
el [ - f

|
200 250 300 350 400 450 500 550 600 650 700 750 800 850 900

Figura 4.43: Gréfica de cajas para 1,000 simulaciones

Por lo tanto y de acuerdo con los resultados obtenidos del comparativo, las politicas propuestas

UCBa1] y [UCBag| tiene un mejor desempeiio que las politicas UCB, [ETC|y [UCB-Tuned|en General

Game Playing por las siguientes razones:

» logran una mayor cantidad de victorias.
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= tiene un mayor promedio de victorias por juego.

= el nimero de victorias obtenidas es consistente entre juegos, esto debido a que las politicas

siempre quedaron en los primeros lugares.

Con el fin de reafirmar lo anterior se procedié con la realizaciéon de dos pruebas de estadistica

no paramétrica:

= Prueba de Friedman, procedimiento estadistico usado para determinar la diferencia entre més

de dos muestras relacionadas.

= Prueba de los rangos con signo de Wilcoxon, procedimiento estadistico usado para determinar

la diferencia entre dos muestras relacionadas.

Estas dos pruebas permitiran determinar que la diferencia entre el nimero de victorias que las
politicas logran en cada uno de los juegos no se debe al alzar sino al desempeno de cada politica.

La prueba de Friedman requiere clasificar el desempeno de las politicas en cada uno de los juegos
al asignar un valor numérico en este caso dentro de un rango de 1 a 5, asignando 1 a la politica
que logra el mayor nimero de victorias y 5 a la politica que obtuvo el menor nimero de victorias,
de esta manera se obtuvieron las tablas y que muestran las clasificaciones de las politicas

cuando [ABMC]| est4 limitado a 100 y 1,000 simulaciones respectivamente.

UCB ETC UCB-Tuned UCBa; UCBasy

Atari-Go 5 3 4 1 2
Breakthrough Small 4 3 5 1 2
Breakthrough Small with Holes 4 3 5 2 1
Breakthrough Small Suicide 2 5 4 3 1
Knight-Through ) 3 4 2 1
Sheep and Wolf 4 5 3 1 2
Tic-Tac-Toe Large 2 5 4 3 1
Two-Player Free-For-All Zero-Sum 5 3 4 2 1
Suma 31 30 33 15 11
Promedio 3.88  3.75 4.13 1.88 1.38

Tabla 4.38: Clasificacién de las politicas de acuerdo a la prueba de Friedman en 100 simulaciones
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UCB ETC UCB-Tuned UCBa; UCBasg

Atari-Go 4 3 5 2 1
Breakthrough Small 4 5 3 2 1
Breakthrough Small with Holes 4 ) 3 1 2
Breakthrough Small Suicide 4 3 5 1 2
Knight-Through ) 3 4 2 1
Sheep and Wolf 4 ) 3 1.5 1.5
Tic-Tac-Toe Large 3 5 4 2 1
Two-Player Free-For-All Zero-Sum 4 ) 3 2 1
Suma 32 34 30 13.5 10.5
Promedio 4.00 4.25 3.75 1.69 1.31

Tabla 4.39: Clasificacién de las politicas de acuerdo a la prueba de Friedman en 1,000 simulaciones

De acuerdo con las tablas v [£39]se observa que las politicas propuestas en esta tesis[UCBa]
y estan mejor clasificadas ya que en promedio dichas politicas obtienen el mejor puntaje
en especial la politica incluso se observa que al incrementar el nimero de simulaciones se

incrementa el puntaje de las politicas propuestas.

La prueba de Friedman requiere calcular un estadistico de acuerdo con la siguiente formula:

12 "
2 § 2
X'r n’/‘(’/‘ 1)J / 5 n(?""" )

donde n corresponde al nimero de juegos de tablero, r el nimero de politicas y R; es la suma

de rangos de la politica j, por lo cual para 100 simulaciones se tiene:

_1
20

(312 4 30% + 33 + 15% + 11%) — 3(8) (6) (3296) — 144 = 20.8

y para 1,000 simulaciones:

1
5 (322 4 34% + 30> + 13.5° + 10.5%) — 3(8) (6) = % (3372.5) — 144 = 24.625

con los estadisticos de Friedman X%y, ¥ X300 ¥ haciendo uso del valor critico p de la distribucién
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chi- cuadrada con r — 1 = 4 grados de libertad y un nivel significancia de 0.05 se tiene que:

X300 = 20.8 > p = 14.860

ooo = 24.625 > p = 14.860

lo que indica que las diferencias entre los resultados obtenidos por las politicas en los diferentes
juegos usados se deben a su rendimiento y no al azar lo que reafirma como superiores a las politicas
propuestas.

Las tablas y muestra los resultados obtenidos de la prueba de Wilcoxon para las

politicas[UCBa;]y[UCBas|al enfrentar al resto de las politicas. En dicha tabla se muestran los rangos

positivos (R™) de las politicas propuestas, los rangos negativos (R™) de las politicas propuestas, as
como el P-valor obtenido. Dado que el P-valor es una probabilidad usada para determinar si existe
evidencia suficiente para afirmar si dos muestras son diferentes (en este caso el conjunto victorias

de dos politicas) y usando un nivel de significancia de 0.05 podemos afirmar lo siguiente:

= Existen una diferencia estadisticamente significativa entre las victorias obtenidas por las politi-

cas propuestas [UCBaq] y [UCBag] con respecto a las politicas UCB, [ETC| y [UCB-Tuned] ya

que el P-valor obtenido es inferior al nivel de significancia 0.05. Debe observarse que existe

una excepcién al no poder afirmarse que exista una diferencia significativa entre los resultados
obtenidos por y UCB cuando [ABMC] est4 limitado a 100 simulaciones, sin embargo,
esto cambia conforme se incrementa el nimero de simulaciones como se muestra en la tabla

[4£47] donde el P-valor obtenido es menor a 0.05.

» Los resultados obtenidos por las politicas [UCBa;]|y [UCBas]son estadisticamente similares ya

que el P-Valor obtenido es superior al nivel de significancia 0.1 lo que indica que las politicas

obtendran un nimero de victorias similar si se ejecutaran nuevamente.

La tabla[f.42| muestra un resumen de los resultados obtenidos por la prueba de Wilcoxon para 100

simulaciones y 1,000 simulaciones. En dicha tabla los resultados mostrados en la diagonal superior
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UCBa; UCBasy
VS R™ R~  P-valor VS RTY R~  P-valor
UCB 32.0 4.0 0.054680 UCB 36.0 0.0 0.007812
ETC 36.0 0.0 0.007812 ETC 36.0 0.0 0.007812
UCB-Tuned 36.0 0.0 0.007812 UCB-Tuned 36.0 0.0 0.007812
UCBasy 14.0 22.0 > 0.2 UCBag 22.0 14.0 > 0.2

Tabla 4.40: Resultados obtenidos por la prueba Wilcoxon para las politicas UCBa; y UCBasy con
ABMC limitado a 100 simulaciones

UCBaoy UCBas
VS R™ R~ P-value VS RT™ R~ P-value
UCB 36.0 0.0 0.007812 UCB 36.0 0.0 0.007812
ETC 36.0 0.0 0.007812 ETC 36.0 0.0 0.007812
UCB-Tuned 36.0 0.0 0.007812 UCB-Tuned 36.0 0.0 0.007812
UCBas 105 17.5 >0.2 UCBo;y 175 10.5 > 0.2

Tabla 4.41: Resultados obtenidos por la prueba Wilcoxon para las politicas UCBa; y UCBas con
ABMC limitado a 1,000 simulaciones

indica un nivel de confianza de 0.9, asi mismos los resultados de la diagonal inferior indican un nivel
de confianza de 0.95, el simbolo e indica que la politica de la fila supera a la politica de la columna,
el simbolo o indica que la politica que la columna supera a la politica de la fila, una celda vacia

indica que no existe evidencia significativa para determinar si una politica supera a la otra.

100 Simulaciones 1,000 Simulaciones
UCB ETC UCB-Tuned UCBa; UCBas UCB ETC UCB-Tuned UCBa; UCBas
UCB - o o UCB - o o
ETC - o o ETC - o o
UCB-Tuned - o o UCB-Tuned - o o
UCBaz . . - UCBaz . . . -
UCBas . . . - UCBasy ° . .

Tabla 4.42: Resumen de la prueba de Wilcoxon test: e indica que la politica de la fila supera a
la politica de la columna. o indica que la politica de la columna supera a la politica de la fila.
La diagonal superior indica un nivel de confianza de 0.9 y al diagonal inferior indica un nivel de
confianza de 0.95.

De acuerdo a los resultados mostrados por la tabla [£:42] se puede afirmar que las politicas
UCBa1] y [UCBag| propuestas en esta tesis son significativamente superiores a las politicas UCB,
ETC|y [UCB-Tuned|con un nivel de significancia de 0.95 (a excepcién del enfrentamiento de
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contra UCB en 100 simulaciones donde el nivel de significancia es de 0.9).



Capitulo 5

Conclusiones y Trabajo Futuro

5.1. Conclusiones

En esta tesis de investigacién se presentaron dos politicas de seleccién para el método Arbol
de Busqueda Monte Carlo y que estdn especificamente disenadas para usarse en [General Game
[Playingt [UCBa4] y [UCBagl Las politicas [UCBaq] y [[CBag| estén basadas en la politica [UCB| y
siguen la idea de la politica en la cual la constante de exploracién es remplazada por

una funcién que controla la etapa de explotacién. En lugar de la constante de exploracién, [UCBaq]y

hacen uso de dos funciones las cuales fueron determinadas por medio de dos experimentos

en el [Problema del Bandido Multi-Armado] ya que originalmente las politicas UCB y

se idearon para este ambito, se decidi6 realizar los experimentos en este ambiente para determinar
el comportamiento de estas politicas en escenarios similares a[GGP} En el primer experimento se
generaron diversos problemas del bandido de K mdquinas (donde K € {2,10,20,---,100} ) en
los cuales, a cada una de las maquinas se le asigné una probabilidad aleatoria, posteriormente se
ejecut6 [UCB| con diversos valores para la constante « y se determiné aquellos valores que dieron el

mejor rendimiento para cada uno de los valores asignados a K. En el segundo experimento se hizo

uso de |[Recocido Simulado| para determinar los mejores valores de « para los diversos problemas

del bandido de K m&aquinas de manera similar al primer experimento. Los resultados obtenidos

99
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en ambos experimentos resultaron ser bastante similares y de estos resultados se generaron dos
funciones que aproximaron a valores de @ con mejor rendimiento y que se usaron para desarrollar
las politicas [UCBa1| y [UCBas]

Del proceso anterior se determiné lo siguiente:

= Entre mayor nimero de maquinas menor sera la constante a tendiendo a 0, lo que indica
que en arbol de juego con un factor de ramificacién bastante grande es preferible una politica

enfocada en la explotacion como es el caso del juego Go.

» El valor original de 2 para la constante o de [UCB] es un valor bastante alto en comparacion

a los valores con mejor rendimiento encontrados por el proceso anterior.

Debido a que las politicas[UCBa;]y [UCBag]estén pensadas para[GGP} se realizé un comparativo
donde se enfrentaron las politicas [UCBa;] y [UCBag| contra las politicas [UCB], [UCB-Tuned| y [ETC]

una politica que se pensd como de politica de control al tener una etapa fija de exploracién. Para los

enfrentamientos se utilizaron 8 diversos juegos de tablero con movimientos por turnos y para dos

jugadores, los cuales en conjunto reflejan un escenario [GGP| Con el fin de realizar el comparativo

lo més justo posible se usaron las mismas caracteristicas del método |Arb01 de Busqueda Monte|

en este caso la condiciéon de parada es por ntimero de simulaciones y para la elecciéon de
movimiento se determiné usar el nodo con el mayor promedio de victorias. Finalmente, con el fin

de determinar si el rendimiento de las politicas se mantiene constante al incrementar el nimero

de simulaciones, se realizé el comparativo con |Arb01 de Busqueda Monte Carlo| limitado a 100

simulaciones y posteriormente a 1,000 simulaciones.
Los resultados muestran que las politicas propuestas obtienen el mayor niimero de victorias en

comparacién a [UCB] [UCB-Tuned] y [ETC| ademds muestran que su rendimiento es consistente ya

que al menos una de las politicas propuestas logra estar entre los dos primeros lugares si el nimero

de simulaciones a los que esta limitado |Arbol de Busqueda Monte Carlo| se incrementa incluso su

rendimiento parece aumentar y lo que es mas importante el rendimiento de las politicas no se ve
alterado si se cambia de juego lo que se espera en un escenario [GGP]

Para confirmar los resultados obtenidos se realizé un analisis estadistico que incluyé la prueba
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Friedman y la prueba de rangos con signo de Wilcoxon las cuales confirmaron la superioridad de

las politicas.

El éxito de las politicas [UCBaj| y [UCBag] radica en que a diferencia de [UCB] estas politicas

propuestas se adaptan a la estructura del arbol de juego. [UCB] trabaja de la siguiente manera: en
cada nodo padre del drbol de juego, [UCB| requiere explorar los nodos hijos con el fin de determinar
aquel nodo prometedor el cual debe explorarse, la etapa de exploracién es controlada por medio

de una constante « la cual dependiendo de su valor serd el numero de iteraciones del [Arbol de

[Bisqueda Monte Carld| que se dedicardn a explorar los nodos y qué tan sensible sera [UCB| para

determinar un nodo prometedor de un nodo que no lo es. El valor cominmente usado para la
constante « y con la cual originalmente fue ideada [UCB| es de 2, sin embargo, al aplicarse a un
arbol de juego la etapa de exploracién serd controlada por a = 2 sin importar si se aplica a un
nodo padre con 2 nodos hijos como a un nodo padre con 100 nodos hijos por lo cual pueden darse
casos donde [UCB] requiera de méds iteraciones para identificar los nodos prometedores en el drbol

de juego lo que repercute en su rendimiento. [UCBa;| y [UCBag| abordan esta problemética de la

siguiente manera; en lugar de tener un valor fijo para la constante que controla la exploracién que
se use para todo el arbol de juego, se tiene una funciéon que depende del niimero de nodos hijos con

la cual se determina el valor adecuado para la constante de exploracién lo que permite al método

|Arbol de Bisqueda Monte Carlo| usar solo la cantidad necesaria de iteraciones para identificar los

nodos prometedores y dejar al resto de iteraciones para explotar dichos nodos. Lo anterior significa

que las politicas [[CBaq] y [UCBag] identifican movimientos o jugadas que conducen a victorias en

un menor ntmero de iteraciones (lo que es bastante 1til cuando se tienen pocos recursos) de las que

requeriria [UCB] por lo cual al enfrentar [UCBa;] y [UCBag] contra [UCB]son las politicas propuestas

las que salen victoriosas.

Por lo tanto y de acuerdo con los resultados obtenidos y lo antes expuesto se considera que se

ha cumplido con el objetivo de esta tesis al desarrollar dos politicas de seleccién [UCBa;|y [UCBas;

adecuadas a[General Game Playing]las cuales estdn basadas en las politicas [UCB]y [[UCB-Tuned| y

que presentan mejor rendimiento que estas.
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5.2. Trabajo Futuro

En esta tesis de investigacién se propusieron dos politicas de seleccién para [General Game Pla-

vingt [UCBa;|y[UCBay) para determinar el rendimiento de estas politicas propuestas se compararon
con la politica comtinmente usada [UCB] su variante y la politica [ETC|] Con el fin de

hacer dicho comparativo lo més justo posible se utilizé una versién simple del método Arbol de

Busqueda Monte Carlo la cual no incluye otra técnicas que han aumentado el rendimiento de es-
te método como Urgente Jugar Primero, Movimientos Decisivos y Anti-Decisivos, Estimacion del
Valor de Accién Réapida y otras de las técnicas descritas en el estado de arte de este documento
(ver capitulo . Un trabajo inmediato seria la implementacién de estas técnicas para determinar

aquellas que aumentan el rendimiento de [UCBa;]y [UCBas] otro punto interesante seria determi-

nar aquella combinacién de[UCB]con estas técnicas cuyo rendimiento sea equivalente a las politicas

propuestas en esta tesis.

Muchas de las técnicas mencionadas en el parrafo anterior hacen uso de una constante como
en el caso EVARG con lo cual se puede utilizar un enfoque similar al usado en esta tesis, sin
embargo, debido a que estas técnicas son ajenas al problema del bandido, se puede hacer uso de

arboles sintéticos con diferentes factores de ramificaciéon y niveles de profundidad para determinar

el comportamiento de estas constantes y su impacto en el rendimiento de |Arbol de Biisqueda Monte]

ICarlol

Las politicas propuestas en estas tesis hacen uso del nimero de nodos hijos del nodo padre para
determinar la cantidad de exploracién que deben usar, lo que da un indicio de una relacién existente
entre las politicas de seleccién y el factor de ramificacién, la identificacién de esta relacion se deja

como trabajo futuro.

Como se mencioné las politicas propuestas usan el factor de ramificacién, sin embargo, otro
elemento del arbol de juego es el nivel de profundidad, una posible linea de investigacién es deter-
minar si politica de seleccién basada en el nivel de profundidad o su combinacién con el factor de
ramificacién puede presentar un mejor rendimiento que las politicas propuestas o [UCB] Incluso se

puede realizar un trabajo similar al propuesto en esta tesis usando arboles sintéticos con un mismo
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factor de ramificacién, pero diferentes niveles de profundidad y generar una variante de [UCB| que

remplace la constante de exploracién por una funciéon que dependa del nivel de profundidad.

De los resultados obtenidos del comparativo de [[CBay| y [UCBay| contra [UCB], [UCB-Tuned

y [ETC] sin embargo, la politica [ETC| en el d&mbito del problema del bandido se considera con un

rendimiento bajo por lo cual se considerd como una politica de control, pero segtin se pudo observar,
en ciertos casos la politica presenta el mejor rendimiento en juegos como en el caso de Atari-
Go, Breakthrough with Holes y Knight-Through, por lo cual se deja como trabajo futuro investigar

mas a fondo su comportamiento e identificar si puede mejorarse su rendimiento en [GGP}
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Apéndices A

Juegos de Tablero

A.1l. Atari Go 7 x 7

Version del juego de Go jugado en un tablero de 7 x 7 en la cual el primer jugador en realizar

una captura gana.

Elementos
= Un tablero vacié de 7 x 7

= Varias piedras blancas y negras

Objetivo

= Ser el primer jugador en capturar un grupo de piedras del contrincante.

Reglas

= En su turno el jugador coloca una piedra de su color en una interseccion de las lineas del

tablero.

107
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= Un jugador puede capturar un grupo de piedras cuando al colocar una de sus piedras rodea
totalmente a dicho grupo siempre y cuando este grupo no tenga ningin hueco libre en su

interior.

Figura A.1: Atari Go

A.2. Breakthrough 6 x 6

Juego de tablero que hace uso de los peones del ajedrez y cuyo objetivo es penetrar (breakth-

rough) las defensas del jugador contrario.

Elementos
= Un tablero de 6 x 6

= 12 peones para cada jugador

Objetivo

= Ser el primer jugador en llevar un peodn a la fila inicial del contrincante.
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(a) Tablero Inicial (b) Movimientos (c) Fin de la partida

Figura A.2: Breakthrough 6 x 6

Reglas

= Al inicio del juego se colocan los peones de cada jugador en las dos primeras filas frente a

ellos (ver figura [A.2a]).

= En cada turno el jugador tiene dos posibilidades: Mover o Capturar

e Mover: El jugador es libre de mover un peén una casilla hacia adelante o una casilla en
diagonal siempre y cuando la casilla este vacia. En la figura el peon en b2 puede

moverse a a3, b3 o ¢3.

e Capturar: El jugador puede capturar un peén enemigo si dicho pedn esta en una casilla
diagonal a la de su pedn, este movimiento es similar al realizado en el juego de ajedrez.
En la figura el pedén en f2 no puede moverse a f3 pero puede capturar al peén

enemigo en e3

= Los peones no pueden retroceder tinicamente avanzar

A.3. Breakthrough with Holes 6 x 6

Breakthrough with Holes 6 x 6 es una versién de Breakthrough en donde las casillas ¢6, f6, ¢3, f3

no pueden ser usadas por ninguno de los jugadores (ver |A.3)).



110 APENDICES A. JUEGOS DE TABLERO

JF

5%

‘| &

3%7

2| A

! []
a b

Figura A.3: Breakthrough with Holes 6 x 6

A.4. Breakthrough Suicide 6 x 6

Variante de Breakthrough 6 x 6 donde el primer jugador en llevar un peén a la primera fila

contraria pierde.

A.5. Knight-Through

Juego similar a Breakthrough el cual usa caballos en lugar de peones.

Elementos
= Un tablero de 8 x 8

= 16 caballos para cada jugador

Objetivo

= Ser el primer jugador en llevar un caballo a la fila inicial del contrincante.
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Reglas

= Al inicio del juego se colocan los caballos de cada jugador en las dos primeras filas frente a

ellos (ver figura [A.2a]).

= En cada turno el jugador puede mover su caballo o capturar a un caballo enemigo de la misma

forma que en el ajedrez

= Los caballos no pueden retroceder iinicamente avanzar

Figura A.4: Knight-Through

A.6. Sheep and Wolf

Juego de tablero para dos jugadores donde los jugadores no tiene movimientos similares.

Elementos
= Un tablero de ajedrez

= 4 peones blancos que representan ovejas
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= 1 pedn negro que representa al lobo

Objetivo
= El objetivo del lobo es cruzar el tablero de un lado al otro.

= El objetivo de las ovejas es impedir que el lobo logre cruzar el tablero al bloquear sus movi-

mientos

Reglas

= Al inicio las ovejas se colocaran en las casillas a2, a4, a6, a8, el lobo sera colocado en la casilla

h5 ver figura

= Las ovejas se mueven como en las damas solo una casilla en diagonal inicamente hacia adelante
= El lobo puede moverse una casilla en diagonal ya sea hacia adelante o hacia atras.

= Ninguna pieza puede capturar o saltar a otra

» Unicamente se puede mover una oveja a la vez

= Empieza a mover el lobo.

A.7. Tic-Tac-Toe Large

Variante de Tic-Tac-Toe (juego del gato o tres en raya) jugado en un tablero de 5z5.

Elementos

= Un tablero vacié de 5 x 5

Objetivo

= Ser el primer jugador en lograr una linea recta o diagonal de 5 simbolos.
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Figura A.5: Sheep and Wolf

Reglas

= En su turno el jugador puede colocar su simbolo en cualquier casilla no ocupada de el tablero.

A.8. Two-Player Free-For-All Zero-Sum

Juego de tablero para dos jugadores donde el jugador que capture mas piezas enemigas en 30

turnos es quien gana.

Elementos
= Un tablero vacio de 6 x 6

» Varias piezas para cada jugador

Objetivo

= Capturar mas piezas que el contrincante en 30 turnos.
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Reglas

= El jugador en turno puede agregar una nueva pieza, mover una pieza que ya esta en el tablero

o capturar una pieza del contrincante.

= El jugador puede agregar una nueva pieza desde su pila de piezas moviéndose como el caballo

en el ajedrez (ver figura [A.6).

= El jugador puede mover alguna de sus piezas que ya estén en el tablero como si se tratara de

un caballo en el ajedrez.

= El jugador puede capturar otra pieza enemiga con una propia al moverse como el rey en el

ajedrez.

Figura A.6: Two-Player Free-For-All Zero-Sum
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Demostracion de Teoremas

Teorema (Arrepentimiento Esperado General para UCB ). Si la politica [UCB| es ejecutada en
K mdquinas (K > 1) con distribuciones de recompensas arbitrarias (p1,---pk), pi € [0,1], el

arrepentimiento esperado después de cada ronda T es a lo mucho

Demostracion. Tomado de [32]. Supéngase, sin perder generalidad, que la maquina 1 es la éptima.
Entonces, la maquina ¢ # 1 serd activada Unicamente en dos casos: que las maquinas 1 y ¢ no han
sido los suficientemente muestreadas como para poder distinguir entres sus medias, o el limite de
confianza superior dado por la desigualdad de Hoeffding falla ya sea para la maquina 1 o para
la méquina i. Se comenzara con limitar la probabilidad de que una maquina subéptima se active
debido a muestreo insuficiente.

Supdngase que se tiene dos eventos A; y By

A i, < i 4/ 0‘21}“

alnt

By firy < pa 4/ S

Se desea limitar las probabilidades de los complementos de los eventos A; y B; ocurran. A, falla
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cuando
alnt
2T;

iy — s >
Aplicando la desigualdad de Hoeffding se tiene
P (A§) =P (fii,r, — i > €) < exp (—2€°t)

alnt
2T;

alnt —2talnt
(. — s < - .
P <,uz,T,L i >4/ oT, ) < exp < T > (B.1)

al asignar el valor limite € =

T;
< exp (to;lnt) (B.3)
= e¥Int (B.4)
=t (B.5)

La declaracion y la justificacién es idéntica para el complemento del evento B;.

Regresando a la tarea de acotar el nimero de activaciones de maquinas sub6ptimas. Una maquina
subdptima ¢ es activada unicamente si su limite de confianza superior limita al de la maquina 1, lo

que significa que

alnt R alnt
Hi,T; + > i + (B.6)
2T,

Suponiendo que tanto A; y B; se cumplen. En este caso, la mdquina subdptima i es activada
debido a muestreo insuficiente. Dado que A; se ha asumido ser verdadera, se genera el siguiente

limite

alnt alnt

; +2 > i,
i + Ti _,Ufz,Tl“i’ QE
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Asumiendo de igual forma que B; se cumple, se puede acotar el lado derecho de

alnt
A > B.8
i + 5T, Z W1 (B.8)
Encadenando (B.7) y (B.8) se tiene que
49 alnt S
Hi T, = H1

Definiendo A; = py — p; se tiene

alnt _ A
>
V 17, =

T; <4A7?alnt <4A72alnT

N

De esta manera, cuando A; y B; se cumplen, se activa la maquina subdptima ¢ a lo mucho

Ai_Qa InT veces.

Recalcando que solo se activa la mdquina ¢ si se ha muestreado insuficientemente (menos que
A7 2aln T) o que los eventos A; o B; fallan. Para cualquier mdquina ¢, el nimero esperado de veces

que sea activada hasta la ronda T siguiendo UCB es:
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T
<4aA7?InT + Y E[1{Af U B{}]

t=1

T
<4aA7PInT+Y (E[1{Af} +E[1{B}])
t=1
T
<4aAPInT+ ) (T +t79)
t=1
T
= 404AZ-_2 InT +2 Zt‘o‘

t=1

dado que

T e -1 —«
Zt_o‘§1+/ 7% br =1+ —— =
P 1 l-a 1-«

por lo tanto

2

E(T;) < 4aA;?InT +
a—1

Al sumar todos las maquinas suboptimas:

R(T;) < Z AE (T;)
i1

2c
a—1

InT
R(L) < Y o+ ——=A

2:A; >0

(B.9)

(B.10)

(B.11)

(B.12)

(B.13)

Teorema 3 (Arrepentimiento Esperado para UCB con o = 2). Si la politica es ejecutada

en K mdquinas (K > 1) con distribuciones de recompensas arbitrarias (p1,---pr), pi € [0,1], el
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arrepentimiento esperado en la ronda T es a lo mucho

InT 2
RIS Y, 87—+ %A

:A; >0

Demostracion. Partiendo de (B.13]), con a = 2

T

E(T;) <8A;*InT+2) ¢
t=1

<8APInT+2) t77
t=1

7T2
=8A;?InT + 2

2
= 8A2InT + %

Al sumar todos las maquinas suboptimas:
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1. Introduction

One of the aims of Artificial Intelligence (Al) has
been the development of intelligent agents capable of
playing board game at the same level -or even better-
than humans [4]. The challenge in developing play-
ing agents drift that they must possess characteristics
pertaining to human intelligence, such as deduction,
reasoning, problem resolution, intelligent search,
knowledge representation, planning, learning, cre-
ativity, perception and natural language processing
among others [21]. Al has proponed agents capable
of playing at the level of human champions in spe-
cific games, like Chinook [19] (there is an strategy
that allows the player to win regardless the plays by
its opponent [18]), Deep Blue for Chess [6] and Dark
Knight for Banqi or Chinese Chess [13].

*Corresponding author. Ivan Francisco-Valencia, Facultad de
Ingenieria, Universidad Auténoma del Estado de México, Cerro
de Coatepec S/N Ciudad Universitaria C.P. 50100. Toluca, Estado
de México. E-mail: if.valencial9 @ gmail.com.

The field of Al that has focused its efforts in devel-
oping intelligent agents capable of playing any kind
of game is General Game Playing (GGP). In GGP,
agents must be able to develop their own playing
strategies autonomously, without human interven-
tion, having played the game previously and just
considering the rule given at the start of the game
(often using the Game Description Language) [4, 11,
12, 21].

Although the agents in GGP cannot be compared
to specialized game agents in terms of performance,
their use is higher as they can perform in differ-
ent domains, even the techniques developed in GGP
can be used in other areas such as business process,
electronic business, military operations, among oth-
ers [11, 12].

An important result in the GGP area has been
the implementation of the Monte Carlo Tree Search
method (MCTS) proposed by Finnsson [10] and
used at the CadiaPlayer agent which have won the
GGP international competition three times. MCTS
method defined the state of the art of agents in
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Abstract. Monte Carlo Tree Search (MCTS) is the most used method
in General Game Playing, area of the Artificial Intelligence, whose main
goal is to develop agents capable of play any board game without preview
knowledge. MCTS requires a tree which represents the states and moves
of the board game which is visited and expanded using an iterations
method. In order to visit the tree, MCTS requires a selection policy
which determines which node is visited in each level. Nowdays, Upper
Confidence Bound (UCB), is the most popular policy in MCTS due to its
simplicity and efficiency. This policy was propose for the Multi-Armed
Bandit Problem (MABP) which consists in set of slot machines each of
which has a certain probability of give a reward. The goal is to maximize
the accumulative reward that is obtained when a machine is played in a
series of rounds. Other policy proposed for MCTS is Upper Confidence
Bound . (UCB, ;) whose goal is to identify the machine with the highest
probability to give a reward. This paper shows a comparative between
five modifications of UCB and one of UCB_, this comparative has the
goal of finding a policy which be able to identify the optimal machine
as quickly as possible, this goal in MCTS is equals to identify the node
with the highest probability to leading to a victory. The results show
that some policies find the optimal machine before UCB, however, with
10,000 rounds UCB is the policy who plays the optimal machine more
often.

Keywords: General game playing - Selection policy -
Upper confidence bound

1 Introduction

For Bjornsson and Finnsson [5], General Game Playing (GGP) is the area of
Artificial Intelligence of which the objective is to create intelligent agents who
can learn, automatically, how to play a wide variety of board games, based only
on the descriptions of the rules of the games. The foregoing implies that without
prior knowledge about the game and while playing, the agent must be able to

(© Springer Nature Switzerland AG 2019
J. A. Carrasco-Ochoa et al. (Eds.): MCPR 2019, LNCS 11524, pp. 68-79, 2019.
https://doi.org/10.1007/978-3-030-21077-9_7



C.3. TUNING UPPER CONFIDENCE BOUND ON LARGE NUMBER OF SLOT MACHINES125

C.3. Tuning Upper Confidence Bound On Large Number of

Slot Machines

Indian Journal of
Pure & Applied Mathematics

HOME + LOGOUT » HELP » REGISTER + UPDATE MY INFORMATION + JOURNAL OVERVIEW Role: [FFSFRINY Username: IFrancisco-349
MAIN MENU o CONTACT US » SUBMIT AMANUSCRIPT » INSTRUCTIONS FOR AUTHORS + PRIVACY

' @caitorial
Manager-

Submissions Being Processed for Author Ivan Francisco

Page: 1 of 1 (1 total submissions) Display 10 | + results per page.
Manuscript Initial Date
Number Title Submllted
E Action A AV AV
View Submission | 1JPA-D-20-00109 Tuning Upper Confidence Bound On Large Number of Slot 04 Feb 2020 07 Feb 2020 Under Review
Machines
Page: 1 of 1 (1 total submissions) Display [10 | - results per page.

<< Author Main Menu



Noname manuscript No.
(will be inserted by the editor)

Tuning Upper Confidence Bound On Large Number
of Slot Machines

Ivan Francisco-Valencia! - José Raymundo

Marcial-Romero! - Rosa Maria
Valdovinos-Rosas’

Received: date / Accepted: date

Abstract The Multi-Armed Bandit Problem (MABP) consists on a set of slot
machines that must be allocated between competing (alternative) choices in a way
that maximizes their expected gain and minimizing accumulated regret. Upper
Confidence Bound (UCB) is the most used policy in the MABP due primarily to
its expected regret that grows logarithmically over number of rounds. For that,
UCB uses an index that consists in the sum of two terms: the first one is related
with exploitation that only requires the average of rewards and the second one
related with exploration that is associated with a confidence interval of average of
the rewards. UCB in the second term uses a constant ¢ which controls exploration.
Upper Confidence Bound Tuned (UCB-T) is a policy that replaces ¢ by the mini-
mum value between % and a sample variance plus a confidence bound. UCB-T has
shown better performance than UCB in experimental results. In this paper a new
policy is proposed: Upper Confidence Bound Exponential (UCB-exp) as a variant
of UCB that replaces ¢ by an exponential function which depends on the number
of available slot machines. The results show how UCB-exp outperforms to UCB
and UCB-T in terms of accumulated regret when large number of slot machines
are considered.
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