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Resumen

El objetivo de este estudio fue la propuesta de una red neuronal Mask R-CNN para la

segmentación automática en imágenes de microfotografía, del sulco acústico en otolitos de

peces, contemplando la relevancia del estudio de microestructuras presentes en estos otolitos

para diferentes estudios posteriores, entre los cuales destacan; determinación de la edad de

los peces, estudios de gestión y población pesquera, clasificación de especies. La propuesta

de red logra un desempeño alto en cuanto a la precisión en esta tarea de segmentación.

Esta investigación fue aplicada, exploratoria y experimental. En la experimentación se tra-

bajó con 104 microfotografías diferentes de otolitos sagita y consistió en el entrenamiento de

una red convolucional con muestras previamente segmentadas manualmente por expertos

y evaluar el rendimiento de la red con métricas específicas para aprendizaje profundo. Los

resultados demuestran resultados que superan en diferentes aspectos a las técnicas comunes

de segmentación, principalmente el tiempo y recursos necesarios.

Los resultados obtenidos en la evaluación final del trabajo, muestran porcentajes por

encima del 80% en las métricas de evaluación de modelos de aprendizaje profundo: precision,

recall, F1 score y accuracy comparando la segmentación propuesta por el modelo con seg-

mentaciones manuales, incluso en imágenes no utilizadas en el proceso de entrenamiento

del modelo.

En general, la investigación destaca el potencial de las técnicas de aprendizaje profundo,

como Mask R-CNN, para la segmentación automática de estructuras complejas en imágenes

de muestras biológicas, y abre nuevas posibilidades para futuras investigaciones en el campo

de la gestión pesquera y la biología marina.
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Abstract

The objective of this study was the proposal of a Mask R-CNN neural network for the

automatic segmentation of the acoustic sulcus in fish otolith microphotograph images, con-

sidering the relevance of studying the microstructures present in these otoliths for different

subsequent studies, including fish age determination, fisheries management and population

studies, and species classification. The proposed network achieves high performance in

terms of precision in this segmentation task.

This research was applied, exploratory, and experimental. The experimentation involved

working with 104 different otolith microphotographs and consisted of training the convo-

lutional network with samples previously manually segmented by experts and evaluating

the network’s performance using specific metrics for deep learning. The results demonstrate

improvements over different aspects of common segmentation techniques, particularly in

terms of time and resources required.

The results obtained in the final evaluation of the work show percentages above 80% in

the evaluation metrics of deep learning models: precision, recall, F1 score and accuracy when

comparing the segmentation proposed by the model with manual segmentations, even in

images not used in the model training process.

Overall, the research highlights the potential of deep learning techniques such as Mask

R-CNN for the automatic segmentation of complex structures in biological sample images

and opens up new possibilities for future research in the field of fisheries management and

marine biology.
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Capítulo 1

Antecedentes

1.1. Relación entre el estudio morfométrico de otolitos y bio-

logía

A lo largo de los últimos años se han utilizado en diferentes áreas de estudio distintas

técnicas para determinar y obtener mediciones morfométricas descriptivas de las imágenes

que se utilicen en la investigación, este estudio permite la discriminación entre especies

del mismo tipo en cuanto a sexo, edad, tamaño, población e incluso se han utilizado para

determinar la época en la que algunas especies de peces vivieron al estudiar los restos fósiles

y sus características, [1].

El estudio de características morfométricas descriptivas se puede llevar a cabo de manera

automática mediante la implementación de algoritmos que comparan de manera matemá-

tica imágenes con características similares y que el ser humano a simple vista no podría

determinar similitudes o diferencias de manera objetiva. El estudio matemático- compu-

tacional se realiza a nivel de píxel de las imágenes buscando características similares dentro

de regiones u objetos que la conforman, es así como se obtienen patrones de discriminación

entre especies e incluso dentro de la misma especie de peces.

Doering & Ludwing [2] realizaron un análisis morfológico de los otolitos izquierdos de

anguila para deducir indirectamente la edad de estos peces, utilizaron imágenes digitales

obtenidas de videos microscópicos de otolitos de anguila y aplicando un análisis Rápido de

la Transformada de Fourier (Fast Fourier Transform, FFT) se obtuvieron 64 armónicos de

Fourier limitantes que forman el contorno de los otolitos espaciados igualmente, los autores

concluyeron que a mayor edad del pez, mayor será la irregularidad de la forma del otolito.

Pocos años después [3], en un estudio en el cual se utilizaron imágenes de muestras de los 3
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pares de otolitos (sagita, lapillus y asteriscus) de especies de peces presentes en el noreste

del océano Atlántico y de un análisis morfométrico de área y perímetro, en conjunto con

descriptores de Fourier, se buscó comprobar que la forma de los otolitos es un indicador

de identidad para discriminar entre especies. Los autores de dicho estudio encontraron no

sólo diferencias en la forma de los otolitos en cuanto a las especies, sino que dentro de estas

también se discrimina entre sexo, edad y el número de crías producido durante un año, y es

el otolito de tipo sagita quien provee más información para este tipo de exclusiones. Con el

mismo objetivo de encontrar relaciones entre medidas morfológicas de los otolitos y la edad

de los peces se han encontrado reportados otros trabajos de investigación similares, [4, 5].

Además de estudiar los patrones descriptivos y discriminar entre especies y dentro de

la misma especie, también se han realizado comparaciones entre el par de otolitos de cada

pez; en el estudio ‘Morphometric analysis of otoliths of juvenile crucifix sea catfish Sciades

proops (Valenciennes, 1840)’ [6], se comparan otolitos, izquierdo y derecho, de peces jóvenes

con el propósito de identificar si existen diferencias morfométricas las cuales impedirían a

futuro realizar estimaciones de la especie como peso o tamaño del pescado, se encontró que

la variación de las medidas en los peces jóvenes de la especie estudiada no son relevantes

para determinar las estimaciones mencionadas. Por otro lado, en evidencia proporcionada

por Bostanci et al. [7], se compararon los otolitos izquierdo y derecho de una especie invasora

presente en Turquía que amenaza a otras especies en su hábitat. El estudio analizó los

otolitos de la especie presente en 3 diferentes lagos, y se evaluaron cambios dentro de la

especie acorde al ecosistema en el que se encuentra, se encontró que las características

morfométricas utilizadas en el estudio (longitud, peso, perímetro, ancho, área, redondez,

circularidad, rectangularidad, elipticidad, factor de forma, relación de aspecto) varían según

el hábitat en el que se encuentra el pez, concluyendo que el estudio morfométrico es una

herramienta confiable para la discriminación entre especies invasoras y las diferencias entre

otolitos izquierdo y derecho son mínimamente diferentes.

Yedier et al. [8], estudiaron en Turquía otolitos de especies de peces anormales de 3

mares que rodean el país, se compararon las características morfométricas anormales con

las ‘normales’ de la especie determinadas en estudios anteriores [9], y se halló por primera

vez, diferencias significativas en cuanto a la morfología y métricas de otolitos de ejemplares

de Diplodus puntazo, Pagellus acarne y Trachurus mediterraneus, en Turquía; así como en

este estudio los resultados son similares en otros trabajos, [10, 11, 12, 13, 14].
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1.1.1. Estudios morfológicos

En cuanto al uso de las características morfométricas de otolitos y la determinación de

edad, See et al. [15], estudiaron en Malasia la relación de las características morfométricas

de otolitos de 8 especies de peces presentes en el mismo país para la determinación de la

edad y características similares de las especies, en la cual encontraron gran relación entre

las características morfométricas de los otolitos y el tamaño del pez, por lo que los autores

concluyen que la relación entre las especies también tiene relación entre las medidas de

los otolitos, en consecuencia la relación entre los tamaños de los peces, aunque destacan

casos en los que debido a factores ambientales las medidas de algunos ejemplares resultan

incongruentes al promedio de las demás. De igual manera, la conclusión de la relación entre el

tamaño del otolito es correspondiente al del pez o especie se observa en otras investigaciones,

[16, 17].

El estudio morfológico de los otolitos también se aplica en un ámbito reproductivo-

evolutivo, Montanini [18], realizó un estudio con ejemplares de 2 especies en Italia, el objetivo

era el análisis de los otolitos en estas especies en diferentes etapas de su vida, dicho estudio

concluye que algunas estructuras del otolito efectivamente varían de acuerdo con la edad

por la que atraviesa el ejemplar debido a factores endógenos, ambientales o individuales.

Williams et al. [19], en su investigación realizada en Norteamérica ‘Evaluating the performance

of otolith morphometrics in deriving age compositions and mortality rates for assessment of

data-poor tropical fisheries’, estudió a la especie de pargos de aguas profundas del océano

Pacifico explotada por la pesca desmedida y que debido a esto han disminuido cada vez

más el número de pargos con edad/tamaño adecuados para la pesca estudiando los otolitos

de ejemplares de las principales especies de pargos para la pesca. Se tomaron las medidas

morfométricas de los otolitos en conjunto con un análisis estadísticos de pesca y con ellas

obtuvieron estimaciones de edad de los peces, rangos de mortalidad por causas naturales

que explican la disminución de la especie para pesca.

La mayoría de la información morfométrica de los otolitos de las diversas especies alrede-

dor del mundo, se indexan para servir como base a futuras investigaciones. de Carvalho [20],

estudió en el Reino Unido si estas bases de datos son útiles como herramientas en estudios

de ecología para discriminar entre 3 especies de peces de una misma familia antes y después

de un proceso de digestión in vitro, se tomaron las medidas morfométricas y se compararon

con las medidas tomadas en los ejemplares que se sometieron a la digestión in vitro; con esto

se determinó que para 2 de las 3 especies estudiadas se logra la identificación de diferencias

pre y post experimentación en las medidas, sin embargo ningún índice de los utilizados logró

discriminar eficientemente otolitos cogenéricos, es decir, con características muy similares
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después del experimento; además sugieren más investigaciones relacionadas con este tema

para tener mayor información y que las futuras investigaciones sean más relevantes.

1.1.2. Estudios automatizados de morfometría en otolitos de peces

Soria [1], presenta en su tesis de doctorado en Barcelona un algoritmo para detección

automática de características en los otolitos utilizado para discriminación entre especies

y determinación de edad de los peces, la información utilizada en el trabajo fueron imáge-

nes fotográficas y señales obtenidas con sensores electrónicos, centrándose en señales de

una dimensión. En cada etapa de la investigación/experimento se encuentran limitantes; al

principio para detección de características, la limitante más importante es determinar las

irregularidades en los otolitos, el cual se resuelve mediante una medida discriminatoria de

energía/densidad en el dominio frecuencial. Al término de esta caracterización, los resultados

son favorables, ya que se realizó una interpretación automática de irregularidades, extensión

en el eje, grado de relevancia y posicionamiento temporal- frecuencial. Para determinar

la edad se utilizó una técnica basada en la intensidad de la imagen, sin embargo, existen

factores que pueden afectar esta estimación, tal es el caso de las condiciones luminosas a las

que se expuso la señal/imagen de entrada, por lo que se sugiere para estudios posteriores la

realización de un algoritmo que normalice las variaciones en la intensidad/contraste en las

imágenes para resultados más confiables ya que se logra obtener más precisión comparándo-

lo con estimaciones manuales; además de ser una técnica relativamente fácil. Los autores

concluyeron que para mejores resultados en futuros estudios de detección automática en oto-

litos se elimine la brecha entre clasificadores lineales y no lineales, es decir, que el algoritmo

vaya aprendiendo conforme va trabajando, que se adapte mediante los discriminantes que

se utilizan, priorizando aquellos que tengan una mayor relevancia/beneficio, y en cuanto a la

estimación de edad se sugiere solamente un buen preprocesamiento de la imagen en cuanto

al contraste e incluso un mejor método de adquisición de las imágenes. De igual manera,

otros trabajos con métodos automáticos de detección de patrones para estimación de edad,

tamaño o discriminación entre especies se han encontrado, [21, 22, 23, 24, 25, 26, 27].

En el trabajo titulado ‘Digital imaging techniques in otolith data capture, analysis and

interpretation’, en el Reino Unido, se realizó un estudio de las técnicas digitales para el estudio

de los otolitos, la investigación abordó desde la adquisición de imágenes hasta el análisis

e interpretación de los resultados obtenidos en otras investigaciones. Las técnicas que se

estudiaron se basan en estimaciones de edad y crecimiento en otolitos mediante imágenes

con asistencia computarizada, evaluando el costo-beneficio de utilizar estas técnicas, se
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estudiaron técnicas de estudio de imágenes de una dimensión, 2 dimensiones y machine

learning; de las cuales algunas son completamente automáticas. Los resultados muestran

gran porcentaje de error de las técnicas utilizadas, no obstante, se menciona que estos

resultados se pueden deber a la calidad de las imágenes, omisión de preprocesamiento de

las imágenes, y falta de más ejemplares para el entrenamiento de las técnicas de visión

computarizada, con esto se infiere que las técnicas de visión computarizada pueden ser una

gran herramienta de apoyo para los investigadores, pero por el momento no se determina

que sean un reemplazante de los investigadores para este tipo de estudios, además que

para algunos laboratorios que ya han introducido estudios de morfometría relacionada a la

edad/tamaño de especies para la pesca pueden ser de gran utilidad [28].

En el trabajo ’Invariant morphological descriptors from otolith shape in environment

automatic classification’ se describe el reconocimiento de patrones de forma de otolitos en

ictiología, con el objetivo de clasificar especies de peces, analizar patrones de crecimiento y

evaluar la simetría para analizar la forma de los otolitos. Se propone introducir descriptores

morfométricos invariantes como compacidad discreta, tortuosidad discreta, no circularidad

y simetría especular, y comparar su desempeño con los descriptores existentes. Así como,

implementar el algoritmo Random Forest (RF) para clasificar las especies de peces en función

de su entorno (marino, salobre y de agua dulce). Los resultados indican que los descrip-

tores invariantes brindan información adicional, mostrando una baja correlación con las

características basadas en el área o el perímetro. El clasificador RF logró una precisión de

clasificación positiva para la clasificación ambiental de las especies. Este análisis resulta

valioso para estudiar la dinámica trófica y permite la inferencia del medio ambiente y la

evolución de las comunidades en estudios arqueológicos y paleontológicos. En general, esta

investigación ofrece información importante sobre el análisis de la forma de los otolitos y sus

aplicaciones en varios campos [29].

El capítulo de anterior proporciona una descripción general de la importancia del estudio

morfométrico de los otolitos de peces en la identificación y determinación de edades de

especies de peces y las limitaciones de los métodos de segmentación del sulco acústico

manual. También analiza las diversas técnicas de procesamiento de imágenes que se han

utilizado en estudios previos para la segmentación de otolitos. En contraste, el capítulo que a

continuación se presenta, aborda los términos y conceptos fundamentales para la compren-

sión del trabajo en todas las etapas de desarrollo del modelo de aprendizaje automático. Se

abordan temas relacionados con la estructura y morfometría de los otolitos, procesamiento

de imágenes, inteligencia artificial, aprendizaje automático y aprendizaje profundo.
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Marco Teórico

La segmentación de microestructuras de los otolitos es importante en la gestión pesquera

y los estudios ecológicos, puesto que permite la estimación más precisa actualmente de la

edad y tasas de crecimiento de los peces. Los métodos tradicionales para esta tarea general-

mente consumen mucho tiempo y requieren de expertos para su realización; sin embargo,

los avances computacionales en cuanto al aprendizaje profundo muestran la posibilidad

para automatizar este proceso. En este apartado, exploraremos las bases de la presente in-

vestigación sobre el desarrollo de un sistema de automatizado de segmentación del sulco

acústico en otolitos basado en el aprendizaje profundo. Específicamente, se abordarán los

conceptos de aprendizaje automático, aprendizaje profundo, redes neuronales artificiales,

redes neuronales convolucionales, y cómo se pueden aplicar a la tarea de segmentación de

microestructuras en otolitos de peces.

2.1. Otolitos en peces

Los otolitos (Figura 2.1), también llamados piedras del oído, son estructuras de carbonato

de calcio que se encuentran dentro del oído interno de los peces teleósteos.

Dentro de cada oído (izquierdo y derecho) se encuentran 3 otolitos: sagita, lapillus y

asteriscus (Figura 2.3), localizados en el sáculo, utrículo y lagena respectivamente, [31]. A pesar

de estar ubicados dentro del cráneo de los peces, los otolitos no están adheridos/acoplados

al cráneo, se mantienen en esa ubicación anatómica debido a la conexión con los canales del

oído interno. Los otolitos tienen funciones sensitivas y motoras, proveen de sensibilidad a

vibraciones dentro del agua para brindar equilibrio y orientación a los peces en su entorno,

de igual forma apoyan en la audición; y son la estructura de los peces más utilizada para

determinar la edad de los peces [32].
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Figura 2.1: Imagen de microfotografía de otolito. Tomada de [30].

Figura 2.2: Ubicación anatómica de los otolitos en los peces. Tomada de [33].

2.1.1. Microestructura del otolito

Los otolitos son acumulaciones de material calcáreo obtenido de la superficie que se

forman alrededor de un núcleo, el cual aparece a muy temprana edad; estas acumulaciones

crecen a lo largo de la vida del pez formando capas traslúcidas y opacas que en conjunto

forman anillos, que representan un año de crecimiento [34].

Los otolitos son estructuras muy pequeñas llegando a medir alrededor de 5nm, por lo cual

el estudio de estas estructuras se vuelve un poco más complicado, aunado a esto las formas

de contorno son variadas (Figura 2.3); sin embargo, gracias al avance tecnológico se pueden

12
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Figura 2.3: Tipos de contornos de los otolitos. Tomada de [9].

estudiar estas estructuras con diferentes técnicas, por ejemplo; utilizando microscopia,

microscopia electrónica, rayos X, entre otras técnicas [35].

De la tercia de otolitos de cada oído, el otolito más utilizado para estudios taxonómicos

en peces es el otolito sagita debido a su morfología y la información que se puede extraer

de ella, por ello se describe la morfología del otolito sagita por áreas (dorsal/superior y

vental/inferior), caras (interna/anterior y externa/posterior) y forma del contorno (Figura
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2.4).

Figura 2.4: a), c), d) Cara interna otolito sagita. b) Cara externa otolito sagita. Tomada de [36].

Este trabajo se centra en el estudio de las microestructuras presentes en la cara interna de

los otolitos sagita, debido a que ahí se encuentran las estructuras de interés; sulco acústico

(ostio y cauda) como se muestra en la Figura 2.6, [9].

Figura 2.5: Delimitación del sulco acústico (ostio y cauda) en otolito de mugilidae. Tomada de [37].

El sulco acústico posee características muy importantes para la identificación de espe-

cies. Son especialmente importantes el tipo de apertura que presenta el sulco, la relación

morfológica entre el ostio y la cauda, y la posición del surco [9]. En la Figura 2.6 se presentan

los diferentes tipos de aperturas y posicionamiento de esta microestructura.
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Figura 2.6: Tipos de aperturas y posicionamiento del sulco acústico. Tomada de [9].

2.1.2. Objetivos del análisis de los otolitos

El estudio de los otolitos tiene una amplia variedad de propósitos, dependiendo del

análisis realizado; entre ellos destacan [38]:

Determinación de la edad: Los otolitos crecen continuamente a lo largo de la vida de

un pez, formando anillos, denominados anillos anuales, contando estos anillos los

científicos pueden determinar la edad del pez.

Gestión pesquera: Estudiando los otolitos de diferentes poblaciones de peces, los

científicos pueden determinar las edades relativas de los peces en diferentes áreas, lo

que puede ayudar en la toma de decisiones en cuanto a la gestión pesquera.

Monitoreo ambiental: La composición química de los otolitos puede brindar informa-

ción sobre la calidad del agua y las condiciones ambientales que experimentó el pez

durante su vida.

Identificación de poblaciones: Al analizar el material genético contenido en los otolitos,

los científicos pueden identificar la población de origen de un pez, lo cual es importante

para monitorear y administrar las poblaciones de peces.
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Historia/evolución: Con el estudio químico de los otolitos también se pueden determi-

nar el comportamiento del pez, alimentación, ecosistema en el que vivió y patrones de

migración.

2.1.3. Imagenología por microscopia

La microscopía es una herramienta fundamental utilizada para estudiar objetos/materiales

a nivel microscópico. Con el uso de microscopios, se logran observar y analizar los detalles

del objeto de estudio. La microscopía además, es capaz de producir imágenes de alta calidad

que brindan información sobre la estructura y el comportamiento de las muestras en estudio.

Las imágenes obtenidas por microscopía se han convertido en un elemento importante en la

investigación científica de varios campos.

Las fotomicrografías permiten a los investigadores capturar imágenes de alta resolución

de los otolitos, proporcionando información detallada sobre su estructura y composición.

Estas imágenes se pueden usar para identificar y medir los incrementos de crecimiento en

los otolitos, que luego se pueden usar para determinar la edad de un pez. Además, las fotomi-

crografías pueden revelar la forma, el tamaño y la posición de los otolitos, proporcionando

información valiosa para la identificación taxonómica[39].

En resumen, las fotomicrografías son una herramienta esencial para el estudio de los

otolitos y pueden proporcionar información valiosa sobre la edad, la tasa de crecimiento y

la historia ambiental de las poblaciones de peces prueba de ello se muestra en el apartado

anterior de antecedentes, donde la mayoría de las investigaciones referenciadas se basan en

análisis de otolitos mediante microfotografía.

2.2. Procesamiento de imágenes

2.2.1. Imágenes digitales

Una imagen es una representación visual, que manifiesta la apariencia visual de un objeto

real o imaginario captada por el ojo, espejo, placa fotográfica o cualquier otro aparato óptico,

gracias a los rayos de luz que recibe y proyecta, [40]. Para procesar cualquier imagen mediante

un ordenador primero debe realizarse un proceso de digitalización, esto quiere decir que una

imagen analógica se convierte en una imagen digital; que a la vez se puede clasificar por:

Dimensión:

• 2D contempla ancho y largo de una imagen.
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Figura 2.7: Proceso de digitalización de una imagen. Tomado de [41].

Figura 2.8: Representaciones de una imagen, a) imagen graficada en una superficie, b) imagen
proyectada en arreglo visual de intensidades, c) arreglo numérico de la imagen (0=negro, .5=gris,
1=blanco). Tomada de [41].

• 3D contempla las dimensiones de 2D añadiendo profundidad a la imagen.

• 4D además de las dimensiones de 3D contempla el tiempo.

Color:

• Imagen binaria: sólo 2 valores de color posibles en la imagen.
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• Escala de grises: se presentan valores de intensidad extendidos únicamente entre

blanco y negro.

• Color: Existen varios modelos;

◦ RGB (por las siglas en inglés Red, Green, Blue), es una imagen representada

por la mezcla/adición de 3 colores primarios; azul, rojo y verde; principal-

mente usado en monitores y cámaras.

◦ CMY (por las siglas en inglés Cyan, Magenta y Yellow), es la imagen repre-

sentada por la resta de colores al color resultante de la combinación (negro)

de los 3 colores mencionados; cyan (color opuesto al rojo), magenta (color

opuesto al verde) y amarillo (color opuesto al azul), utilizado principalmente

en impresión.

◦ CMYK (por las siglas en inglés Cyan, Magenta, Yellow y Key), modelo muy

similar al CMY, sin embargo, se agrega un color, el negro; principalmente

usado en impresión.

Figura 2.9: Misma imagen con diferente resolución espacial; 930 dpi, 300 dpi, 150 dpi y 72 dpi. Tomada
de [41].

Para la digitalización de una imagen se requiere una fuente de energía que ilumine la

escena de la imagen, un sistema de captura que proyecta la imagen en un plano coordenado
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obteniendo esa imagen digitalizada, (Figura 2.7).

Una imagen en escala de grises se define como una función bidimensional, f (x, y) don-

de x y y son planos coordenados, y f es la amplitud de cada par de coordenadas (x, y); es

decir el nivel de gris de la imagen o también llamada intensidad en ese punto, los valores

de intensidad son todos discretos/finitos, la cual se puede procesar mediante un ordena-

dor/computadora (Figura 2.8); el procesamiento de imágenes por computadora tiene como

objetivo principal analizar imágenes que están fuera del espectro visible del humano dentro

del espectro electromagnético, [41].

A cada valor/elemento de una imagen digital se le conoce como píxel, cada imagen

está formada por un arreglo de píxeles los cuales cada uno tienen un valor numérico real,

correspondiente a la intensidad en la coordenada (x, y) correspondiente para formar la

imagen completa. La resolución espacial (Figura 2.9), es el más mínimo cambio perceptible

en la imagen, en una imagen digital, los píxeles determinan la resolución espacial mediante

la medida llamada dots (pixels) per inch (dpi) que mide el mayor número de pares de líneas

perceptibles por unidad de distancia, [41].

Figura 2.10: Misma imagen de otolito con diferentes niveles de intensidad; 16, 8, 4, 2 niveles de
intensidad. Elaboración propia.

La resolución de intensidad es el más mínimo cambio en intensidad perceptible en la

imagen (Figura 2.10), para una mejor resolución se consideran las características del equipo

de cómputo utilizado para el procesamiento de imágenes y se cuantifica con números de

potencia entera de 2; comúnmente 8-bits (28 = 256 valores de intensidad) y 16-bits (216 =
65,536 valores de intensidad) [41].
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2.2.2. Transformación geométrica de imágenes

La transformación geométrica en el procesamiento de imágenes se refiere al proceso de

manipular la disposición espacial de los píxeles en una imagen, esto implica aplicar una

transformación matemática a una imagen que cambia su tamaño, forma, orientación o

ubicación; esta transformación puede ser lineal o no lineal.

Algunas de las principales transformaciones geométricas son escalamiento, rotación,

traslación y reflexión [41]:

Escalado: cambio del tamaño de una imagen estirándola o encogiéndola a lo largo de

los ejes x y y .

Rotación: rotar una imagen en un cierto ángulo alrededor de un punto específico.

Traslación: movimiento de una imagen horizontal o verticalmente una cierta distancia.

Reflexión: la imagen se voltea o refleja a lo largo de un eje particular. En imágenes

bidimensionales, la reflexión se puede realizar a lo largo del eje x, el eje y o una línea

diagonal.

2.2.3. Relaciones básicas entre píxeles

El estudio de las relaciones entre píxeles de una imagen se puede hacer mediante distintos

métodos; por ejemplo [42]:

Vecinos de un píxel:

• 4-vecindad: Se compara el píxel con sus vecinos del arreglo, tiene 2 píxeles vecinos

horizontales y 2 verticales (Figura 2.11).

• 8-vecindad: Se compara el píxel con sus vecinos horizontales (2), verticales (2), y

diagonales (4) (Figura 2.11).

Conectividad: Establece límites de objetos y regiones que componen la imagen.

Proximidad/distancia entre píxeles: Determina la cantidad de píxeles a recorrer para

conectar 2 píxeles, considerando utilizar la conectividad de 4-vecindad u 8-vecindad.
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Figura 2.11: Píxel con a) 4-vecindad b) 8-vecindad. Elaboración propia.

2.3. Inteligencia Artificial (IA)

La inteligencia artificial (IA) es una rama de la informática que tiene como objetivo crear

máquinas inteligentes que puedan simular el razonamiento humano y los procesos de toma

de decisiones. Implica el desarrollo de algoritmos y modelos que pueden analizar y aprender

de los datos, reconocer patrones y tomar decisiones o predicciones basadas en ese análisis. La

IA abarca una amplia gama de subcampos, entre ellos, aprendizaje automático, aprendizaje

profundo, procesamiento del lenguaje natural y robótica [43].

2.3.1. Aprendizaje automático

El aprendizaje automático es un campo de la IA que implica el desarrollo de algoritmos y

modelos estadísticos que permiten a los sistemas informáticos mejorar su rendimiento en

una tarea específica. Es un tipo de análisis de datos que implica el uso de técnicas estadísticas

para dar a las computadoras la capacidad de aprender de los datos. Los algoritmos se entrenan

en un gran conjunto de datos para reconocer patrones y relaciones entre variables. Este

entrenamiento implica ajustar los parámetros del modelo para minimizar la diferencia entre

los resultados previstos y los resultados reales. Una vez que se entrena el modelo, se puede

usar para hacer predicciones sobre datos nuevos e ’invisibles’ [43].

Existen varios tipos de aprendizaje automático; entre los cuales destacan [43]:

Aprendizaje supervisado: El algoritmo se entrena en un conjunto de datos etiquetado,

donde cada entrada se empareja con una salida correspondiente.
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Aprendizaje no supervisado: El algoritmo se entrena en un conjunto de datos sin

etiquetar y debe encontrar patrones/relaciones por sí mismo.

Aprendizaje semisupervisado: El algoritmo se entrena en una combinación de datos

etiquetados y no etiquetados.

Aprendizaje por refuerzo: El algoritmo aprende por ensayo y error, recibiendo retroali-

mentación en forma de recompensas o castigos por sus acciones.

A diferencia del aprendizaje automático tradicional, donde se necesita la ingeniería de

características explícitas, el aprendizaje profundo puede descubrir automáticamente carac-

terísticas y patrones complejos en los datos. Esto permite lograr un rendimiento destacado

en una amplia gama de tareas, especialmente en visión computarizada y procesamiento del

lenguaje natural. Por lo tanto, el aprendizaje profundo se ha convertido en una parte integral

del campo del aprendizaje automático y ha mejorado significativamente su capacidad para

realizar tareas complejas.

2.3.2. Aprendizaje profundo

El aprendizaje profundo es una rama del aprendizaje automático que implica entrenar

redes neuronales artificiales con múltiples capas para aprender representaciones de datos.

Estas representaciones se pueden usar para realizar diversas tareas, como la clasificación de

imágenes, el reconocimiento de voz, el procesamiento del lenguaje natural y más. Los mode-

los de aprendizaje profundo pueden descubrir automáticamente características y patrones

complejos en los datos, sin necesidad de una ingeniería de características explícita, esto les

permite lograr un rendimiento destacado en una amplia gama de tareas, particularmente en

visión artificial y el procesamiento del lenguaje natural [43].

2.3.2.1. Visión computarizada

La visión por computadora, también llamada visión computarizada o visión artificial; es

el campo de estudio que se enfoca en desarrollar técnicas matemáticas para recuperar la

forma tridimensional y la apariencia de objetos en imágenes, así como describir el mundo

que vemos en una o más imágenes y reconstruir sus propiedades, como forma, iluminación

y distribuciones de color. Es el proceso de permitir que las computadoras interpreten y

entiendan la información visual del mundo de una manera similar a como la perciben los

humanos [43].
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La diferencia entre la visión computarizada y el procesamiento de imágenes digitales

radica en la finalidad o el objetivo para el que se utilizan; mientras que el procesamiento

de imágenes mejora la imagen para un uso posterior mediante su manipulación, la visión

por computadora tiene la tarea de emular la visión humana para alguno de los fines antes

mencionados [44].

La visión por computadora se basa en 3 niveles según David Marr, como se menciona en

Stevens (2012), [45]:

1. Teoría computacional: ¿Cuál es el objetivo de la computación (tarea) y cuáles son las

restricciones que se conocen o que se pueden aplicar al problema?

2. Representaciones y algoritmos: ¿Cómo se representa la información de entrada, salida

e intermedia y qué algoritmos se utilizan para calcular el resultado deseado?

3. Implementación de hardware: ¿Cómo se mapean las representaciones y los algoritmos

en hardware real, por ejemplo, un sistema de visión biológica o una pieza especializada

de silicio? Por el contrario, ¿cómo se pueden usar las restricciones de hardware para

guiar la elección de la representación y qué algoritmo? Con el uso cada vez mayor de

chips gráficos (GPU) y arquitecturas de muchos núcleos para la visión por computadora

se vuelve muy importante este nivel dentro de la tarea.

2.3.2.2. Aumento de datos

El aumento de datos es una técnica utilizada en el aprendizaje profundo para expandir

artificialmente un conjunto de datos mediante la generación de versiones nuevas y modi-

ficadas de los datos existentes. El objetivo del aumento de datos es aumentar la diversidad

de los datos de entrenamiento para mejorar los resulutados de un modelo de aprendizaje

automático. El proceso de aumento de datos implica aplicar varias transformaciones a los

datos originales, como voltear, rotar, ampliar o disminuir el tamaño, recortar, eliminar o

agregar ruido.

El aumento de datos es especialmente utilizado cuando el conjunto de datos original

es pequeño o cuando el modelo es propenso a sobreajustarse (overfitting), lo que ocurre

cuando el modelo memoriza los datos de entrenamiento en lugar de aprender a generalizar a

nuevos datos [46].
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2.3.2.3. Extracción de características

La extracción de características es el proceso de identificar y extraer las partes más

relevantes e informativas de una señal, imagen o conjunto de datos para su posterior análisis.

En visión por computadora, la extracción de características se refiere al proceso de identi-

ficar atributos distintivos, o características, de una imagen que se puede usar para distinguirla

de otras imágenes. Estas características pueden incluir bordes, geometría/formas, texturas,

colores u otros patrones visuales. La extracción de características es un paso esencial en

muchas tareas de visión artificial, como el reconocimiento de objetos, la detección de ros-

tros, la segmentación de imágenes y el seguimiento. Al extraer características relevantes

de las imágenes, los algoritmos de visión por computadora pueden analizar e interpretar

automáticamente la información visual [47].

2.3.2.4. Detección de objetos

La detección de objetos identifica instancias de objetos en medios visuales. Los programas

de detección de objetos dibujan un cuadro delimitador alrededor de una instancia/objeto

detectado, emparejado con una etiqueta para representar el contenido del cuadro [48].

2.3.2.5. Segmentación semántica

La segmentación semántica es una técnica que permite asociar cada píxel de una imagen

digital con una etiqueta de clase lo cual permite una comprensión más detallada de la imagen.

Este tipo de segmentación clasifica píxeles de imagen de una o más clases en lugar de objetos

que no son interpretables semánticamente, clasifica cada píxel en lugar de objetos, como es

el caso de la detección de objetos.

El algoritmo utilizado para este tipo de segmentación tiene como objetivo extraer carac-

terísticas antes de usarlas para formar categorías distintas en una imagen. El proceso para

una segmentación semántica se puede resumir en [49]:

1. Análisis de los datos de entrenamiento para clasificar un objeto específico en la imagen.

2. Creación de una red de segmentación semántica para localizar los objetos y dibuje un

contorno delimitador alrededor de ellos.

3. Entrenamiento de la red de segmentación semántica para agrupar los píxeles en una

imagen localizada mediante la creación de una máscara de segmentación.
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2.3.2.6. Segmentación de instancias

La segmentación de instancias es una forma única de segmentación de imágenes que

se ocupa de detectar y delinear cada instancia distinta de un objeto que aparece en una

imagen. Este tipo de segmentación, detecta todas las instancias de una clase con la funciona-

lidad adicional de delimitar instancias separadas de cualquier clase de segmento. Debido

a su funcionamiento, refiere la incorporación de detección de objetos y funcionalidad de

segmentación semántica en conjunto y logra obtener un resultado más completo [49].

2.3.2.7. Técnicas de segmentación de imágenes mediante aprendizaje profundo

Existen diferentes técnicas de visión computarizada con las cuales se puede realizar la

segmentación semántica; entre las cuales destacan las arquitecturas de redes neuronales

convolucionales (CNN) y las encoder - decoder (codificador-decodificador). A continuación

se muestran las principales arquitecturas de redes neuronales utilizadas en segmentación de

imágenes [50, 51, 52, 53, 54]:

Convolutional Neural Network (CNN (red neuronal convolucional): arquitectura que

toma una imagen de entrada y la pasa a través de múltiples capas convolucionales,

extrayendo características en cada capa. La salida de la capa convolucional final se

muestrea para generar un mapa de segmentación, que asigna cada píxel en la imagen

de entrada a una clase particular en función de sus características visuales.

Fully Convolutional Networks (FCN) (redes totalmente convolucionales): FCN reempla-

za las capas totalmente conectadas de una red neuronal convolucional tradicional con

capas convolucionales, lo que permite que la red genere una máscara de segmentación

de la misma resolución espacial que la imagen de entrada. Toma una imagen como

entrada y genera una predicción por píxeles en forma de mapa de calor, que luego se

convierte en una imagen segmentada.

U-Net: arquitectura de red neuronal convolucional que se diseñó específicamente para

la segmentación de imágenes biomédicas. Tiene una arquitectura en forma de U, con

una ruta de contracción y una ruta de expansión, y utiliza conexiones de salto para

combinar características de diferentes niveles, preservar información espacial y ayuda

a recuperar detalles finos.

SegNet: arquitectura de red neuronal con estructura de codificador-decodificador, don-

de el codificador se compone de capas convolucionales y de agrupación que extraen
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características de la imagen de entrada, y el decodificador utiliza capas de muestreo

ascendente para recuperar el tamaño de imagen original genera un mapa de segmenta-

ción por píxeles.

Faster R-CNN (red neuronal convolucional basada en regiones): es una red neuronal

de detección de objetos que utiliza una red de propuesta de región (RPN) para generar

propuestas de regiones en la imagen y una red de detección para predecir clases de

objetos y afinar los bordes de los objetos.

Mask R-CNN : arquitectura de red neuronal que amplía la arquitectura de detección de

objetos de Faster R-CNN para realizar la segmentación de instancias. Genera propues-

tas de objetos y luego utiliza una red neuronal convolucional basada en regiones para

predecir máscaras de objetos para cada propuesta.

2.3.2.8. Aplicaciones de la visión computarizada

Existe una inmensa variedad de áreas y aplicaciones que se le da a la visión computarizada,

y conforme el avance de la tecnología las aplicaciones siguen en constante crecimiento; a

continuación se enlistan algunas de las principales áreas y aplicaciones actuales de la visión

computarizada [51, 55, 56, 57]:

Atención médica: la visión por computadora se utiliza en imágenes médicas para tareas

como la detección de tumores, la segmentación de imágenes y el diagnóstico.

Reconocimiento facial: reconocer e identificar a las personas en función de sus rasgos

faciales.

Industria/manufactura: la visión artificial se utiliza en la fabricación para tareas como

el control de calidad, la detección de defectos y el seguimiento de productos.

Robótica: la visión artificial se utiliza en robótica para tareas como el reconocimiento

de objetos, la evitación de obstáculos y la localización.

Entretenimiento: la visión por computadora se usa en el entretenimiento para tareas

como efectos especiales, seguimiento de rostros y captura de movimiento.

Deportes: la visión artificial se utiliza en los deportes para tareas como el seguimiento

de jugadores, el análisis de patrones de movimiento y el suministro de análisis en

tiempo real.
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El capítulo sobre el marco teórico proporciona las bases cruciales para el desarrollo

del modelo de segmentación automática del sulco acústico de los otolitos utilizando Mask

R-CNN, se destaca la importancia del procesamiento de imágenes y las técnicas de IA en

el análisis de otolitos. El capítulo marco de referencia define la razón y los objetivos de la

investigación y describe el enfoque que se dará en las siguientes etapas.
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Capítulo 3

Marco de referencia

3.1. Planteamiento del problema

Tomando en cuenta que los otolitos tienen medidas muy pequeñas, en promedio de 5

a 6 milímetros, [58], el análisis morfométrico de las microestructuras en otolitos se vuelve

complicado para hacerlo con imágenes fotográficas con cámaras convencionales; es por eso

por lo cual se utilizan imágenes fotográficas obtenidas con microscopio, también llamadas

microfotografías. Los estudios presentados anteriormente, son estudios en los que las me-

didas morfométricas y demás técnicas de detección de estructuras en otolitos se realizan

por personal humano, esto quiere decir que existe gran porcentaje de error debido a que

prácticamente se estudia desde el punto de vista del investigador.

Los estudios automáticos mediante softwares y algoritmos diseñados por investigadores

para este tipo de investigaciones con otolitos son más costosos, esto debido a las grandes

complicaciones para obtención de muestras, procesamiento de las microfotografías, y análisis

morfométrico, aunado a estas complicaciones se suma que la información sobre otolitos es

muy poca y el entrenamiento/programación de algoritmos para la automatización de estos

datos se complica aún más.

Las mediciones morfométricas en el ámbito biológico se utilizan en gran medida para

obtener información de seres vivos a partir de inferencias que se hacen con las medidas

obtenidas de estructuras, con ellas se puede deducir la edad, tamaño, sexo, especie entre otras

variables; tal es el caso de los otolitos de peces de diferentes especies, [1]. De acuerdo con lo

revisado se nota la importancia de la detección y conocimiento de la forma del otolito porque

ayuda a realizar objetivamente la caracterización de estructuras internas del otolito sagita:

sulco acústico (cauda y ostio), las cuales brindan información importante para analizar datos

sobre las especies de peces. El proceso de caracterización de estructuras requiere de una
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automatización mediante algoritmos computacionales para cuantificar su morfometría y

evitar la subjetividad en la caracterización actual realizada por los expertos.

Por lo tanto, el problema que se buscará resolver es eliminar la subjetividad de las deli-

mitaciones manuales que actualmente se utilizan, además de automatizar este proceso y

disminuir el tiempo de detección manual en grandes cantidades de imágenes para brindar

información en estudios biológico-taxonómico.

3.1.1. Pregunta de investigación

¿Cuál es la efectividad de un modelo de aprendizaje automático para segmentar el sulco

acústico en otolitos sagita de peces en términos de las métricas de precision, recall, F1 score y

accuracy comparado con la segementación manual?"

3.2. Justificación

Desde la perspectiva del bioingeniero médico, es importante abordar estudios que invo-

lucran otras especies biológicas y no sólo referentes a la especie humana, ya que como se ha

mostrado en los demás apartados de la investigación, los conocimientos requeridos son los

que un bioingeniero médico aborda y que genera un impacto taxonómico e incluso dentro

de la especie humana para determinar/controlar las actividades que afectan a la cadena

alimenticia, por ende, a todas las especies biológicas. Todos los años se extrae de los océanos

más de 77,9 millones de toneladas de pescado y marisco. En su estudio, llamado SeafoodPrint

(«La huella de la pesca»), de Daniel Pauly, de la Universidad de Columbia Británica, y Enric

Sala, fellow explorer de National Geographic, indica que la captura mundial no es estable ni

se reparte equitativamente entre las naciones del mundo, dentro de este estudio, los investi-

gadores proponen lo que a su juicio sería preciso hacer para salvar el mar; implementan una

unidad de medida que llaman huella de la pesca, esta determina el impacto que tiene la pesca

de las diferentes especies; o como lo menciona el propio Pauly «El problema es que cada pez

es diferente. Un kilo de atún tiene una huella cien veces mayor que un kilo de sardinas.». Esto

se refiere a que un atún grande tiene que comer el equivalente de su peso corporal cada diez

días, todo pez grande depende para su subsistencia de varios eslabones de la cadena trófica.

Los países poderosos suelen comprar mucho pescado, sobre todo depredadores de máximo

nivel como el atún [59].

La Figura 3.1 muestra la producción primaria (organismos microscópicos situados en

la base de la cadena trófica marina necesaria para producir un kilo de cada especie mari-
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na), cantidad de peces totales que se requieren actualmente para atender la demanda de

productos marinos en los 3 principales consumidores de peces en el mundo, y es que a

pesar de que el consumo de peces es de alrededor de 9 millones en cada uno de estos países,

para determinar el verdadero impacto/huella ecológica de este consumo deben tomarse en

cuenta las especies de las que se alimentan y con las que logran crecer y desarrollarse estos

peces más grandes para el consumo humano; aunado a esto, el consumo cada vez va más en

aumento, por consecuente la pesca desmedida también crece así como la expansión de las

zonas de alta mar que antes no se explotaban y hoy se han convertido en caladeros activos y

monopolizados, y la venta al mejor postor de los recursos pesqueros de los países pobres. Un

informe del Banco Mundial y la Organización de las Naciones Unidas para la Alimentación

y la Agricultura (FAO) recientemente ha determinado que en el océano no hay suficientes

peces para resistir el ritmo actual de explotación; de hecho, aunque se redujera a la mitad los

barcos, anzuelos y redes, la pesca seguiría siendo excesiva [59].

Figura 3.1: Gráfico de producción primaria en los principales consumidores de peces en el mundo
[59]. Elaboración propia.

En general el impacto que genera el estudio de estructuras anatómicas automatizado

mediante herramientas tecnológicas; como el estudio morfológico del otolito para identificar

ciertos indicadores/características que brindan información sobre el pasado, presente y

predicciones futuras, es relevante para que las diferentes ramas de la ciencia aumenten la

información que se tiene, se busquen nuevas líneas de investigación que permitan mejorar la

relación entre especies conservando y procurando cada componente de la cadena alimenticia

para mejorar la calidad de vida de todas las especies generando un impacto tanto ecológico,
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como social. Por lo tanto, este proyecto podría beneficiar a obtener datos más precisos de

las especies marinas en los distintos océanos para determinar nuevas leyes que permitan

la conservación de todas las especies y regular la pesca desmedida y así disminuir la huella

ecológica, al conocer las especies de un ecosistema y la cadena para preservar las especies

tanto predadores como de las especies de las que se alimenta. El impacto del proyecto radica

en obtener métricas que permitan obtener datos de relevancia taxonómica como edad, sexo,

especie; para el estudio de ecosistemas marinos, mediante la segmentación automática de

los otolitos.

El estudio morfométrico automatizado en otolitos realiza una análisis objetivo, cuantitati-

vo y más robusto en cuanto a las técnicas utilizadas en la actualidad tomando en cuenta sólo

los componentes de las imágenes. No se ha explotado el estudio automatizado de otolitos

debido a la desinformación acerca del impacto que tiene el estudio de estas estructuras, sin

embargo, se ha demostrado que puede ser confiable y de gran utilidad para algunos laborato-

rios el automatizar estos procesos e utilizarlos para determinar edad, sexo, especie, tamaño

entre otras inferencias, además de eliminar la subjetividad de expertos [28]. La utilización

de la visión computarizada en diferentes áreas ha sido explotada en los últimos años, sin

embargo, dentro del estudio de otolitos esto se ha quedado atrás debido a que los softwares

que se diseñan tienen ciertas limitantes, es por eso por lo que se requiere más estudios en la

materia para, de igual forma, aumentar la información al respecto y cada vez ir mejorando

con cada estudio realizado.

3.3. Hipótesis

La segmentación automática de otolitos sagita para identificar las estructuras internas:

sulco acústico (cauda y ostio) en peces, es posible mediante algoritmos de visión compu-

tacional para su análisis morfométrico.

3.4. Objetivos

3.4.1. Objetivo general

Implementar un algoritmo computacional para detección/segmentación automática de

microestructuras internas: sulco acústico (cauda y ostio), en otolitos sagita de peces.
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3.4.2. Objetivos específicos

Seleccionar imágenes 2D de bases de imágenes de microfotografía electrónica de

barrido de otolitos y segmentarlas manualmente con validación de expertos biólogos,

de otolitos sagita de peces.

Realizar aumento de muestras de la base de datos mediante transformaciones geo-

metricas de las imágenes originales y segmentarlas manualmente para el proceso de

entrenamiento y validación del algoritmo de detección automática.

Diseñar e implementar algoritmo que segmente las estructuras internas: sulco acústi-

co (cauda y ostio), automáticamente en imágenes de microfotografía electrónica de

barrido de otolitos sagita.

Evaluar el desempeño del algoritmo y validar funcionamiento de detección y seg-

mentación del sulco acústico (cauda y ostio) en imágenes de microscopia electrónica

de barrido de otolitos sagita mediante la comparación cuantitativa de métricas que

evaluan el desempeño de algoritmos de aprendizaje automático.

Al describir los pasos prácticos tomados a implementar en este capítulo, el capítulo si-

guiente: materiales y métodos, describe detalladamente la configuración experimental y los

procedimientos utilizados para lograr los objetivos de la investigación. Se aborda minucio-

samente la base de datos utilizada, aumento de datos, el diseño de la red neuronal Mask

R-CNN y la evaluación del rendimiento de la red neuronal. Asimismo, proporciona la base

para el capítulo siguiente de resultados y discusión.
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Materiales y métodos

4.1. Etapa 1: Base de muestras

Las imágenes de microfotografía que se utilizaron en esta investigación, se obtuvieron de

bases de datos de la Universidad Nacional Autónoma de México (UNAM); principalmente

del “Catálogo de Otolitos Sagita de Peces del Golfo de México”, a la cual se obtuvo acceso

gracias a la participación en esta investigación de la Doctora Nidiyare Hevia Montiel, [60].

Dicha base de datos contiene imágenes de otolitos sagita derecho e izquierdo de especies

marinas, salobres y de agua dulce de peces adultos y juveniles. Algunas especies son especies

comercialmente importantes, mientras que otras tienen un valor ecológico ya que son endé-

micas y se encuentran en varias categorías de riesgo en el Golfo de México y Península de

Yucatán, la lista ordenada filogenéticamente se encuentra en el Apéndice A.

La captura de especies se realizó bajo permisos de recolección de la SAGARPA (no. DGO-

PA/04031/310510.1940, no. PPF/DGOPA-319/17), y el material biológico se encuentra res-

guardado en una colección registrada por la SEMARNAT (DGVS- CC-305-18). Las imágenes

microscópicas se adquirieron con un dispositivo Axio Zoom V16 Zeiss, muestran una descrip-

ción estandarizada de la forma y las estructuras del otolito sagita utilizando características

morfométricas adquiridas con el software ZEN 2 Pro con una incertidumbre del 5%.

El fin de utilizar imágenes de bases de datos ya establecidas es no generar un impacto

ambiental en la extracción de muestras de otolitos de peces; la información de las bases de

datos se utilizará únicamente con fines académicos y de investigación. Se utilizaron imágenes

de microfotografía de 104 diferentes otolitos sagita de peces.
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4.2. Etapa 2: Aumento de datos de microfotografía y segmen-

tación manual

Para el estudio se utilizarán específicamente imágenes de microfotografía electrónica de

barrido scanning como la presentada en la Figura 4.1

Figura 4.1: Imagen de otolito de Acanthurus chirurgus obtenida con microscopio electrónico de
barrido (scanning). Tomada de [30].

Las imágenes de microfotografía utilizadas fueron, como se mencionó 104 diferentes, las

cuales se dividieron de la siguiente manera:

Uso de imágenes Número de imágenes
Aumento de datos 90
Prueba/test final 14

Tabla 4.1: División de las imágenes originales de otolitos.

A las 100 imágenes utilizadas para aumento de datos se les realizaron transformaciones

geométricas en conjunto (por ejemplo; reflexión+traslación+rotación) de manera aleatoria y

con diferentes valores para cada transformación en los rangos mostrados en Tabla 5.1, para

finalmente obtener como resultado 1000 imágenes. Posteriormente se realizó la segmenta-

ción manual de las 1000 imágenes mediante el software VGG Image Annotator (VIA) versión

2.0.11 (https://www.robots.ox.ac.uk/ vgg/software/via/via-2.0.11.html), obteniendo como

resultado un archivo con extensión JavaScript Object Notation (.json).

De igual manera, el proceso de segmentación manual mediante el software VIA se realizó

a las 14 imágenes para prueba final.
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Transformación geométrica Rango de valores
Escalado Factor entre 0 y 1
Rotación Factor entre -40° y 40°
Desplazamiento horizontal Factor entre -0.2 y 0.2 del ancho total
Desplazamiento vertical Factor entre -0.2 y 0.2 del alto total
Cizallamiento Factor entre -0.2 y 0.2
Zoom Factor entre 0.8 y 1.2
Reflexión horizontal Factor de 0.5
Reflexión vertical Factor de 0.5
Ajuste de brillo Factor entre 0.2 y 0.8

Tabla 4.2: Rango de valores para transformaciones geométricas.

4.3. Etapa 3: Diseño de algoritmo de aprendizaje profundo

Para el diseño del algoritmo de segmentación automática, primero se realizó una bús-

queda sobre los trabajos relacionados a esta investigación, de ellos se obtuvieron diferentes

propuestas de arquitecturas de aprendizaje profundo. En segunda instancia, teniendo las

opciones de arquitectura de algoritmos utilizados en tareas semejantes a la nuestra, se realizó

de nuevo invesitgación sobre las opciones que se tenían; con esto se determinaron los pros

y contras de la utilización de una u otra arquitectura, para finalmente determinar que se

utilizaría una arquitectura de red neuronal convolucional denominada Mask R-CNN desarro-

llada por el equipo de Kaiming He y su equipo de Facebook AI Researches (FAIR) en 2018 [61].

En la Figura 4.2, se puede ver graficamente a grandes rasgos la arquitectura que utiliza esta

red neuronal y en la tabla siguente se describen estas etapas que la conforman [62].

Figura 4.2: Estructura de Mask R-CNN. Tomada de [62].
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Mask R-CNN

Etapas Descripción

1 Backbone (colum-

na vertebral/red

troncal)

Red neuronal convolucional estándar, sirve como extractor de ca-

racterísticas. Las primeras capas detectan características de bajo

nivel, las capas posteriores detectan características de nivel supe-

rior. La imagen se convierte en un mapa de características que

será la entrada para las siguientes etapas. Feature Pyramid Network

(FPN) mejora la representación de objetos de múltiples escalas al

agregar una segunda pirámide que pasa las características de alto

nivel a las capas inferiores.

2 Region Proposal

Network (RPN) (red

de región propues-

ta)

Escanea imágenes en busca de objetos utilizando cuadros de an-

claje (cuadros distribuidos en el área de la imagen). Superpone

alrededor de 200,000 anclajes para cubrir la imagen, los escanea

en paralelo utilizando la naturaleza convolucional de la red y re-

utiliza las características extraídas para evitar cálculos duplicados.

Aquí se generan 2 resultados; predice la clase de primer plano o de

fondo y refina los cuadros delimitadores. Selecciona los anclajes

principales, los refina y realiza la supresión para generar propuestas

finales.

3 ROI Classifier and

Bounding Box Re-

gressor (clasificador

de regiones de inte-

rés y regresor de cua-

dro delimitante)

Etapa funcional sobre las regiones de interés (ROIs) propuestas por

el RPN; genera dos salidas para cada ROI, clase que clasifica las

regiones con mayor profundidad, no sólo fondo o primer plano

y el refinamiento del cuadro delimitador que precisa aún más la

ubicación del objeto detectado.

3.1 ROI pooling

(agrupamiento ROI)

Recorta y cambia el tamaño de los mapas de características, pero

tiene requisitos de tamaño fijos. Se sugiere, por los autores de Mask

R-CNN, el uso de ROI Align (muestreo e interpolación bilineal).
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4 Segmentation

masks (máscaras

segmentadas)

Esta etapa es una red convolucional que genera máscaras blan-

das para regiones positivas seleccionadas por el clasificador ROI.

Con un tamaño pequeño (28x28 píxeles), las máscaras de baja re-

solución mantienen la luz de la rama de la máscara. Durante el

entrenamiento, las máscaras de verdad se reducen al mismo ta-

maño para calcular la pérdida en el entrenamiento y, durante la

inferencia, las máscaras pronosticadas se escalan hasta el tamaño

del cuadro delimitador de ROI para obtener las máscaras finales.

Tabla 4.3: Etapas del funcionamiento de Mask R-CNN [62].

Se codificó el algoritmo en lenguaje Python para la ejecución de la red neuronal seleccio-

nada (Mask R-CNN), tomando como base el código de Canu (2021) [63] el cual está basado

en el repositorio de GitHub de Matterport Inc. [64] y se establecieron sus hiperparámetros

[65];

Hiperparámetros de Mask R-CNN

Hiperparámetro Descripción Valor asigna-

do

Backbone

(columna ver-

tebral/red

troncal)

Mask R-CNN requiere una arquitectura convulocional

tradicional; ResNet50, ResNet101 y ResNext101 son las

principales. ResNet50 es más rápido con pesos pre-

entrenados, mientras que ResNet101 y ResNext101 son

más precisos con un alto poder de cómputo.

ResNet101

añadiendo

mejora con

FPN

Train ROIs per

image (regio-

nes de interés

para entrena-

miento por

imagen)

Número máximo de ROIs generados por la red de pro-

puestas regionales (RPN) para cada imagen, que se pro-

cesará para su clasificación y enmascaramiento en la

siguiente etapa.

200

Maximum get

instances (nú-

mero maximo

de instancias

en una imagen)

Número máximo de instancias que se pueden detectar

en una imagen. Si la cantidad de instancias en las imáge-

nes es limitada, se reducirá el número de falsos positivos

así como el tiempo de entrenamiento.

100
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Detection

minimum

confidence

(confianza

mínima de

detección)

El umbral del nivel de confianza determina la clasifica-

ción de una instancia. Se puede ajustar según la cantidad

de instancias detectadas, con un umbral más bajo detec-

taría todo generando más falsos positivos, y un umbral

más alto genera menos falsos positivos y una mayor pre-

cisión.

0.7

Image mi-

nimum and

maximum

dimension

(dimensión

mínima y má-

xima de las

imágenes)

Estos ajustes controlan el tamaño de la imagen, el tama-

ño es cuadrado. El tamaño predeterminado es 1024x1024,

pero se pueden usar tamaños más pequeños para reducir

los requisitos de memoria y el tiempo de entrenamien-

to. Lo ideal, es comenzar con tamaños más pequeños y

aumentarlos gradualmente durante el entrenamiento e

ir aumentando el tamaño para obtener los parámetros

finales del modelo.

Mínimo=800

Máximo=

1024

Tabla 4.4: Hiperparámetros utilizados para el funcionamiento de Mask R-CNN [62].

Al igual que los hiperparámetros para el entrenamiento de la red, se establecieron hi-

perparámetros para calcular el valor de pérdida en los pesos de esta arquitectura; Mask

R-CNN utiliza una función de pérdida para medir la diferencia entre la salida prevista del

modelo y la salida objetivo real durante el entrenamiento. Esta función es compleja y consta

de varias pérdidas diferentes, cada una correspondiente a una etapa diferente del modelo.

Posteriormente, las pérdidas en cada etapa se ponderan utilizando hiperparámetros que

determinan la importancia de cada etapa en el cálculo de la pérdida general. Al ajustar estos

hiperparámetros, podemos controlar la medida en que cada etapa del modelo contribuye a

la pérdida final y, por lo tanto, al proceso de entrenamiento general (4.3) [65].
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Hiperparámetros para cálculo de la función de pérdida de Mask R-CNN

Hiperparámetro Descripción Valor asignado

RPN class loss

(pérdida en la

clasificación

de las regiones

propuestas por

la red)

Corresponde a la pér-

dida que se le asigna a

la clasificación indebi-

da de los anclajes (pre-

sencia/ausencia de al-

gún objeto) por la red

de propuesta de regio-

nes. Al aumentar este

valor, se asegura que la

red de propuestas de re-

giones capturará más

objetos.

Este valor es el resultado del cálculo de la pér-

dida de entropía cruzada entre las clases de

anclaje objetivo y los logits (modelo de elec-

ción binaria) del clasificador RPN previstos pa-

ra fondo/objeto. La función de pérdida selec-

ciona los anclajes positivos y negativos para

el cálculo, y excluye los anclajes neutrales (va-

lor de coincidencia = 0). El valor de pérdida se

obtiene tomando la media de los valores de

pérdida calculados, o 0 si no hay filas seleccio-

nadas.

RPN bounding

box loss (pérdi-

da del cuadro

delimitador de

la red de re-

giones propues-

tas)

Hiperparámetro que

infiere en la precisión

de localización del

RPN. Este peso se

ajusta en caso de que

se detecte el objeto,

pero debe corregirse el

cuadro delimitador.

Se calcula seleccionando solo los anclajes po-

sitivos de la comparación entre anclajes y cua-

dros delimitadores obtenidos en la imagen así

como sus deltas(offsets del cuadro delimitador

previsto para las ROIs propuestas por la RPN).

Más adelante, los deltas del cuadro delimita-

dor objetivo se recortan a la misma longitud

que los offsets. Finalmente, smooth L1 loss (pér-

dida uniforme de L1) se calcula entre el cuadro

delimitador objetivo y el propuesto por RPN.
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Mask R-CNN

classification

loss (pérdida

en la clasifica-

ción de Mask

R-CNN)

Corresponde a la pér-

dida que se asigna a la

clasificación indebida

del objeto en la RPN.

Debe aumentarse en

caso de que el obje-

to sea detectado, pero

se clasifique incorrecta-

mente.

Se calcula la pérdida de entropía cruzada en-

tre las probabilidades de clase predichas y las

etiquetas de clase verdaderas. La función toma

como entrada las etiquetas de clase verdaderas

codificadas como números enteros, y los logits

de clase predichos, que son las probabilidades

de clase no previstas generadas por el clasifica-

dor de Mask R-CNN. Además, la función borra

las pérdidas de predicciones de clases que no

están en las clases activas de la imagen; se pro-

median los números de predicciones activas

en el lote para el valor final.

Mask R-CNN

bounding box

loss (pérdida

del cuadro

delimitador de

Mask R-CNN)

Pérdida asignada a la

localización del cuadro

delimitador de la clase

identificada en la red;

se aumenta si se realiza

la clasificación correcta

del objeto, pero la loca-

lización no es precisa.

Para este cálculo, sólo los ROIs positivos son

tomados en cuenta junto con el nombre de

su clase perteneciente. Los deltas (predichos

y verdaderos) que contribuyen a la pérdida se

recopilan y se calcula smooth-L1 con estos y se

obtiene la media de la pérdida igual al valor de

pérdida.

Mask R-CNN

mask loss (pér-

dida en las

máscaras de

Mask R-CNN)

Corresponde a la pérdi-

da de entropía cruzada

binaria en las máscaras

creadas sobre los obje-

tos identificados. Si la

identificación de más-

cara (a nivel de píxel) es

relevante, se debe au-

mentar este peso.

Se seleccionan los ROIs positivos, sus másca-

ras y clase. Las máscaras pronosticadas y las

máscaras verdaderas se recopilan utilizando

los índices de los ROIs positivos y clase. Final-

mente, la pérdida de entropía cruzada binaria

se calcula con las máscaras recopiladas. Si no

hay ROIs positivos, la pérdida es igual a cero; se

promedian los ROIs positivos y ese es el valor.

Tabla 4.5: Hiperparámetros utilizados para el cálculo de pérdida de Mask R-CNN [65].
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Figura 4.3: Representación gráfica de valores de pérdida dentro de Mask R-CNN. Tomada de [62].
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4.4. Etapa 4: Evaluación del desempeño del algoritmo diseña-

do

Teniendo el código del algoritmo, se determinó que se utilizarían de las 1000 imágenes

resultantes del aumento de datos; 889 imágenes para la etapa de entrenamiento de la red

neuronal y 111 para la etapa de validación. A continuación, debido al requerimiento compu-

tacional para estos procesos se optó por ejecutar el algoritmo en Google Colab en la versión

Pro para lograr la ejecución del código completa como se determinó en los hiperparámetros.

El proceso de ejecución se repitió 5 veces para hacer validación cruzada con estas ejecuciones,

obteniendo las métricas que evaluan el desempeño de la red con las imágenes de validación

(111); estas métricas son:

Métricas para evaluar el funcionamiento Mask R-CNN

Métrica Descripción

True positives

(TP) (verdade-

ros positivos)

Número de píxeles positivos (píxeles blancos) correctamente

identifacados en una imagen binaria.

True negatives

(TN) (verdade-

ros negativos)

Número de píxeles negativos (píxeles negros) correctamente

identificados en una imagen binaria.

False positives

(FP) (falsos po-

sitivos)

Número de píxeles positivos (píxeles blancos) incorrectamente

identificados en una imagen binaria.

False negatives

(FN) (falsos

negativos)

Número de píxeles negativos (píxeles negros) incorrectamente

identificados en una imagen binaria.

Métrica Descripción Fórmula

Precision (pre-

cisión)

Métrica de proporción de verdaderos positivos del

total de predicciones positivas realizadas por el

modelo. En otras palabras, mide qué tan precisas

son las predicciones positivas. Se calcula como

la proporción de casos positivos verdaderos con

respecto al número total de predicciones positi-

vas. Alta precisión significa que cuando el modelo

predice un positivo, por lo general es correcto.

Pr eci si on =
T P/(F P +T P )
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Recall (sensi-

bilidad)

Representación de la proporción de verdaderos

positivos del total de casos positivos en los datos

verdaderos. En otras palabras, mide cuántos pí-

xeles positivos de los datos de entrenamiento se

predijeron correctamente. Se calcula como la re-

lación entre los píxeles positivos verdaderos y el

número total de píxeles positivos reales. Un recall

alto significa que el modelo puede encontrar la

mayoría de los casos positivos reales.

Recal l = T P/(F N +
T P )

F1 score (pun-

tuación f1)

Esta métrica resulta de la media armónica de pre-

cision y recall, lo cual proporciona un balance en-

tre las dos métricas.

F 1scor e =
2 ∗ Pr eci si on ∗
Recal l/(Pr eci si on +
Recal l )

Accuracy (pre-

cisión global)

Proporción de predicciones correctas, tanto ver-

daderos positivos como verdaderos negativos, en-

tre todas las predicciones hechas por el modelo.

Accur ac y =
(T P + T N )/(T P +
F N +T N +F P )

Tabla 4.6: Métricas de evaluación del funcionamiento de Mask R-CNN [66].

De las 5 ejecuciones se obtuvieron los archivos ejecutables resultantes de 3 épocas; época

10, 20 y 35; esto con el objetivo de realizar una validación cruzada más sofisticada.

Para la elección del ejecutable con mejor desempeño, se determinó una jerarquía entre

las métricas precision, recall, F1 score y accuracy, la jerarquía se hizo acorde al objetivo de la

implementación de la red; 1 Precision, 2 Recall, 3 F1 score, 4 Accuracy.

La razón de esta jerarquía es para dar prioridad a los valores de las métricas en la elección

del mejor ejecutable, las 2 métricas con mayor peso, (precision y recall), es debido al obje-

tivo principal, que es detectar sólo los píxeles pertenecientes al sulco acústico (verdaderos

positivos) y dejando los píxeles no pertenecientes al sulco acústico como fondo (píxeles

negativos).

Por último, al obtener el archivo ejecutable con mejor desempeño con las imágenes

de validación, se procedió a ejecutar el archivo con las imágenes de prueba final (14) y de

igual modo obtener las métricas de desempeño con estás imágenes que son nuevas para

el algoritmo, debido a que no se incluyeron ni en la etapa de entreamiento ni en la de

validación. Tambien se añadieron las máscaras de verdad, las máscaras generadas por la red

y la superposición de ambas máscaras para calcular los índices de similitud en imagenes de
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la Tabla 4.7.

Índice Descripción

Jaccard

También conocido como intersección sobre unión
(IoU). Se define como el tamaño de la intersección
de dos conjuntos dividido por el tamaño de la unión
de los conjuntos. Se usa comúnmente para evaluar
la precisión de los modelos de segmentación y detec-
ción de objetos.

Dice

Se calcula y se define igual que F1 score. En segmenta-
ción de imágenes, se utiliza para evaluar la similitud
entre la segmentación predicha y la segmentación
real.

Cosine

Mide la similitud entre dos vectores calculando el
coseno del ángulo entre ellos. Se usa comúnmente
para medir la similitud entre dos imágenes repre-
sentándolos como vectores de características de alta
dimensión. En el contexto del procesamiento de imá-
genes, la similitud del coseno se utiliza para compa-
rar la similitud entre las características de la imagen
extraídas por diferentes modelos.

Tabla 4.7: Índices de simulitud en imágenes.
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Este capítulo presentó la metodología utilizada para desarrollar el sistema automático de

segmentación automática del sulco acústico de otolitos con ayuda del algoritmo de Mask

R-CNN. En el próximo capítulo, se reportan los resultados para cada etapa del capítulo de

materiales y métodos, proporcionando una explicación detallada del rendimiento y la

precisión del modelo propuesto, de igual forma, se discuten las limitaciones del enfoque.

Específicamente, la sección de resultados presenta la evaluación cuantitativa y cualitativa del

método propuesto, incluyendo métricas como accuracy, precision, recall y F1 score. Además,

el capítulo proporciona una discusión sobre los resultados alcanzados, destacando la

eficacia y eficiencia de la metodología propuesta comparándolo con los métodos existentes,

y se discuten posibles mejoras futuras.
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Capítulo 5

Resultados y discusión

Las imágenes de microfotgrafía utilizadas (104), tienen propiedades en común, sin embar-

go, el tamaño varia demasiado entre estas imágenes. La siguiente tabla indica las propiedades

en común de las imágenes, en seguida la Figura 5.1 es un ejemplo:

Propiedad Valor
Resolución 96 dpi
Formato .jpg (Joint Photographic Experts Group)
Profundidad 32 bits
Modelo de color CMYK

Tabla 5.1: Propiedades de imágenes de la base de muestras.

Figura 5.1: Ejemplo de imagen de la base de muestras. Especie Calamus nodosus.

Aplicando aleatoriamente las tranformaciones geométricas de la Tabla 5.1 a las imágenes
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originales, se obtuvieron 1000 imágenes como la presentada en 5.2, aproximadamente se

obtuvieron 11 imágenes secundarias/nuevas de cada imagen original. Las 1000 imágenes

obtenidas se normalizaron con las especificaciones de la Tabla 5.2.

Figura 5.2: Ejemplo de imagen obtenida en el aumento de datos. Especie Calamus nodosus.

Propiedad Valor
Dimensiones 2000 x 2000 pixeles
Modelo de color RGB
Resolución 96 dpi
Formato .jpg (Joint Photographic Experts Group)
Profundidad 24 bits
Modelo de color RGB

Tabla 5.2: Propiedades de imágenes resultantes del aumento de datos.

Como se mencionó, existen diferentes contornos de otolitos, así como tipos de aperturas

y posicionamientos del sulco acústico, la Figura 5.3 muestra 6 segmentaciones manuales del

sulco acústico realizadas con el software VIA a otolitos con diferente contorno, apertura y

posicionamiento utilizadas en este trabajo.
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Figura 5.3: Otolitos segmentados de las especies: a)Albula vulpes, b)Achirus lineatus, c)Calamus
campechanus, d)Abudefduf saxatilis, e)Anchoa cayorum, f )Anisotremus virginicus.

En la imagen 5.4, se muestra el diagrama completo de la arquitectura utilizada en el

modelo Mask R-CNN propuesto. En ella podemos ver las 4 etapas de Mask R-CNN descritas en

la Tabla 4.3. La entrada inicial (input) es la imagen con padding (relleno) de ceros, la etapa 1 de

Backbone está representada en la parte superior del esquema con las capas convolucionales

de Resnet101 de la Tabla 5.3 (Figura 5.5), además de la adición de la pirámide de mapas de

características de FPN para mejorar la extracción de características a diferentes escalas con el

mismo conjunto de mapas de ResNet101. Cabe destacar que en los bloques de ResNet101 se

realiza el proceso común de 3 capas, de esta arquitectura: 1 capas convolucionales, 2 capas

de normalización por lotes y 3 capas de activación no linear (Unidad lineal rectificada ReLU),
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y la entrada a cada capa es la salida de la capa anteior.

Figura 5.4: Diagrama de la arquitectura del modelo Mask R-CNN utilizado.
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Capas de Backbone

ResNet101

Capa Acción

Input (C1)

La imagen de entrada pasa a través de una capa convolu-
cional con 64 filtros, tamaño de kernel de (7,7) y un strides
(zancada/paso) de (2,2) que reduce las dimensiones es-
paciales en un factor de 2. El mapa de características de
salida luego pasa a través de un capa de pooling (agrupa-
ción) máxima con 64 filtros, tamaño de kernel de (3,3) y
strides de (2,2) reduciendo las dimensiones espaciales por
un factor de 2 nuevamente.

C2

El mapa de características de la etapa anterior se pasa
a través de tres bloques de filtros; los primeros 2 con 64
filtros y el tercero con 256 filtros, cada bloque contiene
capas convolucionales con un tamaño de kernel de (3,3) y
un strides de (1,1), con lo cual no cambian las dimensiones
espaciales.

C3

El mapa de características de la etapa anterior pasa a través
de cuatro bloques de filtrado; el primero con 128 filtros
y los demás con 512 filtros, cada bloque contiene capas
convolucionales con un tamaño de kernel de (3,3) y un
strides de (2,2) reduciendo las dimensiones espaciales a la
mitad.

C4

El mapa de características de la etapa anterior pasa a tra-
vés de seis bloques de filtros; 256 filtros el primero y los
restantes con 1024, cada bloque contiene capas convolu-
cionales con un tamaño de kernel de (3,3) y un strides de
(2,2) que reduce las dimensiones espaciales por un factor
de 2.

C5

El mapa de características de la etapa anterior se pasa a
través de tres bloques de filtrado; 512 filtros el primero y
los demás 2048 filtros, cada bloque contiene capas convo-
lucionales con un tamaño de kernel de (3,3) y un strides de
(2,2). Esto reduce las dimensiones espaciales a la mitad.

Tabla 5.3: Capas convolucionales de Backbone.
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Figura 5.5: Diagrama del funcionamiento de ResNet101. Tomada de [67].

La etapa 2 (RPN) se encuentra en la parte derecha del diagrama en la que, como se explico,

reutiliza la extracción de características de FPN final (P6) para evitar cálculos duplicados y

obteniendo los 2 resultados: objetos y cuadro delimitador que enconjunto forman las ROIs

y pasar a la etapa 3 (parte media de 5.4, debajo de Box head) en la que se obtienen los 2

resultados: 1 deltas del cuadro delimitador y 2 clase a la que pertenece más refinados que los

ROIs generados en la etapa 2. A las deltas del cuadro delimitador se les realiza la etapa 3.1

agrupando los ROIs con ROI Align que para cada propuesta de RPN, realiza interpolación

bilineal para muestrear las ubicaciones exactas del mapa de características y permitir la

alineación a nivel de subpíxel de la máscara. De esta forma en la última etapa se obtienen las

máscaras encontradas y su clase perteneciente, en nuestro caso sólo sulco acústico escaladas

al tamaño original de la imagen de entrada.

Los párametros de entrenamiento utilizados en este trabajo, Tabla 5.4, se utilizaron para

todas las instancias de la validación cruzada (K1, K2, K3, K4, K5). El cambio fue en los datos

que se tomaron para validación y entrenamiento.

Párametro de entrenamiento Valor
Learning rate (tasa de aprendizaje) 0.001
Batch size (tamaño de lote) 8
Number of epochs (Número de épocas) 35
Number of classes (número de clases) 1 (sulco acústico) + 1 (fondo)

Tabla 5.4: Parámetros de entrenamiento.

En las Tablas 5.5, 5.6, 5.7, 5.8 y 5.9 se muestran los resultados de las métricas en las 3
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diferentes épocas (10, 20, 35) de las 5 ejecuciones (K’s) del algoritmo resaltando los valores

más altos de las métricas calculadas.

De K1 (Tabla 5.5) se destaca la estabilidad de las métricas jerarquizadas durante la época

35, sin olvidar que la época 10 tiene mejor recall y dentro de nuestra jerarquía es la segunda

prioridad.

K1
Época TP TN FP FN Precision Recall F1 score Accuracy
10 9.387 % 86.449% 2.759 % 1.406% 0.791 ±

0.158
0.885
±
0.078

0.821 ±
0.105

0.958 ±
0.028

20 9.272% 86.829% 2.379% 1.520 % 0.810 ±
0.158

0.873
±
0.083

0.827 ±
0.106

0.961 ±
0.027

35 9.362% 87.084 % 2.123% 1.431% 0.824 ±
0.143

0.879
±
0.076

0.840 ±
0.093

0.964 ±
0.024

Tabla 5.5: Promedio de las métricas de la primera ejecución (K1) del algoritmo con imágenes de
validación

En la segunda prueba de entrenamiento (Tabla 5.6) se destaca gran inestabilidad en los

resultados, sin embargo, de igual forma que en K1 la ápoca 35 sobresale de las demás.

K2
Época TP TN FP FN Precision Recall F1 score Accuracy
10 9.136% 87.201 % 2.007% 1.656 % 0.834 ±

0.145
0.862
±
0.081

0.835 ±
0.093

0.963 ±
0.025

20 9.224% 87.191% 2.017% 1.568% 0.832 ±
0.147

0.868
±
0.077

0.838 ±
0.096

0.964 ±
0.024

35 9.259 % 87.099% 2.108 % 1.533% 0.828 ±
0.146

0.870
±
0.075

0.837 ±
0.094

0.964 ±
0.025

Tabla 5.6: Promedio de las métricas de la segunda ejecución (K2) del algoritmo con imágenes de
validación

Durante el tercer y cuarto entrenamiento, los resutlados en la Tabla 5.7 y Tabla 5.8 revelan

que son los 2 entrenamientos con resultados más variados, esto quiere decir que no muestran
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regularidad en cuanto a los valores obtenidos. Es preciso mencionar de K4 que, a diferencia

de los entrenamientos anteriores, la época 20 muestra mayor estabilidad.

K3
Época TP TN FP FN Precision Recall F1 score Accuracy
10 9.164% 86.934% 2.274 % 1.628% 0.821 ±

0.152
0.863
±
0.096

0.829 ±
0.109

0.961 ±
0.031

20 9.081% 87.060 % 2.148% 1.711 % 0.830 ±
0.160

0.857
±
0.098

0.828 ±
0.113

0.961 ±
0.031

35 9.219 % 86.955% 2.253% 1.573% 0.816 ±
0.157

0.867
±
0.100

0.827 ±
0.111

0.962 ±
0.027

Tabla 5.7: Promedio de las métricas de la tercer ejecución (K3) del algoritmo con imágenes de valida-
ción

K4
Época TP TN FP FN Precision Recall F1 score Accuracy
10 9.225% 86.962% 2.246% 1.567 % 0.818 ±

0.143
0.873
±
0.083

0.833 ±
0.094

0.962 ±
0.026

20 9.246% 87.029 % 2.179% 1.546% 0.825 ±
0.154

0.868
±
0.080

0.834 ±
0.105

0.963 ±
0.029

35 9.337 % 86.887% 2.321 % 1.455% 0.814 ±
0.155

0.878
±
0.083

0.832 ±
0.102

0.962 ±
0.026

Tabla 5.8: Promedio de las métricas de la cuarta ejecución (K4) del algoritmo con imágenes de
validación

Po último, en K5 (Tabla 5.9), podemos observar que resulta el mejor entrenamiento, y

con mayor coherencia, muestra que en la época 35 se tienen los mayores valores de las

métricas, lo cual nos dice que hay lógica debido a que si se tiene mayor número de TP y TN,

lógicamente se debería contar con el menor número de FP y FN; esto traducido a los mayores

valores en las métricas de evaluación del modelo jerarquizadas precision, recall, f1 score y

accuracy.
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K5
Época TP TN FP FN Precision Recall F1 score Accuracy
10 9.148% 86.726% 2.481 % 1.644 % 0.808 ±

0.163
0.864
±
0.097

0.821 ±
0.119

0.959 ±
0.034

20 9.230% 87.121% 2.087% 1.562% 0.829 ±
0.146

0.870
±
0.083

0.837 ±
0.095

0.964 ±
0.025

35 9.326 % 87.146 % 2.062% 1.466% 0.832 ±
0.146

0.877
±
0.078

0.842 ±
0.096

0.965 ±
0.026

Tabla 5.9: Promedio de las métricas de la quinta ejecución (K5) del algoritmo con las imágenes de
validación

Después de analizar los resultados de la evaluación a los 5 entrenamientos de la red, se

concluyó que el ejecutable de la época 35 de K5 es el modelo con mejor funcionamiento

entre los comparados, por lo tanto sería en el que se probarían las imágenes de test (14),

recordando que son nuevas para la red. Al igual que durante la etapa de entrenamiento, se

obtuvieron las métricas de evaluación de la red (Tabla 5.10), tanto para cada imagen como un

promedio de los 14 conjuntos de resutados. Tambien se añadieron las máscaras de verdad, las

máscaras generadas por la red y la superposición de ambas máscaras para calcular los índices

de similitud en imágenes de la Tabla 4.7. En estos resultados vemos un gran desempeño en la

segmentación automática del sulco acústico generada la red, y que a pesar de ser imágenes

nuevas, los resultados son similares a los obtenidos durante la validación del entrenamiento.

Se obtuvo la matriz de confusión Figura 5.6 junto con las métricas promediadas.

Resultados de las métricas con imágenes de test
TP TN FP FN Precision Recall F1 score Accuracy
10.928% 84.307% 2.359% 2.406% 0.822 ±

0.108
0.823 ±
0.194

0.806 ±
0.143

0.952 ±
0.029

Tabla 5.10: Promedio de las métricas del ejecutable elegido con las 14 imágenes de validación
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Figura 5.6: Resultados obtenidos en Google Colab del ejecutable con imágenes de test.
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En la página 67 se presenta el Anexo A, el cual incluye los resultados de las 14 segmenta-

ciones automáticad y sus métricas calculadas (Figura 3). Ahí podemos observar que 9 de las

14 segmentaciones (imagenes 1a, 1b, 1d, 2a, 2c, 3a, 3b, 3c y 3d) son muy precisas comparadas

con la máscara de verdad, además de tener valores de todas las métricas similares entre sí y

con el promerdio de la validación dirante el entrenamiento de la Tabla 5.9.

Las imágenes restantes del Anexo A; Figuras 1c, 1e, 1f, 2b, 3e, desde la vista gráfica

(máscara y superposición) se logra apreciar un resultado no óptimo, aunque algo a destacar

de todas las segmentaciones tanto en los procesos de validación durante el entrenamiento

como en las de test, es que la métrica accuracy es superior, en la mayoría de los casos, a un

valor de 0,900, lo cual nos indica que a pesar de no encontrar exactamente la máscara, la

posición de la máscara (bounding box) está bien delimitada porque no encuentra pixeles

fuera del sulco acústico pertenecientes a este.

Los errores en la detección exacta del sulco pueden deberse a diferentes factores, confor-

me a la experiencia en este trabajo, se mencionan a continuación, las principales causas y

una posible solución a manera de trabajo futuro.

Posible causa del error Posible solución
Falta de muestras dife-
rentes (imágenes origi-
nales)

Se debe ampliar el catálogo de otolitos debido a que
como se explico existen diferentes tipos de contorno,
así como posiciones y aperturas del sulco acústico

Calidad de las imáge-
nes

Las imágenes contienen ruido, además de la ilumni-
nación es y contraste de las imágenes utilizadas en
este trabajo son diferentes desde su adquisición. Se
podría normalizar la iluminación, mejorar contraste
y eliminar posible ruido.

Arquitectura errónea

Al ser tan sofisticada, incluyendo segmentación se-
mántica y detección de objetos. Se debería entrenar
otra arquitectura de red para observar funcionamien-
to y compararlo con este trabajo.

Hiperpárametros
Los hiperparámetros definidos en los entrenamien-
tos pueden afectar el rendimiento, deberían probar-
se diferentes valores de hiperparámetros.

Diferentes formas de
otolito y sulco acústico

Relacionado con el primer punto de esta tabla, debe-
ría realizarse un aumento de datos mas igualitario
entre las formas, aperturas y posiciones de las estruc-
turas.

Tabla 5.11: Posibles adecuaciones para mejorar el funcionamiento del modelo Mask R-CNN.
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La sección de resultados y discusión de esta investigación mostró que la segmentación

automática del sulcus acusticus en otolitos sagita usando modelos de aprendizaje

automático es posible y se obtuvieron resultados satisfactorios. El siguiente capítulo brinda

una conclusión al trabajo y posibles trabajos a futuro, en relación a esta investigación.
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Capítulo 6

Conclusión y trabajo futuro

Se concluye mediante el trabajo realizado que la segmentación del sulco acústico en

otolitos sagita es posible realizarse mediante modelos de aprendizaje automático, logrando

resultados adecuados de esta tarea. El uso de estos modelos para tareas que actualmente

se realizan de forma manual, reduce en tiempo de realización cuando se trata de grandes

cantidades de información (imágenes de muestras). No obstante se deben realizar mejoras

como las planteadas en la sección de resultados 5.11 para lograr mejor desempeño en la

segmentación.

Con la realización de este trabajo se logra comprender el trabajo futuro que se tiene:

Mejorar el rendimiento obtenido, mediante la experimentación con otras arquitecturas

o valores de los hiperparámetros.

Abrir paso a segmentación de otras microestructuras, no sólo de los otolitos, sino

también de otros objetos/materiales de tamaño microscopico.

Desarrollando lo planteado al principio, se pueden comparar los resultados obtenidos e

ir combinando métodos; de igual forma se puede comparar con segmentación manual.

Para disminuir costos, se puede realizar un modelo pero utilizando otras técnicas de

adquisición de imágenes microscopicas, como optica, confocal, entre otras.

Transferencia de aprendizaje, el ejecutable final se puede usar como entrada para

nuevos entrenamientos.

En cuanto a la arquitectura de Mask R-CNN, se puede estudiar profundamente para

identificar posibles mejoras a la arquitectura, estudiando las características, ROIs, o

decisiones que toma el modelo.
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(a) Resultado de la segmentación autómatica de la imagen de test 1. Especie Abudefduf saxatilis.

(b) Resultado de la segmentación autómatica de la imagen de test 2. Especie Acanthurus
chirurgus.

(c) Resultado de la segmentación autómatica de la imagen de test 3. Especie Acanthurus
coeruleus.

Figura 1: Resultados de la segmentación automática de las 14 imágenes de test en el ejecutable.
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(d) Resultado de la segmentación autómatica de la imagen de test 4. Especie Acanthurus tractus.

(e) Resultado de la segmentación autómatica de la imagen de test 5. Especie Achirus lineatus.

(f ) Resultado de la segmentación autómatica de la imagen de test 6. Especie Albula vulpes.

Figura 1: Resultados de la segmentación automática de las 14 imágenes de test en el ejecutable.
(continuación).

69



(a) Resultado de la segmentación autómatica de la imagen de test 7. Especie Anchoa cayorum.

(b) Resultado de la segmentación autómatica de la imagen de test 8. Especie Anchoa cubana.

(c) Resultado de la segmentación autómatica de la imagen de test 9. Especie Anchoa lampro-
taenia.

Figura 2: Resultados de la segmentación automática de las 14 imágenes de test en el ejecutable.
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(a) Resultado de la segmentación autómatica de la imagen de test 10. Especie Anisotremus
virginicus.

(b) Resultado de la segmentación autómatica de la imagen de test 11. Especie Archosargus
probatocephalus.

(c) Resultado de la segmentación autómatica de la imagen de test 12. Especie Arcosargus
rhomboidalis.

Figura 3: Resultados de la segmentación automática de las 14 imágenes de test en el ejecutable.71



(d) Resultado de la segmentación autómatica de la imagen de test 13. Especie Calamus calamus.

(e) Resultado de la segmentación autómatica de la imagen de test 14. Especie Calamus campe-
chanus.

Figura 3: Resultados de la segmentación automática de las 14 imágenes de test en el ejecutable.
(continuación).
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