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SECUENCIA DIDACTICA

¢ Introduccion a la Mineria de Datos

e KDD Proceso de Extraccion de
Conocimiento.

e Seleccion de Datos e Informacion.
PRACTICA 3

e Limpieza de Datos.
PRACTICA 4

e Integracion de Datos.
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e Transformacion de Datos.

e Reduccion de Datos.

, e Mineria de Datos.
PRACTICA 8

e Interpretacion y Evaluacion de los
PRACTICA 9 Patrones.

e Interpretacion del resultado
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PRACTICA 1
INTRODUCCION A LA MINERIA DE DATOS

Objetivo
El alumno conoceré el concepto y la importancia de la mineria de datos.

Introduccion

Reconocida como la tarea no trivial de extraer informacién implicita, previamente
desconocida y potencialmente util de bases de datos (Flrawey et. al. 1992). El proceso de
descubrir conocimiento interesante de grandes cantidades de datos almacenadas en bases de
datos, data warehouses u otro repositorio de informacion (Jiawei Han, Micheline Kamber
2001).

La Mineria de Datos (MD) es definida como el procesamiento de los datos para encontrar
patrones de comportamiento que sean de utilidad para la toma de decisiones, se relaciona
de manera estrecha con la estadistica, usando técnicas de muestreo y visualizacion de datos
y depuracion en donde la materia prima son las bases de datos. La fase de minar los datos
es la representacion del tipo de modelo obtenido. El analisis de los datos puede
proporcionar en conjunto un verdadero conocimiento que ayude en la toma de decisiones.

Puede definirse como el uso consistente de algoritmos concretos que generan una
enumeracion de patrones a partir de los datos pre-procesados, que sean de utilidad para la
toma de decisiones. Se relacionan de manera estrecha con la estadistica, usando técnicas de
muestreo y visualizacion de datos. La investigacion y el desarrollo para analizar grandes
volimenes de datos se hicieron cada vez méas necesarios, asi mismo puede realizarse a
partir de archivos. No obstante las ventajas aumentan cuando se cuenta con grandes
volimenes de datos, descubrir conocimiento de este enorme volumen de datos es un reto en
si mismo. La MD es un intento de buscarle sentido a la explosion de informacion que
actualmente puede ser almacenada. La fase de minar los datos es la representacion del tipo
de modelo obtenido. Se concentra en la busqueda, que tendran una o varias formas de
representacion en dependencia del tipo de modelo obtenido. El analisis de los datos puede
proporcionar en conjunto un verdadero conocimiento que ayude en la toma de decisiones.

Cabe resaltar que en la metodologia de MD forma parte de un proceso denominado
descubrimiento de conocimiento en bases de datos «Knowledge Discovery in Databases»
(KDD), que indica los pasos necesarios para reducir riesgos en la busqueda de modelos de
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conocimiento al aplicar técnicas de MD. Por ejemplo, los datos requieren un sustancial pre
procesamiento para ser modelados (limpieza y preparacion de datos) en el proceso KDD.
Desarrollo

El alumno consultara los siguientes articulos de la biblioteca digital en el repositorio de
REDALYC vy realizara una red semantica que denote este concepto, sus aplicaciones y
principales aportaciones delos distintos autores.

1. Velarde Martinez, Apolinar, Mineria de Datos. Una Introduccién Conciencia
Tecnoldgica [en linea] 2003, ( ) : Disponible
en:<http://www.redalyc.org/articulo.0a?id=94402303> ISSN 1405-5597

2. Riquelme, José C., Ruiz, Roberto, Gilbert, Karina, Mineria de Datos: Conceptos y
Tendencias Inteligencia Artificial. Revista Iberoamericana de Inteligencia Acrtificial
[en linea] 2006, 10 (primavera) : Disponible
en:<http://www.redalyc.org/articulo.0a?id=92502902> ISSN 1137-3601

3. Estrada-Danell, Rafael Isaac, Zamarripa-Franco, Roman Alberto, Zufiga-Garay,
Pilar Giselle, Martinez-Trejo, Isaias, Aportaciones desde la mineria de datos al
proceso de captacion de matricula en instituciones de educacion superior
particularesRevista Electronica Educare [en linea] 2016, 20 (Septiembre-
Diciembre) : Disponible
en:<http://www.redalyc.org/articulo.0a?id=194146862011> ISSN
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Toda la documentacion elaborada debera subirla a su portafolio de SEDUCA en la fecha
indicada.
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Conclusiones
Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICA?2
PROCESO KDD (KNOWLEDGE DISCOVERY IN DATABASE)

Objetivo
El alumno conoceré el proceso del KDD vy las fases que lo componen.
Introduccion

El proceso KDD se puede definir como “el proceso no trivial de identificar patrones
validos, novedosos y potencialmente Gtiles y en Gltima instancia, comprensible a partir de
los datos”. Este proceso también es conocido por diferentes nombres que podrian ser
sinénimos del mismo, entre los cuales se encuentran Data Archeology, Dependency
Function Analysis, Information Recollect, Pattern Data Analysis 0 KnowledgeFishing.

También supone la convergencia de distintas disciplinas de investigacion; podemos
nombrar algunas tales como el aprendizaje automatico, estadistica, inteligencia artificial,
sistemas de gestion de base de datos, técnicas de visualizacion de datos, los sistemas para el
apoyo a la toma de decisién (DSS) o la recuperacién de informacion, entre otras.

Uno de los procesos mas importantes dentro del KDD es el usuario, ya que es él quien
determina el dominio de la aplicacién o sea, decide como y qué datos se utilizaran en el
proceso. Por lo tanto, los pasos en el proceso global no estan claramente diferenciados por
ser un proceso iterativo e interactivo con el usuario experto. Las interacciones entre
las Decisiones tomadas en diferentes pasos, asi como los parametros de los métodos
utilizados Y la forma de representar el problema suelen ser extremadamente complejos.

PROCESO KDD CENTRADO EN EL USUARIO

El KDD es un proceso centrado en el usuario, que tiene la propiedad de ser altamente
interactivo, y que debe ser guiado por las decisiones que toma el usuario, o también por un
agente inteligente. La naturaleza centrada en el usuario del proceso KDD posee varias
cuestiones actualmente en investigacion. Una de ella es, como asistir al usuario en la
correcta seleccion de herramientas y técnicas apropiadas, para lograr los objetivos del
usuario. Es un desafio real, dar al sistema, la inteligencia necesaria para obtener

INGENIERIA EN SISTEMAS INTELIGENTES 12




MINERIA DE DATOS |

conocimiento e impartir el mismo, en el momento de decidir las herramientas apropiadas,
para que tipo de problemas y cuando. Particularmente en KDD esto es un problema
importante de abarcar, aun si el usuario es un investigador que desarrollo técnicas
especificas, ya que se necesita al sistema completo para resolver un problema. Mientras que
hay desarrollos de Knowledge discovery workbenches y sistemas integrados que incluyen
mas de un paso del proceso KDD, ellos no se involucran demasiado en las cuestiones de un
sistema amigable para el usuario, para ser utilizado por un analista. Un analista, no es
usualmente un experto en KDD, pero si alguien que tiene la responsabilidad de sacar el
significado de los datos usando técnicas de KDD disponibles. Para que un sistema
cualquiera de KDD sea exitoso, necesita integrarse bien dentro de un ambiente existente
para proveer una completa solucion a un analista. Por lo tanto, un reto para los
investigadores y practicantes del KDD es poner mas énfasis en el proceso general de KDD
y en las herramientas para soportar sus varios pasos. Se le deberia prestar mayor atencion a
la interaccidn con el humano y menos a la automatizacion total, con el fin de soportar tanto
a expertos como a usuarios novatos. El desarrollo de herramientas apropiadas de
visualizacion, interpretacion y analisis de descubrimiento de patrones son de particular
importancia. Tales ambientes interactivos, a través de la reducciéon del tiempo para
comprender la complejidad de los datos, habilitan la posibilidad de obtener soluciones
practicas a muchos de los problemas de la vida real, de una manera mas réapida que lo hace
el ser humano o una computadora operando independientemente.

El proceso de KDD (véase Figura 1) es interactivo e iterativo por naturaleza, e involucra
una serie de pasos, en los que se incluyen decisiones tomadas por el usuario. En general,
involucrando mas, 0 menos pasos, la estructura general sigue la siguiente forma:

Entender el dominio de aplicacién, cual es el problema a resolver, y cuales son los
objetivos. 2) Seleccionar del conjunto de datos originales, un subconjunto apropiado, para
el problema que deseamos resolver. Eliminando por ejemplo variables irrelevantes. 3) En la
etapa de limpieza y pre procesamiento se deberian tomar decisiones con respecto a valores
faltantes, atipicos, erroneos, etc. (ruido). También se podria necesitar normalizar los valores
de las variables o llevar a cabo otras tareas similares. La etapa de preparacion y limpieza es
a veces una etapa descuidada, pero de suma importancia en este proceso, dado que grandes
cantidades de datos son recolectados por medio de métodos automaticos (ej. via web). A
veces el método por el cual los datos fueron obtenidos no fue cuidadosamente controlado, y
asi los datos podrian contener valores fuera de rango (ej. edades negativas), combinaciones
incorrectas de datos (Sexo: masculino; embarazada: si), y otros. Ingresar estos datos
erroneos a los algoritmos de data mining solo lleva a entorpecer su proceso de aprendizaje,
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0 a conseguir resultados alejados del comportamiento real. 4) Encontrar caracteristicas
utiles para representar a los datos dependiendo de los objetivos. Reduccion de dimensiones
(ej. Kohonen) para llevar adelante el trabajo con un nimero reducido de variables. Eliminar
columnas que varian juntas, como por ejemplo fecha de nacimiento y edad, simplemente
tabular, aggregation (calcular estadisticos descriptivos), o técnicas mas sofisticadas como
clustering o analisis de componentes principales. 5) Elegir las herramientas de data mining
adecuadas al problema a resolver, teniendo en cuenta el objetivo (predecir, explicar,
clasificar, agrupar, etc). También se debe en esta etapa, establecer los pardmetros de las
redes utilizadas (arquitectura de la red, datos de entrenamiento, de validacion y de testeo,
etc.). Una vez realizada la tarea, se procede con el descubrimiento de patrones y relaciones
en los datos, para presentarselos al usuario de una manera adecuada (graficos, arboles,
reglas, etc.) 6) Interpretacion de los datos, llevada a cabo por el analista. 7) En esta etapa se
deberia consolidar el conocimiento ganado, probando los modelos creados contra los
resultados obtenidos de la aplicacion de estos modelos en el mundo real. Como dijimos
anteriormente existen herramientas que fueron desarrolladas para caber en una de éstas
metodologias, pero ninguna puso aun, real énfasis en el propdsito de asistir al usuario
durante el seguimiento de estos pasos en busca del conocimiento. Por tal motivo el sistema
que desarrollaremos buscara adaptarse a la metodologia general anteriormente mostrada,
pero incorporando algunas caracteristicas importantes como lo son: 9 La posibilidad de
realizar un ciclo entre cualesquiera dos pasos, ya que a veces el conocimiento descubierto
puede ser directamente aplicable, y otras veces puede guiar al refinamiento de los objetivos
de la mineria. No hay un progreso deterministico asumido desde un paso a otro. También,
los pasos interpretativos y evaluativos, pueden involucrar retrocesos a cualquiera de los
pasos anteriores, cualquier niUmero de veces. La incorporacion de un agente inteligente,
encargado de monitorear las actividades del usuario y brindarle a esta asistencia a lo largo
de todo el proceso de KDD.

v
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Figura 1. Proceso KDD.
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Desarrollo

Conteste las siguientes preguntas y envielas a su portafolio de SEDUCA

1)
2)

3)
4)

5)
6)

~
Nt

VVVVVYVYYYY

¢ Es la extraccion de conocimientos desde bases de datos?

¢BuUsqueda de patrones interesantes y de regularidades importantes en grandes bases
de datos?

¢Proceso que consta de una serie de fases, mientras que la mineria de datos es solo una de estas
fases?

¢ Cuales son las fases del KDD o Proceso de Extraccion del Conocimiento?

¢ Cuales son las tareas de la mineria de datos?
¢ Cuales son las técnicas de la mineria de datos?

Expligue cada una de las etapas del proceso KDD

Seleccién de Datos e Informacion
Limpieza de Datos

Integracion de Datos

Transformacion de Datos

Reduccion de datos

Data Mining.

Interpretacion y Evaluacion de los Patrones
Interpretacion del resultado

Toda la documentacion elaborada debera subirla a su portafolio de SEDUCA en la fecha
indicada.
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Conclusiones
Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICA 3

Seleccion de Datos e Informacion

Objetivo
El alumno conocera los distintos repositorios donde pueda obtener informacion.

Introduccion

Las primeras fases del KDD determinan que las fases sucesivas sean capaces de extraer
conocimiento valido y util a partir de la informacion original. Generalmente, la informacién
que se quiere investigar sobre un cierto dominio de la organizacién se encuentran en bases
de datos y otras fuentes muy diversas, tanto internas como externas. Muchas de estas
fuentes son las que se utilizan para el trabajo transaccional; parte de informacion interna de
la organizacion, los almacenes de datos pueden recoger informacién externa:

» Demografias (censo), paginas amarillas, pictografias (perfiles por zonas), uso de Internet,
informacion de otras organizaciones.

* Datos compartidos en una industria o 4rea de negocio, organizaciones y colegios
profesionales, catélogos, etc.

* Datos resumidos de areas geograficas, distribucion de la competencia, evolucion de la
economia, informacion de calendarios y climatologicas, programaciones televisivas
deportivas, catastrofes,..

* Bases de datos externas compradas a otras compaiiias.

Debido a la heterogeneidad de los datos disponibles en la actualidad, las posibles fuentes de
datos a considerar:

e Datos de Marketing
Este tipo de datos se refiere a aquellos datos almacenados en bases de datos, data marts o
data warehouses

e Datos de Servidor
Estos datos corresponden a los generados por la interaccion de las personas o usuarios que
acceden a un servidor, por ejemplo, navegar un sitio web en particular o utilizan un servicio
donde queda registro de su actividad (por ejemplo: Facebook, twitter, etc.).

e Metadatos
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La ultima fuente de datos es acerca del contenido del sitio mismo. Usualmente esta
informacion es generada dindmica y automaticamente luego de una actualizacion del
contenido o estructura del sitio. Los metadatos de un sitio proporcionan informacion
topoldgica acerca del mismo. (Por ejemplo: paginas vecinas, enlaces entre péginas).

S

S’ -

\—/ v
S
p - S
—

Figura 1. Fuentes de Datos

El anélisis posterior ser& mucho mas sencillo si la fuente es unificada y
accesible (interna).

Desarrollo

Conteste las siguientes preguntas y envielas a su portafolio de SEDUCA

1) ¢Son los datos adecuados para describir el o los fendmenos que el analisis esta
intentando explicar?

2) ¢Hay un campo comun entre los datos que seran utilizados y otros datos de otros
repositorios de datos?
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3) ¢Pueden ser consolidados todos los datos en un repositorio de datos (base datos,
data mart o data warehouse)?

4) ¢Que informacion interna y/o externa esta disponible para el analisis?

5) ¢Hay alguna informacion redundante en los datos?

6) ¢Existen datos demograficos disponibles?

7) Una vez que se ha definido el objetivo, se deben seleccionar los datos y la
informacion. Buscar un repositorio de datos para asi continuar con el siguiente paso
Limpieza de Datos.

Toda la documentacién elaborada debera subirla a su portafolio de SEDUCA en la fecha
indicada

Conclusiones
Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICA 4

Limpieza de Datos

Objetivo
El alumno conocera como limpiar datos de un repositorio.

Introduccion

Limpieza de datos: Se aumenta la calidad de los datos al nivel requerido mediante técnicas
de analisis selectivo. Este proceso consiste en la eliminacién de datos erréneos o
inconsistentes

Deteccion de datos anémalos
» Seleccidon de datos (muestreo, ya sea verticalmente, eliminando atributos, u
horizontalmente, eliminando tuplas).
» Redefinicién de atributos (agrupacion o separacion)
+ Los datos sucios en algunos casos deben ser eliminados ya que pueden contribuir a
un analisis inexacto y resultados incorrectos

Se utilizan diversas estrategias para manejar datos faltantes o en blanco, datos
inconsistentes o que estan fuera de rango, obteniéndose al final una estructura de datos
adecuada para su posterior transformacion.
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Desarrollo

A continuacion en la Figura 1 y 2 se muestra un ejemplo de limpieza donde los datos
proporcionados por la unidad de cuidados paliativos, fueron un universo total de 3365 casos,
con el objetivo de descubrir patrones de calidad esto es: Sin valores nulos o0 anomalos.

ca.co -
ca.ce
ca.ab
ca.ceu
ca.a
ca.c.v
ca.cver
ca.es
ca.e
ca.h
ca.av
ca.meo
ca.ov
ca.pi
ca.p
ca.pu
ca.r
ca.ri
ca.te
ca.v
ca.sli

ca.m

A B C D E
1 - agosto  ~ 92 ~ |ca.cver - 2009
2| f julio 52 |ca.co 2009
3| ¢ junio 55 Jca.ce 2003
- [ f mayo 61 |ca.ceu 20035
S |-f octubre 79 |ca.cv 2009
6 f septiembre 56 |ca.meo 2009
7 f mayo 75 |ca.pu 2009
8 | f julio 69 |ca.ce 2009
9 m noviembre 69 sa.te.b 2009
10 f enero 61 ca.c.v 2009
11 f agosto 74 ca.pu 2009
12 f diciembre 57 |ca.meo 2009
12 m enero 74 ca.p 2009
14 m mayo 74 |sa.te.b 2009
1S m diciembre 52 ca.meo 2009
16 m febrero 66 |ca.meo 2009
17 f agosto 62 |Jca.m 2009
ig8 m agosto 54 |ca.ce 2009
i9 f junio 50 |ca.meo 2009
20 m junio 40 ca.c.v 2009
21 m junio 62 |ca.meo 2009
22 f diciembre 52 |Jca.meo 2003
Figura 1l

228
253
81
65
ic4

229
146

59
283
280

160
26

626
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23 |_ f febrero 77 ca.ce 2009 ca.o

24 | f agosto 49 ca.meo 2009 ca.os
25 | 'm marzo 60 ca.meo 2009 ca.pa
26 | m enero 79 ca.pu 2009 le

27 | m septiembre 63 ca.meo 2009 ca.mim
28 | m agosto 52 ca.meo 2009 sa.te.b
29 | f enero 58 |ca.es 2009

3 m diciembre 60 ca.ow 2009

31| f febrero 67 |ca.meo 2009 derecho
32| f julio 61 |ca.meo 2009 o '
33 | m diciembre 60 |ca.meo 2009 1 1
34| f julio 57 |ca.meo 2009 >
35| f enaro 57 |ca.meo 2009 3 1
26 | m diciembre 41 ca.meo 2009 4 |
37| f agosto 63 ca.meo 2009 5 1
3 m agosto A5 ca.pu 2009 ] 1
3 m marzo 49 ca.meo 2009 r 1
40 | m| diciembre 81 [ca.m 2009 g '
a1 f marzo 70 |sa.te.b 2009 s '
42 [m octubre 58 |ca.pi 2009 |
43 | T julio 70 |ca.pu 2009

44 | f mayo 60 |ca.ce 2009

Figura 2

La BD contiene datos andmalos y fuera de las variables que se pretenden abordar, la fase de
la limpieza es eliminar cada uno de ellos mediante Excel, para que la inconsistencia se
reduzca notoriamente. Los datos contienen variables representativas que abordan la
problematica: Sexo, afio, edad y diagnostico. Que son elementales para la siguiente fase,

Integracion de Datos.

1) Con la BD que el alumno obtuvo del repositorio de datos, deberd realizar la

limpieza y eliminar datos inconsistentes.
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Toda la documentacién elaborada debera subirla a su portafolio de SEDUCA en la fecha
indicada

Conclusiones
Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICAS
Integracion de Datos
Objetivo
El alumno conocera la fase de integracion de Datos.
Introduccion

Se basa en combinar multiples tablas o registros para crear nuevos registros o valores. El
combinar tablas hace referencia a unir dos 0 mas tablas que presentan diferente informacion
sobre los mismos objetos. La combinacion de datos también incluye la agregacion. La
agregacion consiste en operaciones donde se obtienen nuevos valores mediante la unién de
informacién de varios registros o tablas. Esta tarea comprende asi mismo operaciones
relativas a construccion de datos tales como la produccion de atributos derivados, nuevas
muestras completas, o transformaciones de los valores de atributos ya existentes. Los
atributos derivados se pueden construir con uno 0 mas atributos presentes en el mismo
patrén. En el tratamiento preliminar de los datos, transformacion y generacion de nuevas
variables a partir de las ya existentes con una estructura de datos apropiada. Aqui se
realizan operaciones de agregacion o normalizacién, consolidando los datos de una forma
necesaria para la fase siguiente. Combina datos de multiples procedencias incluyendo
maultiples bases de datos, que podrian tener diferentes contenidos y formatos.

INGENIERIA EN SISTEMAS INTELIGENTES 25




MINERIA DE DATOS |

Desarrollo

En la Figura que se muestra a continuacion, cada dato se agrupo con su respectiva variable

y se obtuvo un nuevo valor, que seria la cantidad de pacientes por Diagnostico.

A < o
3 f ) 3. Higado 3
4 f 51 NSP 6
5 f 2 3. Cofon 2
6 m 50 a. Prostata 1
7 m 76 3. prostata )
8 f 33 ca. Mama 9
9 m ) NSP 1
0 m 43 ta. Gastrico 5
i1 f 3 3. Mama 3
R f ) ca. Lenguz S
3 m 71 NS? S
i m 33 ca. colen S
15 m 45 2. prosiata 3
16 m 45 ta. Hepshioo &
o f 7 ca.colon S
18 m — miclomia brazo dar. 2
L) f 2 3. Renal 2
20 f 38 3. mamz S
b3l f 61 3. mama &
2 m 43 ca. Tircides 2
B m 47 3. Testiculo 7
ps f 45 3. mama 2
i3 f 51 3. Ovarios 2
e - 3 B e a

Hojal = Hoa2 3

1) El alumno tiene que realizar la fase de integracion y crear si es posible sus nuevas

variables.

Toda la documentacion elaborada debera subirla a su portafolio de SEDUCA en la fecha

indicada

23
X1
215
X153
X5

X015

1568
1591
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Conclusiones
Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICA6

Transformacién de Datos

Objetivo
El alumno conocera la fase de transformacién de datos
Introduccion

Consisten principalmente en modificaciones sintacticas llevadas a cabo sobre datos sin que
supongan un cambio para la técnica de mineria aplicada. Las transformaciones discretas de
los datos tienen la ventaja de que mejoran la comprension de las reglas descubiertas al
transformar los datos de bajo nivel en datos de alto nivel y también reduce
significativamente el tiempo de ejecucién del algoritmo de busqueda. Su principal
desventaja es que se puede reducir la exactitud del conocimiento descubierto, debido a que
puede causar la perdida de alguna informacion. Existen diferentes métodos de
transformacion de variables continuas a discretas que se pueden agrupar segun distintas
aproximaciones: métodos locales (realizan la transformacion discreta en una region del
espacio de las instancias, por ejemplo, utilizando un subconjunto de las instancias),
métodos globales (utilizan el espacio de las instancias), métodos supervisados (utilizan la
informacidn de la clave (valor del atributo objetivo).

Consisten principalmente en modificaciones sintacticas llevadas a cabo sobre los datos, sin
que supongan un cambio en el significado de los mismos. Estas transformaciones pueden
ser necesarias para la técnica de MD aplicada. Las estrategias anteriormente descritas no
son mutuamente excluyentes. Existen técnicas de pre procesado que podrian seguir dos o
mas de las vias indicadas y habria que clasificarlas como una combinacion de ambas (por
ejemplo, la compactacion de datos, que reduce e integra).
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Desarrollo

La busqueda y descubrimiento de patrones en esta etapa que conlleva la de mineria de
datos y en donde son aplicadas tareas de descubrimiento. Este proceso de
transformacion de datos solo se realiz6 para los relacionados con el diagnostico, ya que

estos eran oncoldgicos o no oncoldgicos.

1 |sexo -1 edad - |dx - |dh
2 |'m 81-98 cacwvcr
3 |f 41-60 caco
4 |f 41-60 cace
5 |f 61-80 caceu
6 |f 61-80 cacv
7 |f 41-60 cameo
8 |f 61-80 capu
9 |f 61-30 cace
10 |'m 61-80 sateb
11 |f 61-30 cacv
12 |f 61-80 capu
13 |f 41-60 cameo
14 |m 61-80 cap
15 |'m 61-80 sateb
16 |m 41-60 cameo
17 |m 61-30 cameo
15 |f 61-80 cam
19 |m 41-60 cace
20 |f 41-60 cameo
21 |m 21-40 cacy
22 |m 61-30 cameo
23 |f 41-60 cameo

T ang -
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009
2009

L=t % I = (R % SN T % R VR R S Y e B T e "L = SR B L% SR N TR OV RV = R U TR N R OV IR N
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24 |f 61-80 cace 2 2009
25 |f 41-60 cameo 2 2009
26 |'m 41-60 cameo 1 2009
27 |'m 61-80 capu 9 2009
28 |'m 61-80 cameo 1 2009
29 |'m 41-60 cameo 1 2009
30 |f 41-60 caes o 2009
31 |f 41-60 caowv 9 2009
32 |f 61-80 cameo 2 2009
33 |f 61-80 cameo 2 2009
34 'm 41-60 cameo 2 2009
35 |f 41-60 cameo 3 2009
36 | 41-60 cameo 2 2009
37 'm 41-60 cameo (1] 2009
38 |f 61-80 cameo 9 2009
39 'm 41-60 capu 1 2009
40 |'m 41-60 cameo 4 2009
41 |m B81-98 cam 9 2009
42 |f |61—80 _Isateb 2 2009
43 'm 41-60 capi 9 2009
44 |f 61-80 capu 9 2009
45 |f 41-60 cace 2 2009
46 | 41-60 cameo 2 2009

1) El alumno debera encontrar las modificaciones y transformaciones posibles en su
repositorio de datos.

Toda la documentacion elaborada debera subirla a su portafolio de SEDUCA en la fecha
indicada
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Conclusiones

Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICA 7

Reduccion de Datos

Objetivo
El alumno conocera la reduccion de datos.

Introduccion

Reducir el tamafo de los datos, encontrando las caracteristicas mas significativas
dependiendo del objetivo del proceso. Se pueden utilizar métodos de transformacion para
reducir el nimero efectivo de variables a ser consideradas, o para encontrar otras
representaciones de los datos.

e Reduccién de dimensiones (la extraccion irrelevante y débil de atributo),
compresion de datos (reemplazando valores de datos con datos alternativos
codificados), reduccion de tamafio (reemplazando valores de datos con
representacion alternativa méas pequefia), una generalizacion de datos
(reemplazando valores de datos de niveles conceptuales bajos con niveles
conceptuales més altos).

Reduccion de datos: Consiste en decidir qué datos deben ser utilizados para el analisis. El
criterio que se sigue incluye la relevancia con respecto a los objetivos que se persiguen en
la MD, y limitaciones técnicas tales como pueden ser volumenes maximos de datos o bien
tipos de datos concretos. Nos centraremos en este caso en esta perspectiva del pre
procesamiento: reducir el volumen de datos seleccionando los més relevantes para su
posterior uso por algoritmos de MD.
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Desarrollo

La descripcion de atributos mas relevantes se conforma en la tabla 1, mientras que la
tabla 2 representa los atributos de los distintos tipos de cancer que se abordan en la
problematica, asi la reducciéon de los datos y sus dimensiones hacen mas Optima la
comprension de los objetivos.

Atributo Definicion Descripcion
S Sexo Geénero de los pacientes
A Afo Afio de en qué se reporta
en la unidad
Dx Céncer Es el tipo de cancer que

padecio el paciente

Tabla 1. Descripcion de los atributos mas relevantes

Atributo  Definicion

caco cancer de corazon

cace cancer cerebral

caab cancer abdominal

ca ceu cancer cervicouterino

caa cancer de apéndice

cacv cancer de columna vertebral
cancer de columna vertebral y

ca cver .
cancer de recto

caes cancer de esofago

cae cancer de estbmago

cah cancer de higado

ca av cancer de la ampolla de vater

ca meo cancer de médula ésea

INGENIERIA EN SISTEMAS INTELIGENTES
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caov
ca pi
cap
ca pu
car
cari
cate
cav
ca sl
cam
cao
ca 0s
ca pa
le
camm
sateb

cancer de ovario

cancer de piel

cancer de prostata
cancer de pulmon

cancer de recto

cancer de rifion

cancer de testiculos
cancer de vejiga

cancer del sistema linfatico
cancer mama

cancer oral

cancer 0seo

cancer pancreas
Leucemia

Mieloma mdltiple
sarcoma de tejido blando

Tabla 2. Descripcion de los atributos asociados a los tipos de cancer

1) El alumno debera reducir los datos posibles en su repositorio.

Toda la documentacion elaborada debera subirla a su portafolio de SEDUCA en la fecha

indicada

Conclusiones
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Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICAS8

Data Mining
Objetivo

El alumno realizara el analisis y construccion del modelo de mineria de datos.

Introduccion

Consiste en la busqueda de los patrones de interés que pueden expresarse como un modelo
o0 simplemente que expresen dependencia de los datos.

Se tiene que especificar un criterio de preferencia para seleccionar un modelo de un
conjunto de posibles modelos. También se tiene que especificar la estrategia de busqueda a
utilizar (normalmente esta determinado en el algoritmo de mineria).

La MD en un intento de buscarle sentido a la explosion de informacion que actualmente
puede ser almacenada. La fase de minar los datos es la representacion del tipo de modelo
obtenido. Se concentra en la blsqueda, que tendrd&n wuna o varias formas de
representacion en dependencia del tipo de modelo obtenido. El anélisis de los datos puede
proporcionar en conjunto un verdadero conocimiento que ayude en la toma de decisiones,
forma parte de un proceso denominado descubrimiento de conocimiento en bases de datos
«Knowledge Discovery in Databases» (KDD), que indica los pasos necesarios para reducir
riesgos en la busqueda de modelos de conocimiento al aplicar técnicas de MD. Por ejemplo,
los datos requieren un sustancial preprocesamiento para ser modelados (limpieza y
preparacion de datos) en el proceso KDD

Desarrollo

Para realizar esta actividad se utilizé el software WEKA. Esto se debe a que los datos
incluidos en el conjunto de datos son en su mayoria categoricos, se selecciond por
utilizar arboles de decision. De los algoritmos disponibles, se utilizé el J48
correspondiente al algoritmo C4.5 En su ejecucion se utilizaron las especificaciones que
por default tiene WEKA, asi como el método de validacion cruzada estratificada. En el
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analisis de la figura se observa que por genero los pacientes que fueron atendidos en su
mayoria por algun tipo de cancer para el periodo reportado fueron las mujeres en un
91.8%.

Humker of Leaves 138

5ize of the tree : 235

Time taken to build model: 0.03 seconds

=== 5Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 2932 87.1322 %
Incorrectly Classified Instances 433 12.8678 %
Kappa statistic 0.7289

Mean absolute error 0.118

Eoot mean squared error 0.269

Relative absoclute error 37.0597 %

Root relatiwve squared error 87.4235 %

Total Number of Instances 3363

=== Detailed RAccuracy By Class ===

IF Rate FF Rate Frecision Recall F-Measure ROC Area Class
0.802 0.084 0.26 0.802 0.83 0.29& m
0.918 0.198 0.878 0.918 0.84a7 0.899 f
0 0 0 0 0 0.723 m
Weighted Rwvg. 0.871 0.153 0.87 0.871 0.87 0.898

1) El alumno debera realizar la Mineria de Datos a su repositorio, concluyendo con las
fases anteriores.

Conclusiones

Anote de manera breve las principales conclusiones obtenidas al término de esta préctica
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PRACTICA 9

Evaluacion e Interpretacion de los Patrones

Objetivo
El alumno debera identificar los nuevos patrones y producir varias hipotesis.
Introduccion

Se identifican verdaderamente patrones interesantes que representan conocimiento usando
diferentes técnicas incluyendo analisis estadisticos y lenguajes de consultas.

La interpretacion de los mejores modelos (visualizacién, simplicidad, posibilidad de integr
acion, ventajas colaterales) ayudara a la seleccion del modelo(s) final

La fase de MD puede producir varias hipotesis de modelos.Sera necesario establecer qué m
odelos son los mas validos (técnicas habituales son el uso de conjuntos de test indepen
dientes) .

Desarrollo

En el analisis de la Figura se observa que los tipos de cancer de mayor incidencia para
el periodo reportado fueron: cancer de préstata con 71.4%, céancer de mama 68.7%,
cancer de pancreas 68.6%, cancer de es6fago 65.7%, en tanto que el de menor
incidencia fue el cancer de ojo con 9.1%. En Clasificacion de tipo de cancer reportados
durante el periodo 2009-2015
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Stratified cross-wvalidation
Summary

Correctly Classified Instances
Incorrectly Classified Instances
Kappa statistic

Mean absolute error

Boot mean sguared error
Eelative absclute error

Boot relatiwve sguared error
Total Humber of Instances

Detailed Accuracy By Class

TIF Rate FF Eate
0.224 0.078
0.267 0.001
0.145 0.014
0.198 0.014
0.487 0.038
0.487 0.0685
0.473 0.052
0.05 0.004
0.714 0.05%9
0.887 0.114
0.&858 0.005
0.541 0.02
0.458 0.007
0.375 0.011
a L]

a L]
a L]
0.522 0.01a
0.344 0.01&
a L]
0.167 0.002
a L]
0.488 0.008
a L]
a L]
0.417 0.002
a L]
0.569 0.005
a L]
0.323 0.017
a L]
a L]
u] 0.001
a L]
0.569 0.005
a L]
0.323 0.017
a L]
a L]
a 0.001
a L]
0.6E886 0.01
a L]
0.241 0.003
a L]
a L]
0.081 0.001
0.423 0.005

16823

1742
0.4331
0.0292
0.1328
66.5038
&9.5113

3365

Frecision
0.215
0.5
0.207
0.2581
0.485
0.342
0.449
0.125
0.527
0.579
0.735
0.549
0.529
0.407
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Recall
0.224
0.267
0.145
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F-Measure
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0.071
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0.125
0.415

ROC RArea

0.852
0.893
0.725
0.798
0.802
0.79%
0.811
0.772
0.877
0.847
0.895
0.857
0.843
0.843
0.871
0.483
0.482
0.&846
0.798
0.873
0.764
0.457
0.7%2
0.457
0.498
0.B828
0.457
0.811
0.459%
0.76%9
0.459%
0.457
0.493
0.457
0.811
0.459%
0.76%9
0.459%
0.457
0.493
0.986
0.916
0.5

0.827
0.457
0.454
0.80%9
0.915

Class

Cacvcr
caco
cace
caceu
cacwv
cameo
capu
sateb

1) EIl alumno debera interpretar los resultados que obtuvo a partir de la Mineria de

Datos
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Toda la documentacién elaborada debera subirla a su portafolio de SEDUCA en la fecha
indicada

Conclusiones

Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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PRACTICA 10

Interpretacion del Resultado

Objetivo:

El alumno va a desarrollar una herramienta capaz de asistir a un usuario a través de todas
las etapas del proceso de descubrimiento de conocimiento en bases de datos.

Introduccion

Consiste en entender los resultados del andlisis y sus implicaciones y puede llevar a
regresar a algunos de los pasos anteriores. En esta etapa se deberia consolidar el
conocimiento ganado, probando los modelos creados contra los resultados obtenidos de la
aplicacion de estos modelos en el mundo real.

Elaboracion de informes para su distribucién

*Usar el nuevo conocimiento de forma independiente

Incorporarlo a sistemas ya existentes (verificar con el conocimiento ya usado para evitar i
nconsistencias y posibles conflictos).

La monitorizacion del sistema en accion dara lugar a nuevos casos que realimentaran el cic
lo del KDD Las condiciones iniciales pueden variar, invalidando el modelo adquirido.

Desarrollo

El alumno debe presentar los resultados en un formato entendible. Por esta razén las
técnicas de visualizacion son importantes para que los resultados sean Utiles, dado que los
modelos matematicos o descripciones en formato de texto pueden ser dificiles de interpretar
para los usuarios finales.
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Conclusiones

Anote de manera breve las principales conclusiones obtenidas al término de esta practica
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